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Zum Geleit

Wir sehen uns heute einer fast allgegenwärtigen Digitalisierung unserer Welt ge-
genüber. Der gleichzeitig zu beobachtende Trend der letzten Jahre, neben operati-
ver Datenhaltung auch gezielt Informationssysteme als sogenannte Data Warehou-
ses zu Analysezwecken zentralisiert aufzubauen, rückt die rechnergestützte Analyse
großer Datenbestände verstärkt in das Interesse von Wirtschaft und Wissenschaft.
Unter der Bezeichnung Wissensentdeckung in Datenbanken (Knowledge Discove-
ry in Databases oder Data Mining) entwickelte sich vor diesem Hintergrund ein
neues, interdisziplinäres Forschungsgebiet, das etablierte Disziplinen wie Muster-
erkennung, Maschinelles Lernen, Datenbanken, Statistik, Künstliche Intelligenz,
Expertensysteme und Datenvisualisierung einbezieht.

Im Mittelpunkt der vorliegenden Arbeit steht mit der Generierung von Assozia-
tionsregeln eine der grundlegenden Analysemethoden dieses neuen Forschungs-
gebiets. Assoziationsregeln modellieren Abhängigkeiten zwischen Ereignissen in
transaktionsbasierten Datenbeständen. Die Einsatzmöglichkeiten sind vielfältig
und reichen von der klassischen Warenkorbanalyse im Einzelhandel, über die Ana-
lyse der Nutzungsprofile von Internetseiten im World Wide Web, bis zu komplexen
Anwendungen beispielsweise im Bereich der Garantie und Kulanz in der Automo-
bilindustrie.

Die vorliegende Arbeit leistet einen wertvollen Beitrag zur Forschung durch die
sorgfältige Systematisierung und Evaluierung der heute bekannten Verfahren, die
Entwicklung neuer Algorithmen, welche durch wesentliche Effizienzsteigerungen
der Analyse mittels Assoziationsregeln neue Anwendungen erschließen, und die
Einbindung der Verfahren in einen Wissensentdeckungsprozeß. Wir wünschen der
Arbeit eine gute Aufnahme und eine weite Verbreitung in Wissenschaft und Praxis.

Tübingen und Ulm, Ulrich Güntzer und
im Dezember 2003 Gholamreza Nakhaeizadeh
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Gutachten zu übernehmen.

Ebenso gilt mein Dank meinen Kollegen aus der Abteilung RIC/AM am For-
schungszentrum in Ulm für die sehr gute Zusammenarbeit und Unterstützung,
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Zusammenfassung

Die Datenanalyse mittels Assoziationsregeln ist eines der am häufigsten einge-
setzten Data Mining-Verfahren und geht auf Arbeiten der Forschergruppe um
Rakesh Agrawal am Forschungszentrum der IBM in Almaden, Kalifornien, USA,
zurück. Dort wurden Anfang der neunziger Jahre Assoziationsregeln als Methode
der Abhängigkeitsanalyse eingeführt und erste Algorithmen zur Assoziationsregel-
generierung entwickelt.

In der vorliegenden Arbeit werden die etablierten Verfahren zur Generierung von
Assoziationsregeln analysiert und systematisiert, wodurch ein besseres Verständ-
nis der in der Literatur bisher nicht im Zusammenhang dargestellten Verfahren
möglich wird. In Verbindung mit einer umfassenden Evaluierung der Laufzeiten
und des Speicherbedarfs führt dies zu einer Neubewertung der Ansätze.

Darauf aufbauend werden neue Verfahren zur Generierung von Assoziationsregeln
abgeleitet. Diese beruhen auf einer optimierten Beschneidung des Suchraums, auf
einem hybriden Vorgehen und auf der Einbeziehung einer eventuell vorhandenen
Taxonomie. Im Rahmen einer Evaluierung erreichen die neu entwickelten Algorith-
men in vielen Experimenten wesentlich kürzere Laufzeiten und einen geringeren
Speicherbedarf als die bisherigen Algorithmen. Die vorgeschlagenen Verfahren sind
insgesamt deutlich effizienter als die bisher bekannten Ansätze, insbesondere falls
eine Taxonomie zu den Analysedaten zur Verfügung steht.

In Verbindung mit der Effizienz der Verfahren steht die Integration der Regelgene-
rierung in den Wissensentdeckungsprozeß. Ein iterativer und interaktiver Prozeß
setzt kurze Antwortzeiten voraus, die von den Verfahren auf großen Datenmengen
oft nicht erreicht werden können. Für diese von algorithmischen Aspekten in den
Hintergrund gedrängte Problematik wird im Rahmen der vorliegenden Arbeit ein
Regelcache als Lösung vorgeschlagen. Der Regelcache ist so aufgebaut, daß dieser
auch für viele Anfragen gültig bleibt, die Selektionen der zugrundeliegenden Da-
tensätze beinhalten, und dadurch für solche Anfragen nicht neu initialisiert werden
muß.





Abstract

Data analysis using association rules belongs to the fundamental data mining
approaches and was introduced as a method aiming at dependency analysis by
Rakesh Agrawal at the IBM Research Center in Almaden, California, USA.

In this thesis, the established algorithms for association rule mining are analyzed
and systemized. The chief goal is to learn more about the algorithms that thus
far have not been described coherently. Together with the results of an exhaustive
evaluation of runtime and memory usage, this leads to a changed appreciation of
the different approaches.

On the basis of the results obtained, new algorithms for the generation of asso-
ciation rules are developed. These algorithms rely on an optimized pruning of the
search space, a hybrid approach, and the incorporation of a potentially available
taxonomy. In a multitude of experiments carried out during a comprehensive eva-
luation, the new algorithms achieved not only much shorter runtimes but also a
greatly reduced memory usage as compared to established approaches. All in all,
the algorithms introduced are much more efficient than conventional approaches,
in particular when a taxonomy on the data is available.

Aligned with the efficiency of the algorithms is the aspect of integrating the rule
generation into the process of knowledge discovery. An iterative and interactive
process assumes short response times that cannot be reached by the algorithms
on very huge datasets. For this often neglected problem, an extended rule cache is
proposed. This rule cache stays valid even for many mining queries that include
selections of the underlying data. Hence, for such queries, the cache does not need
to be reinitialized.
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Kapitel 1

Einleitung

Die heutigen Möglichkeiten zur digitalen Erfassung und kostengünstigen Speiche-
rung von Daten führen vielfach zu sehr umfangreichen Datenbeständen. Unterneh-
mensdatenbanken erreichen nicht selten Größenordnungen von mehreren Terabyte,
und in den Wissenschaften sind es unter anderem die Fortschritte im Bereich der
Gentechnik, der Molekularwissenschaften, der Astronomie oder der Medizin, die
immer größere Datenbestände entstehen lassen (vgl. u. a. [Fayyad et al., 1996c],
[Hand et al., 2001], [Piatetsky-Shapiro, 2002b]). Auch die Vorgänge unseres tägli-
chen Lebens erzeugen zunehmend digitalisierte Daten. Beispiele sind scannerer-
faßte Kassenbons im Einzelhandel, elektronische Kreditkartenabrechnungen, die
Nutzung des Internets, die digitale Vermittlung von Telefongesprächen oder elek-
tronische Maut- und Verkehrsleitsysteme.

Das Wachstum heutiger Datenbanken findet in zwei Dimensionen statt. Zum einen
steigt die Anzahl der gespeicherten Datensätze, das heißt der Objekte aus der rea-
len Welt, die erfaßt und abgelegt werden. Zum anderen wächst die Zahl der zu
jedem Objekt gespeicherten Attribute. Die resultierenden Datensammlungen sind
allerdings selten von direktem Nutzen. Zumeist läßt erst die Analyse der Daten, das
heißt die Gewinnung von Wissen aus der Vielzahl erfaßter Objekte und Attribut-
werte, einen zusätzlichen Nutzen entstehen. Wissen wird in diesem Zusammenhang
pragmatisch als Menge abgesicherter Erkenntnisse verstanden, die hinsichtlich ei-
ner bestimmten Domäne interessant und brauchbar sind (in Anlehnung u. a. an
[Matheus et al., 1993, S. 905], [Wittmann, 1999, S. 5]).

Viele der Methoden aus dem Bereich der klassischen Statistik sind für die in
heutigen Anwendungen immer häufiger erreichten Datenvolumina nicht ausgelegt
(vgl. u. a. [Fayyad, 1998, S. 26f.], [Nakhaeizadeh et al., 1998, S. 2f.], [Wittmann,
1999, S. 10ff.]). Zugleich ermöglicht die in den letzten Jahren stark gestiegene Lei-
stungsfähigkeit verfügbarer Rechnersysteme den Einsatz von Algorithmen, deren
Entwicklung bisher aus Effizienzgründen nicht in Betracht gezogen wurde. Vor

1



2 1. EINLEITUNG

diesem Hintergrund wächst seitens der Anwender und der Forschung das Interesse
an neuen Ansätzen, welche die statistischen Methoden in bestimmten Bereichen
ergänzen.

Data Mining als interdisziplinäres Forschungsgebiet hat die Entwicklung von Me-
thoden zur effizienten Analyse großer Datenbanken zum Ziel und steht an der
Schnittstelle etablierter Disziplinen wie Mustererkennung, Maschinelles Lernen,
Datenbanken, Statistik, Künstliche Intelligenz, Expertensysteme und Datenvisua-
lisierung. (Für einen allgemeinen Überblick siehe beispielsweise [Fayyad et al.,
1996b], [Mannila, 1996], [Chen et al., 1996], [Nakhaeizadeh et al., 1998]). In [Hand
et al., 2001, S. 1] wird Data Mining wie folgt definiert:

Data Mining ist die Analyse meist größerer Datenmengen von beob-
achteten Attributwerten mit dem Ziel, bisher unbekannte Beziehungen
zu finden und die Daten auf neue Art und Weise zusammenzufassen,
so daß diese Zusammenfassung verständlich und zweckdienlich ist.1

Der englische Begriff
”
Data Mining“ läßt sich frei mit

”
Datenbergbau“ übersetzen.

Demnach ist mit Data Mining die Vorstellung verbunden, während einer Analyse
viel

”
taubes Gestein“ abtragen zu müssen, um an das in den Daten enthalte-

ne wertvolle Wissen zu gelangen und dieses geeignet aufbereitet präsentieren zu
können.

Die zusätzliche Schwierigkeit, in aus Sicht der Analyse überwiegend wertlosen Da-
ten nach

”
verborgenen Schätzen“ zu suchen, ist unter anderem darin begründet,

daß viele Datenbanken als Nebenprodukt elektronisch abgewickelter Prozesse ent-
stehen. Die Aspekte der Analyse solcher operativer Datenbanken werden meist
weder beim Datenbankdesign noch bei der späteren Datenerfassung ausreichend
berücksichtigt. Im Einzelhandel erfolgt beispielsweise die Erfassung von Kunden-
transaktionen als Kassenbon primär zur Abrechnung, und die Analyse dieser Da-
ten ist nur ein nachgelagerter Prozeß. Insbesondere der Zuschnitt auf Daten, die
nicht unmittelbar zu Analysezwecken erhoben werden, unterscheidet Data Mining-
Methoden von bisherigen Analyseansätzen, beispielsweise aus dem Maschinellen
Lernen (vgl. u. a. [Holsheimer und Siebes, 1994, S. 16]). Eine Abgrenzung zum Ge-
biet der Statistik findet sich in [Smyth, 2000] oder [Klösgen und Zytkow, 2002,
S. 637ff.].

Data Mining betrachtet vor allem die algorithmischen Aspekte der Datenanalyse.
In praktischen Anwendungen zeigt sich, daß eine solche Sicht jedoch zu eng ist
und eine erfolgreiche Analyse großer Datenbanken mehr als die Anwendung viel-
versprechender Algorithmen voraussetzt (vgl. u. a. [Brachman und Anand, 1996],

1Die gefundenen Beziehungen und Zusammenfassungen werden in der Literatur auch als Mu-
ster oder Modelle bezeichnet.
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[Fayyad et al., 1996c]). Daher wird Data Mining als Teilschritt eines umfassenden
Analyseprozesses betrachtet. Dieser sogenannte Prozeß der Wissensentdeckung in
Datenbanken (process of knowledge discovery in databases) beinhaltet mehrere dem
Data Mining sowohl vor- als auch nachgelagerte Phasen. Die Phasen reichen von
der Analyse der Anwendungsdomäne, dem Verständnis, der Beschaffung und der
Aufbereitung der Daten über das Data Mining bis hin zur Bewertung und Umset-
zung der Ergebnisse. In praktischen Anwendungen sind es die dem Data Mining
vorgelagerten Phasen, welche den größten Aufwand in einem Wissensentdeckungs-
prozeß verursachen (vgl. [Nakhaeizadeh et al., 1998, S. 20]).

Der Prozeß der Wissensentdeckung in Datenbanken wird allgemein als nicht trivi-
al, iterativ und hochgradig interaktiv verstanden (vgl. z. B. [Fayyad et al., 1996a],
[Brachman und Anand, 1996], [Wirth und Hipp, 2000]). Die Phasen der Wissens-
entdeckung werden nicht in einer festgelegten Reihenfolge durchlaufen, sondern
der Analyst steuert den Prozeß anhand der Zwischenergebnisse. Typischerweise
ist es erforderlich, Phasen mehrfach und in unterschiedlichen Kombinationen zu
wiederholen, bis der Prozeß mit einem endgültigen Ergebnis beendet werden kann.

In einem solchen
”
human centered process“ trägt der Analyst mit seiner Krea-

tivität und Kompetenz entscheidend zum Erfolg bei. Den Analysten geeignet zu
unterstützen und damit eine der grundlegenden Voraussetzungen für die erfolgrei-
che Durchführung von Projekten im Rahmen der Wissensentdeckung zu schaffen,
ist daher eine der wichtigsten Aufgaben der Forschung im Bereich der Wissensent-
deckung in Datenbanken (vgl. auch [Brachman und Anand, 1996], [Nakhaeizadeh
et al., 1998], [Wirth und Hipp, 2000]).

Assoziationsregeln (association rules) sind ein typisches Data Mining-Verfahren
und gehen auf Arbeiten der Forschergruppe um Rakesh Agrawal am Forschungs-
zentrum der IBM in Almaden, USA, zurück. Dort wurden Anfang der neunziger
Jahre Assoziationsregeln als Methode der Abhängigkeitsanalyse eingeführt und er-
ste Algorithmen zur Assoziationsregelgenerierung entwickelt (vgl. [Agrawal et al.,
1993], [Agrawal und Srikant, 1994a]).

Die Datenanalyse mit Assoziationsregeln basiert auf Transaktionsdaten, das heißt
auf Mengen von zu Transaktionen zusammengefaßten Ereignissen. Anschauliches
Beispiel sind die Kundentransaktionen eines Einzelhandelsunternehmens. Die Ar-
tikelgruppen aus dem Warensortiment werden eindeutig mit jeweils einem Ereignis
identifiziert. Als Transaktionen werden dann die Ereignismengen verstanden, die
den von einem Kunden gleichzeitig gekauften Artikeln entsprechen.

Ausgehend von solchen Transaktionen modellieren Assoziationsregeln Abhängig-
keiten zwischen Ereigniskombinationen bezüglich Gleichzeitigkeit. Beispielsweise
kann eine Assoziationsregel aussagen, daß eine Transaktion, welche die Artikel a
und b enthält, mit einer bestimmten Wahrscheinlichkeit, der sogenannten Konfi-
denz, ebenfalls den Artikel c enthält. Die Konfidenz einer Assoziationsregel ist in
diesem Sinne eine bedingte Wahrscheinlichkeit.
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Zu einer Menge von n Ereignissen existieren 3n − 2n+1 + 1 Assoziationsregeln
(vgl. [Hipp et al., 2002a]). Bereits für kleine n in der Größenordnung von weni-
gen hundert Ereignissen würden für einen Analysten unüberschaubar viele Regeln
erzeugt werden, die außerdem zum größten Teil, unter anderem aufgrund der ge-
ringen erreichten Konfidenzwerte, wenig aussagekräftig wären. Ziel der Verfahren
zur Assoziationsregelgenerierung ist daher, vor dem Hintergrund typischer n in
Größenordnungen von einigen zehntausend und mehr Ereignissen, effizient nur die
Regeln zu erzeugen, welche vorgegebenen Schwellenwerten für bestimmte Gütema-
ße genügen.

Die Datenanalyse mittels Assoziationsregeln ist eines der am häufigsten eingesetz-
ten Data Mining-Verfahren (vgl. etwa [Piatetsky-Shapiro, 2002b]). Die einfache
Kommunizierbarkeit und unmittelbare Verständlichkeit haben zu der weiten Ver-
breitung von Assoziationsregeln in unterschiedlichen Anwendungsgebieten auch
außerhalb der klassischen Warenkorbanalyse beigetragen. Für die Forschung im
Bereich der Wissensentdeckung ist die Generierung von Assoziationsregeln eben-
falls von zentralem Interesse, wie die Vielzahl von Publikationen und Vorträgen
auf wissenschaftlichen Tagungen belegt.

Gegenstand dieser Arbeit

Im Kontext der Wissensentdeckung in Datenbanken mit Assoziationsregeln sind
insbesondere die Aspekte der effizienten Regelgenerierung und der Integration der
Generierungsverfahren in einen Wissensentdeckungsprozeß als kritisch anzusehen.

In dieser Arbeit werden die etablierten Verfahren zur Generierung von Assozia-
tionsregeln analysiert und systematisiert, wodurch ein besseres Verständnis der
in der Literatur bisher nicht im Zusammenhang dargestellten Verfahren möglich
wird. In Verbindung mit einer umfassenden Evaluierung der Laufzeiten und des
Speicherbedarfs führt dies zu einer Neubewertung der Ansätze.

Darauf aufbauend werden neue Verfahren zur Generierung von Assoziationsregeln
abgeleitet. Diese beruhen auf einer optimierten Beschneidung des Suchraums, auf
einem hybriden Vorgehen und auf der Einbeziehung einer eventuell vorhandenen
Taxonomie. Die entwickelten Algorithmen erreichen im Rahmen einer Evaluie-
rung in vielen Experimenten wesentlich kürzere Laufzeiten und einen geringeren
Speicherbedarf als die bisherigen Algorithmen. Die vorgeschlagenen Verfahren sind
insgesamt deutlich effizienter als die bisher bekannten Ansätze, insbesondere falls
eine Taxonomie zu den Analysedaten zur Verfügung steht.

In Verbindung mit der Effizienz der Verfahren steht die Integration der Regelgene-
rierung in den Wissensentdeckungsprozeß. Ein iterativer und interaktiver Prozeß
setzt kurze Antwortzeiten voraus, die von den Verfahren für große Datenmengen
oft nicht erreicht werden können. Für diese von algorithmischen Aspekten in den
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Hintergrund gedrängte Problematik, wird im Rahmen der vorliegenden Arbeit ein
Regelcache als Lösung vorgeschlagen. Ist der Regelcache initialisiert, können die
während des Wissensentdeckungsprozesses typischen Analysefragen meist inner-
halb weniger Sekunden beantwortet werden. Der Regelcache ist so aufgebaut, daß
dieser auch für viele Anfragen gültig bleibt, die Selektionen der zugrundeliegenden
Datensätze beinhalten, und dadurch für solche Anfragen nicht neu initialisiert wer-
den muß. Außerdem wird ein Ansatz zur Integration der Verfahren mit relationalen
Datenbanksystemen vorgestellt, der insbesondere im Hinblick auf den Transfer der
Forschungsresultate in praktische Anwendungen von Bedeutung ist.

Aufbau dieser Arbeit

Im Anschluß an das einleitende Kapitel werden in Kapitel 2 die Grundlagen der
Wissensentdeckung in Datenbanken mit Assoziationsregeln eingeführt. Anhand
eines Prozeßmodells wird der Wissensentdeckungsprozeß dargestellt und auf die
einzelnen Phasen der Wissensentdeckung näher eingegangen. Des weiteren wird
ein Überblick über die wichtigsten Methoden der Wissensentdeckung in Daten-
banken gegeben. In diesem Zusammenhang werden Assoziationsregeln als ein Ver-
fahren der Abhängigkeitsanalyse eingeführt, formal definiert und an einem Bei-
spiel veranschaulicht. Neben der Darstellung verschiedener Regelgütemaße und
der Einführung von taxonomen Assoziationsregeln, das heißt von Regeln, welche
die Berücksichtigung von Taxonomien erlauben, werden verschiedene weitere Re-
geltypen vorgestellt. Das Kapitel schließt mit der Beschreibung diverser Anwen-
dungsszenarien für Assoziationsregeln, wobei die Ausreißererkennung mit Assozia-
tionsregeln erstmals vorgestellt wird.

In Kapitel 3 werden die etablierten Verfahren zur Assoziationsregelgenerierung
analysiert und evaluiert. Die Aufgabe der Assoziationsregelgenerierung wird dazu
als sogenanntes Assoziationsproblem formalisiert. Es folgt die Darstellung der den
Algorithmen zugrundeliegenden Ansätze für das Durchlaufen des Suchraums und
der Häufigkeitsbestimmung von Ereigniskombinationen. Auf Basis dieser Grund-
lagen werden die Algorithmen selbst eingeführt und systematisiert. Das Kapitel
endet mit einer Evaluierung der beschriebenen Verfahren anhand von Datensätzen,
welche zum einen gezielt mit bestimmten Eigenschaften synthetisch erzeugt werden
und zum anderen aus realen Analyseszenarien stammen.2 Die Breite der einbezo-
genen Verfahren und die Erkenntnisse hinsichtlich des bisher in der Literatur kaum
untersuchten Hauptspeicherbedarfs führen zu einer Neubewertung der etablierten
Verfahren.

In Kapitel 4 werden verschiedene Optimierungen der bekannten Algorithmen und

2Die verwendeten Daten aus realen Anwendungen gehen auf verschiedene Projekte zurück, die
am Forschungszentrum der DaimlerChrysler AG in Ulm von der Abteilung RIC/AM zusammen
mit Anwendern aus den unterschiedlichsten Konzernbereichen durchgeführt wurden.
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neue Ansätze zur Generierung von Assoziationsregeln vorgestellt. Grundlage die-
ser Weiterentwicklungen sind die Erkenntnisse aus der Analyse der etablierten
Verfahren in Kapitel 3. Zunächst werden neue Ansätze zur Generierung einfa-
cher Assoziationsregeln eingeführt. Zum einen basieren diese auf einer optimierten
Suchstrategie, welche es bei einer Tiefensuche ermöglicht, den Suchraum anhand
nichthäufiger Teilmengen von Ereigniskombinationen zu beschneiden. In verschie-
denen Experimenten entfällt dadurch die Bestimmung der Häufigkeiten von bis zu
30% der Kandidaten. Zum anderen wird ein hybrider Ansatz vorgestellt, der durch
Kombination verschiedener Verfahren weit kürzere Laufzeiten und einen geringe-
ren Speicherbedarf als die zugrundeliegenden Algorithmen erreichen kann. Die be-
schriebenen Ansätze werden im Vergleich mit den etablierten Verfahren evaluiert.
Darauf folgt die Einführung neuer Ansätze zur Generierung von Assoziationsregeln
unter Einbeziehung von Taxonomien. Zunächst werden die etablierten Algorithmen
erweitert, so daß diese Taxonomien in die Regelgenerierung einbeziehen können. Es
schließt sich die Vorstellung neuer Verfahren an, welche die Taxonomie effizient zur
Beschneidung des Suchraums heranziehen. Eine Evaluierung zeigt, daß diese Ver-
fahren wesentlich kürzere Antwortzeiten erreichen als die erweiterten etablierten
Algorithmen.

In Kapitel 5 werden zentrale Aspekte der Integration von Verfahren zur Assoziati-
onsregelgenerierung in einen Wissensentdeckungsprozeß identifiziert und zu diesen
Aspekten eigene Ansätze vorgestellt. Für den Datenzugriff wird die Anbindung der
Verfahren an relationale Datenbanksysteme vorgeschlagen und anhand einer realen
Anwendung werden verschiedene Anforderungen für den Datenzugriff abgeleitet.
Der resultierende Ansatz wird zusammen mit kommerziellen Produkten evaluiert,
wobei die hier vorgestellte Lösung komplexere Analyseanfragen bearbeiten kann
und kürzere Laufzeiten erreicht. Des weiteren wird ein Regelcache eingeführt, der
einen interaktiven Wissensentdeckungsprozeß trotz der unzureichenden Laufzeiten
der Verfahren zur Assoziationsregelgenerierung erlaubt. Mit diesem Ansatz ist es
möglich, aus dem initialisierten Cache einen Großteil der für einen Wissensent-
deckungsprozeß typischen Anfragen ohne Rückgriff auf die Daten zu beantworten.
Die Antwortzeiten sind unabhängig von der Anzahl der zugrundeliegenden Trans-
aktionen und liegen in den durchgeführten Experimenten meist im Bereich weniger
Sekunden. Es folgt die Einführung einer Anfragesprache für den Cache, welche über
andere Data Mining-Sprachen hinausgeht, indem die zugrundeliegende Definition
der Assoziationsregeln erweitert wird. Das Kapitel schließt mit einer Erweiterung
des Regelcaches, so daß aus diesem auch Anfragen beantwortet werden können, die
auf der Selektion von Datensätzen beruhen. Ohne auf die zugrundeliegenden Daten
selbst zurückzugreifen, werden mit diesem Ansatz Regeln aus dem Cache abgelei-
tet, welche sonst durch einen erneuten Generierungslauf auf einer Teilmenge der
Datensätze erzeugt werden müßten. Während eines Wissensentdeckungsprozesses
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sind solche Fokussierungen auf Teilmengen der zugrundeliegenden Daten häufig.
Die Möglichkeit, auf Selektionen beruhende Anfragen aus dem Cache beantworten
zu können, ist daher grundlegend für den Einsatz des eingeführten Ansatzes zur
interaktiven Wissensentdeckung.

Die Arbeit schließt in Kapitel 6 mit einer Zusammenfassung der Ergebnisse und
einem Ausblick. Zur Vervollständigung sind im Anhang die Ergebnisse weiterer
Experimente angeführt.
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Kapitel 2

Wissensentdeckung mit
Assoziationsregeln

In diesem Kapitel werden die Grundlagen der Wissensentdeckung in Datenban-
ken mit Assoziationsregeln eingeführt. Dazu folgt in Abschnitt 2.1 die Darstel-
lung des Wissensentdeckungsprozesses anhand eines Prozeßmodells. Des weiteren
wird ein Überblick über die wichtigsten Ziele der Wissensentdeckung in Daten-
banken gegeben. In Abschnitt 2.2 werden Assoziationsregeln als ein Verfahren der
Abhängigkeitsanalyse eingeführt, formal definiert sowie anhand eines Beispiels ver-
anschaulicht. Neben der Darstellung verschiedener Regelgütemaße und der Berück-
sichtigung von Taxonomien enthält dieser Abschnitt die Beschreibung weiterer
Regeltypen. Das Kapitel schließt in Abschnitt 2.3 mit der Einführung diverser An-
wendungsszenarien, wobei die Ausreißererkennung mit Assoziationsregeln erstmals
vorgestellt wird.

2.1 Wissensentdeckung in Datenbanken

Als Reaktion auf die Herausforderungen durch immer größer werdende Datenmen-
gen wächst das Interesse an neuen Ansätzen zur Datenanalyse, die heute unter den
Begriffen

”
Data Mining“ und

”
Wissensentdeckung in Datenbanken“ subsumiert

werden. Während Data Mining vor allem die algorithmischen Aspekte der Daten-
analyse in den Mittelpunkt stellt, umfaßt die Wissensentdeckung in Datenbanken
auch die der eigentlichen Analyse vor- und nachgelagerten Aufgaben. Insbesondere
wird die Wissensentdeckung in Datenbanken als ein Prozeß gesehen, der das Data
Mining als einen von mehreren Teilschritten beinhaltet.

9
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2.1.1 Wissensentdeckung als Prozeß

Die Wissensentdeckung in Datenbanken wird allgemein als nicht trivialer, iterati-
ver und hochgradig interaktiver Prozeß verstanden (vgl. z. B. [Wrobel et al., 1996],
[Fayyad et al., 1996c], [Brachman und Anand, 1996], [Johnson und Dasu, 1998],
[Wirth und Hipp, 2000], [Hipp et al., 2002a]). Wissensentdeckung ist kein statisch
zu durchlaufender Prozeß, sondern der Analyst interagiert mit den Daten sowie
den Zwischenergebnissen und entscheidet aufgrund seiner Bewertungen während
des gesamten Prozesses wiederholt darüber, wie fortzufahren ist. Typischerwei-
se werden die einzelnen Phasen mehrfach und in unterschiedlichen Kombinationen
durchlaufen, bis ein endgültiges Ergebnis feststeht, das heißt Wissen entdeckt oder
die Wissensentdeckung als aussichtslos abgebrochen wird.

In Forschung und Praxis wurden verschiedene Prozeßmodelle für die Wissensent-
deckung in Datenbanken ausgearbeitet (vgl. etwa [Fayyad et al., 1996a], [Fayyad
et al., 1996c], [Brachman und Anand, 1996], [Adriaans und Zantinge, 1996], [Wil-
liams und Huang, 1996], [Berry und Linoff, 1997], [John, 1997], [Barth, 1998],
[Krahl et al., 1998]). Im folgenden wird der Prozeß der Wissensentdeckung in
Datenbanken, stellvertretend für die verschiedenen Prozeßmodelle, anhand von
CRISP-DM – Cross Industry Standard Process Model for Data Mining – aus
[Chapman et al., 2000], [Wirth und Hipp, 2000] veranschaulicht (vgl. auch [Hipp
und Lindner, 1999], [Hipp et al., 2002a]). CRISP-DM hebt sich durch den Detail-
grad und die erwiesene Praxistauglichkeit von den meisten anderen Prozeßmodel-
len ab (vgl. z. B. [Welte, 1999]). Nach einer Umfrage in [Piatetsky-Shapiro, 2002a]
ist CRISP-DM zudem das zur Zeit am weitesten verbreitete Prozeßmodell.

CRISP-DM teilt als Projektleitfaden den Prozeß der Wissensentdeckung in Da-
tenbanken in die folgenden sechs Phasen auf (vgl. auch [Bartlmae, 2002, S. 15ff.]):

1. Domänen- beziehungsweise Anwendungsanalyse

In dieser einleitenden Phase gilt es, die Grundlage für das Projekt zu schaf-
fen. Zunächst wird dazu die Domäne beziehungsweise das Anwendungsgebiet
analysiert. Darauf basierend erfolgt die Formulierung der Projektziele und
der jeweiligen Anforderungen aus Domänensicht. Dies umfaßt insbesondere
die Ableitung von Erfolgskriterien, die Identifikation notwendiger Datenquel-
len und die Einplanung zeitlicher, technischer und personeller Ressourcen.
Aufgabe ist es, die Projektziele adäquat in ein Wissensentdeckungsproblem
abzubilden und einen ersten Projektablaufplan zu fixieren.

2. Datenbeschaffung und Datenverständnis

Auf Basis der bisherigen Erkenntnisse ist das erste Ziel dieser Phase, die
identifizierten Daten zu beschaffen und mit den dann verfügbaren Daten
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vertraut zu werden. Dazu dienen beispielsweise einfache Abfragen, einfache
deskriptive statistische Analysen oder Visualisierungen der Daten. Das zwei-
te Ziel dieser Phase ist, sämtliche relevanten Attribute sowie die zugehörigen
Attributwerte zu verstehen. Außerdem soll bereits ein erster Eindruck der
Potentiale gewonnen werden, welche die Daten hinsichtlich der Analyseziele
bieten.

3. Datenaufbereitung

Ziel dieser Phase ist Erzeugung der Eingabe für die Data Mining-Algorithmen
aus den Rohdaten. Die Datenaufbereitung umfaßt sowohl syntaktische Aspek-
te, das heißt für die jeweiligen Implementierungen der Algorithmen notwen-
dige Formattransformationen, als auch semantische Aspekte, wie die Selek-
tion geeigneter Tabellen, Attribute und Datensätze. Des weiteren werden
gegebenenfalls aus den vorhandenen Daten höherwertige oder andersartige
Attribute abgeleitet, die ursprünglich lediglich implizit vorhanden sind. Bei-
spielsweise kann der Wochentag aus einer Datumsangabe erzeugt werden.

4. Data Mining oder Modellierung

In dieser Phase findet die eigentliche Analyse statt. Basierend auf den Er-
kenntnissen und Ergebnissen der vorangehenden Schritte werden Analyseal-
gorithmen sowie entsprechende Parametereinstellungen ausgewählt und auf
die selektierten und aufbereiteten Daten angewandt.

5. Bewertung

Die Bewertung der Data Mining-Ergebnisse umfaßt drei Hauptaspekte: Zu-
nächst muß überprüft werden, ob die Analysealgorithmen die aufbereiten
Daten auf der syntaktischen Ebene richtig einlesen und interpretieren konn-
ten. Ebenso ist es notwendig, die Plausibilität und Verläßlichkeit der von
den Datenanalysealgorithmen erzeugten Ergebnisse kritisch zu hinterfragen.
Während einige Algorithmen entsprechende Signifikanz- oder Qualitätskenn-
zahlen erzeugen, wird der Analyst von vielen Verfahren bei der Bewertung
der Ergebnisse nicht unterstützt. Abschließend sind in dieser Phase die er-
zielten Data Mining-Ergebnisse mit den in der ersten Phase aus Domänen-
beziehungsweise Anwendungssicht formulierten Zielen abzugleichen.

6. Umsetzung

Nachdem die Analyseergebnisse erzeugt und bewertet sind, werden diese in
die Anwendungsdomäne transferiert. Im einfachsten Fall wird ein Bericht
oder eine Präsentation erstellt, worin die erzielten Ergebnisse so aufbereitet
sind, daß diese auch für die Personen aus der Anwendungsdomäne, etwa die
Auftraggeber, verständlich werden, ohne Kenntnisse der zugrundeliegenden
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Data Mining-Verfahren vorauszusetzen. Der Transfer der Ergebnisse kann
jedoch beispielsweise auch darin bestehen, daß ein kompletter Wissensent-
deckungsprozeß in die operativen Geschäftsprozesse eines Unternehmens in-
tegriert wird.

Jede der beschriebenen sechs Phasen zerfällt in eine Reihe von Teilaufgaben. Die
Phasen und Teilaufgaben werden typischerweise mehrfach und in wechselnder
Reihenfolge durchlaufen (vgl. u. a. [Nakhaeizadeh et al., 1998], [Wirth und Hipp,
2000]). In Abbildung 2.1 sind die wichtigsten Übergänge zwischen den Phasen
wiedergegeben. Der Analyst steuert den Prozeß, indem er fortlaufend die erreich-

Datenaufbereitung

Data Mining

Bewertung

Umsetzung

Anwendungsanalyse

Domänen- bzw. Datenbeschaffung

und -verständnis

Abbildung 2.1: Die Phasen von CRISP-DM mit den wichtigsten Übergängen (in Anlehnung
an [Chapman et al., 2000], [Wirth und Hipp, 2000])

ten Zwischenergebnisse mit seinen Erwartungen abgleicht und entsprechend die
nächsten Schritte plant. Dabei ist es durchaus üblich, zu bereits durchlaufenen
Phasen zurückzukehren.

Iterationen können zum Beispiel bereits in den ersten Phasen notwendig werden,
wenn bei der Datenbeschaffung in Phase 2 offensichtlich wird, daß die in der An-
wendungsanalyse formulierten Ziele mit den vorhandenen Daten nicht erreicht wer-
den können und in einem Rückschritt zu Phase 1 die Ziele neu formuliert werden
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müssen. Eine Diskrepanz zwischen dem Potential der vorhandenen Daten und den
verfolgten Zielen kann jedoch auch erst bei der eigentlich abschließenden Bewer-
tung in Phase 5 deutlich werden. Ebenfalls wird zu Phase 1 zurückgekehrt oder
der gesamte Analyseprozeß ohne befriedigendes Ergebnis abgebrochen. Möglich
ist auch, daß die Bewertung lediglich Probleme der Datenaufbereitung zeigt und
mit Phase 3 fortgefahren werden kann. Die Mängel der Datenaufbereitung können
ebenso schon in Phase 4, das heißt bei Anwendung der Analysealgorithmen, sicht-
bar werden etc. Diese Beispiele geben einen ersten Eindruck von der Komplexität
und dem iterativen Charakter des Wissensentdeckungsprozesses, der sich in prak-
tischen Anwendungen als schwer zu planen erweist (vgl. auch [Hipp und Lindner,
1999], [Wirth und Hipp, 2000]). Dies gilt allgemein für den Prozeß der Wissensent-
deckung in Datenbanken und nicht nur für CRISP-DM als eine mögliche Konkre-
tisierung.

Offensichtlich ist der Erfolg eines derart auf den Analysten angewiesenen Pro-
zesses entscheidend von dessen Erfahrungshorizont, Motivation und Kreativität
abhängig. Der Unterstützung des Analysten kommt daher eine zentrale Bedeu-
tung für den Prozeß der Wissensentdeckung in Datenbanken zu (vgl. [Brachman
und Anand, 1996], [Hipp et al., 2002a]).

2.1.2 Methoden der Wissensentdeckung

Um die Analyseziele verfolgen zu können, die sich aus den verschiedensten An-
wendungen ergeben, stehen im Rahmen der Wissensentdeckung in Datenbanken
diverse Analyse- beziehungsweise Data Mining-Methoden zur Verfügung. Im fol-
genden werden die nach [Fayyad et al., 1996b] wichtigsten Methoden vorgestellt
und an Beispielen erläutert. Die Beschreibung erfolgt aus der Sicht der Wissens-
entdeckung in Datenbanken.

Klassifikation

Die Klassifikation (classification) setzt voraus, daß jedes Objekt sinnvoll klassi-
fiziert, das heißt jeder Datensatz geeignet einer Klasse aus einer vorgegebenen
Menge von Klassen zugeordnet werden kann. Das Ziel der Klassifikation ist es, ein
Modell zu erzeugen, das neue, bisher ungesehene Datensätze verläßlich klassifizie-
ren kann. Das jeweilige Modell wird auf Grundlage von Datensätzen erzeugt, deren
Klassenzugehörigkeit bekannt ist (vgl. u. a. [Quinlan, 1993], [Hand, 1997], [Berry
und Linoff, 1997, S. 116ff.]).

Ein Beispiel ist die Einteilung von Kunden einer Bank in die Klassen
”
kreditwürdig“

und
”
nicht kreditwürdig“ aufgrund historischer Daten über Kreditausfälle und

Kontobewegungen sowie eventuell weiteren Informationen.
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Regression

Die Regression (regression) stellt im Gegensatz zur Klassifikation einen funktiona-
len Zusammenhang zwischen den Merkmalen eines Datensatzes und einer metrisch
skalierten Zielvariablen her (vgl. etwa [Wittmann, 1999, S. 36f.], [Fayyad et al.,
1996b], [Klösgen und Zytkow, 2002, S. 298ff.]).

Ein Beispiel ist die Prognose der Umsätze eines Unternehmens für kommende
Perioden aus Vergangenheitswerten.

Segmentierung

Das Ziel der Segmentierung (clustering) ist, die zugrundeliegenden Daten geeignet
in verschiedene disjunkte Teilmengen, sogenannte Segmente, aufzuteilen. Es sind
keine Kategorien vorgegeben, sondern die Aufgabe besteht darin, Segmente derart
zu bilden, daß die Objekte bezüglich eines vorgegebenen Maßes innerhalb eines
jeden Segments möglichst homogen sind und gleichzeitig die Segmente untereinan-
der eine größtmögliche Heterogenität aufweisen (vgl. u. a. [Berry und Linoff, 1997,
S. 55], [Krahl et al., 1998, S. 78f.], [Klösgen und Zytkow, 2002, S. 386ff.]).

Ein Beispiel ist die Segmentierung von Kunden im Einzelhandel anhand von Daten,
welche deren Einkaufshistorie dokumentieren.

Datenbeschreibung und -zusammenfassung

Die Datenbeschreibung und -zusammenfassung (data description and summarizati-
on) kann ein eigenständiges Ziel der Wissensentdeckung sein. Eine sorgfältige Da-
tenbeschreibung trägt wesentlich zum Verständnis der Prozesse bei, von welchen
die Daten erzeugt wurden, und generiert damit Wissen im Sinne der Wissensent-
deckung in Datenbanken. Auch als Grundlage für weitergehende Untersuchungen
ist die Datenbeschreibung und -zusammenfassung eine zentrale Methode der Wis-
sensentdeckung in Datenbanken. Zur Beschreibung und Zusammenfassung der Da-
ten wird unter anderem auf einfache deskriptive Statistiken, wie Mittelwerte oder
Varianzen, zurückgegriffen (vgl. auch [Nakhaeizadeh et al., 1998, S. 9f.], [Fayyad
et al., 1996b], [Berry und Linoff, 1997, S. 55f.]).

Ein Beispiel ist die Darstellung der Gesamtumsätze von Kunden nach Wochenta-
gen oder der Umsatzveränderungen zur Vorperiode für die wichtigsten Kunden.

Abhängigkeitsanalyse

Die Abhängigkeitsanalyse (dependency analysis) generiert Modelle, die signifikan-
te Abhängigkeiten zwischen Merkmalswerten beschreiben. Solche Abhängigkeiten
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können sich auf Attributwerte innerhalb eines Datensatzes beziehen oder auf die
zeitliche Abfolge von Attributwerten (vgl. etwa [Nakhaeizadeh et al., 1998, S.10],
[Bartlmae, 2002, S. 22]).

Im Einzelhandel kann zum Beispiel der Kauf von Artikel a den gleichzeitigen Kauf
von Artikel b durch denselben Kunden bedingen, oder, wenn ein zeitlicher Bezug
gegeben ist, den zukünftigen Kauf von Artikel b durch diesen Kunden. Neben sol-
chen durch einfache Regeln darstellbaren Abhängigkeiten, können auch komplexere
Zusammenhänge modelliert werden (vgl. z. B. [Kischka, 1998, S. 152ff.], [Klösgen
und Zytkow, 2002, S. 64ff. u. S. 396ff.]).

Abweichungserkennung

Die Abweichungserkennung (deviation detection) identifiziert Objekte, deren Merk-
malswerte nicht einer erwarteten Ausprägung entsprechen (vgl. [Nakhaeizadeh
et al., 1998, S. 10]). Solche Ausreißer können Hinweise auf die Existenz von Da-
tenqualitätsproblemen geben. Eine Möglichkeit ist, die auffälligen Attribute oder
Datensätze aus den Daten zu filtern, damit diese weitere Analysen nicht verzerren
(vgl. auch [Hipp et al., 2001a], [Bartlmae, 2002, S. 22]).

Ein Beispiel für einen Ausreißer ist ein Umsatz nahe null für einen bestimmten
Artikel aus einem Einzelhandelswarensortiment, obwohl dieser in den Vorperioden
vergleichsweise gut verkauft wurde.

2.2 Assoziationsregeln

In diesem Abschnitt werden Assoziationsregeln zunächst formal definiert und an-
hand eines Beispiels erläutert. Daraufhin werden verschiedene Erweiterungen und
Regelgütemaße eingeführt. Das Kapitel schließt mit der Beschreibung von Anwen-
dungsszenarien für die Assoziationsregelgenerierung im Rahmen der Wissensent-
deckung in Datenbanken.

2.2.1 Definition und Beispiel

Sei E eine Menge von Ereignissen (items). Eine Menge X ⊆ E mit |X| = k heiße k-
Ereigniskombination (k-itemset) oder kurz Ereigniskombination (itemset). Sei die
Transaktionsdatenbank D eine Multimenge von Ereigniskombinationen. Zu jeder
Ereigniskombination X ist die Häufigkeit (frequency) definiert als der Anteil von
Transaktionen in D, welche die Ereigniskombination X als Teilmenge enthalten.



16 2. WISSENSENTDECKUNG MIT ASSOZIATIONSREGELN

Die Häufigkeit wird auch als Support (support) bezeichnet und wie folgt berechnet:

suppD(X) =
|{T ∈ D | X ⊆ T}|

|D|
.

Seien X und Y nichtleere Ereigniskombinationen mit X ∩ Y = ∅. Eine Assoziati-
onsregel (association rule) ist dann eine Implikation

X → Y

mit Prämisse (antecedent) X und Konklusion (consequent) Y . Zu jeder Assozia-
tionsregel sind außerdem die Gütemaße Support (support) und Konfidenz (confi-
dence) definiert. Der Support einer Regel ist der Anteil von Transaktionen in D,
die sowohl die Ereignisse aus der Prämisse als auch aus der Konklusion enthalten:

suppD(X → Y ) = suppD(X ∪ Y ) =
|{T ∈ D | X ∪ Y ⊆ T}|

|D|
.

Der Support einer Regel gibt an, wie oft diese in den Transaktionsdaten erfüllt ist,
und kann damit als ein Maß für die Signifikanz einer Regel betrachtet werden.

Als Basis für die Berechnung der Konfidenz dienen jeweils die Transaktionen aus
D, welche sämtliche Ereignisse aus der Prämisse enthalten, und damit die Prämisse
der jeweiligen Regel erfüllen. Für diese Teilmenge von D gibt die Konfidenz den
Anteil von Transaktionen an, welche die Konklusion ebenfalls erfüllen:

confD(X → Y ) =
|{T ∈ D | X ∪ Y ⊆ T}|

|{T ∈ D | X ⊆ T}|
.

Die Konfidenz confD einer Regel X → Y entspricht damit der bedingten Wahr-
scheinlichkeit P (Y |X), daß eine zufällig aus D gezogene Transaktion, die X enthält,
ebenfalls Y enthält. Für Assoziationsregeln, deren Prämisse in keiner der Trans-
aktionen vorkommt, ist die Konfidenz nicht definiert. Diese Regeln sind auf die
gegebene Transaktionsdatenbank D nicht anwendbar.

In Tabelle 2.1 ist ein Beispiel für eine Transaktionsdatenbank dargestellt. Die
Transaktionen der Datenbank D = {T1, . . . , T8} sind jeweils Teilmengen der Menge
von Ereignissen E = {a, b, c, d, e}. Beispielsweise gilt für den Support der Assozia-
tionsregel {a, b} → {c}:

suppD({a, b} → {c}) =
|{T1, T2, T3}|

|D|
= 37, 5%.

Damit erfüllen 37,5% der Transaktionen aus D die Regel {a, b} → {c}. Für die
Konfidenz dieser Regel gilt:

confD({a, b} → {c}) =
|{T ∈ D | {a, b, c} ⊆ T}|

|{T ∈ D | {a, b} ⊆ T}|
=

|{T1, T2, T3}|

|{T1, T2, T3, T4}|
= 75%.
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Transaktion Ereigniskombination
T1 {a, b, c, d}
T2 {a, b, c, e}
T3 {a, b, c}
T4 {a, b, e}
T5 {a, c, d, e}
T6 {a, c, e}
T7 {b, d, e}
T8 {b, d, e}

Tabelle 2.1: Beispiel für eine Transaktionsdatenbank

Enthält also eine zufällig aus D gezogene Transaktion die beiden Ereignisse a und
b, dann enthält diese Transaktion mit einer Wahrscheinlichkeit von 75% ebenfalls
das Ereignis c.

Insgesamt existieren für die exemplarisch angenommene Menge E von Ereignissen,
die mit |E| = 5 sehr wenige Ereignisse enthält, bereits fast 200 Assoziationsregeln
(vgl. dazu Abschnitt 3.1.1).1 Eine Auswahl verschiedener Assoziationsregeln zu der
Ereignismenge E ist zusammen mit den anhand der Transaktionsdatenbank D aus
Tabelle 2.1 bestimmten Support- und Konfidenzwerten in Tabelle 2.2 zu finden.

Assoziationsregel Support Konfidenz
{a} → {b} 4/8 = 50% 4/6 ≈ 66,7%
{b} → {a} 4/8 = 50% 4/6 ≈ 66,7%
{a, b} → {c} 3/8 = 37,5% 3/4 = 75%
{a, c} → {b} 3/8 = 37,5% 3/5 = 60%
{b, c} → {a} 3/8 = 37,5% 3/3 = 100%
{a} → {b, c} 3/8 = 37,5% 3/6 = 50%

...
...

...

Tabelle 2.2: Assoziationsregeln zu den Beispieltransaktionen

Die eingeführten Assoziationsregeln werden auch als einfache Assoziationsregeln
bezeichnet. Üblicherweise werden die Maße Support und Konfidenz durch weitere
Gütemaße ergänzt, wie im folgenden Abschnitt beschrieben.

1Wie oben erwähnt, müssen jedoch nicht für alle Regeln die bedingten Wahrscheinlichkeiten,
das heißt die Konfidenzwerte, auf Grundlage der Transaktionsdatenbank D bestimmbar sein.
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2.2.2 Ergänzende Gütemaße

In praktischen Anwendungen zeigt sich, daß Regeln mit hoher Konfidenz fälschli-
cherweise kausale Abhängigkeiten suggerieren können:

Bezeichne P (X) die Wahrscheinlichkeit, aus D zufällig eine Transaktion zu ziehen,
die X enthält, und bezeichne P (X∪Y ) die Wahrscheinlichkeit, eine Transaktion zu
ziehen, die sowohl X als auch Y enthält. Seien X und Y stochastisch unabhängig
(vgl. z. B. [Bauer, 1991, S. 42]), das heißt es gilt:

P (X)P (Y ) = P (X ∪ Y ).

Für die Konfidenz der Regel X → Y folgt dann:

confD(X → Y ) = P (Y |X) =
P (X ∪ Y )

P (X)
= P (Y ).

Ist Y Teilmenge einer großen Anzahl der Transaktionen in D, dann wird der Regel
X → Y ein entsprechend hoher Konfidenzwert zugewiesen. Separat betrachtet
kann diese hohe Konfidenz eine Abhängigkeit zwischen den Ereigniskombinationen
X und Y suggerieren, obwohl diese stochastisch unabhängig sind.

Unter anderem aufgrund dieser Problematik wurden weitere Gütemaße entwickelt,
von denen die bekanntesten im folgenden vorgestellt werden:

Lift

Das Maß Lift (lift) drückt die Abweichung der Konfidenz einer Regel von der
a priori-Wahrscheinlichkeit für die Konklusion dieser Regel aus (vgl. [Brin et al.,
1997b; Tan und Kumar, 2000]):2

liftD(X → Y ) =
confD(X → Y )

P (Y )
=

confD(X → Y )

suppD(Y )
=

suppD(X ∪ Y )

suppD(X) · suppD(Y )
.

Bei stochastischer Unabhängigkeit von X und Y gilt somit liftD(X → Y ) = 1.
liftD(X → Y ) > 1 bedeutet, daß, wenn eine Transaktion X enthält, sich dadurch
die Wahrscheinlichkeit erhöht, daß diese Transaktion ebenfalls Y enthält. Der Wert
liftD(X → Y ) gibt den Faktor dieser Erhöhung an. Umgekehrt sinkt diese Wahr-
scheinlichkeit für Werte von liftD(X → Y ) < 1. Das Maß liftD ist symmetrisch.

Konviktion

Sei P (¬Y ) die Wahrscheinlichkeit, zufällig aus D eine Transaktion zu ziehen, die Y
nicht enthält, und sei P (X,¬Y ) die Wahrscheinlichkeit, zufällig eine Transaktion

2In der englischsprachigen Literatur wird das Maß Lift auch mit
”
interest“ bezeichnet.
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aus D zu ziehen, die zwar X, nicht aber Y enthält. Das Maß Konviktion (con-
viction) aus [Brin et al., 1997b] basiert auf der logischen Äquivalenz der Aussagen
X ⇒ Y und ¬(X ∧ ¬Y ) und ist wie folgt definiert:

convD(X → Y ) =
P (X)P (¬Y )

P (X,¬Y )
.

convD(X → Y ) drückt aus, wie stark X und ¬Y von stochastischer Unabhängig-
keit abweichen und nimmt Werte aus dem Intervall [0,∞) an. Hohe Werte für die
Konviktion lassen darauf schließen, daß die Regelprämisse tatsächlich die Regel-
konklusion impliziert.

Rule Interest

Das Maß Rule Interest (rule interest) mißt die Differenz zwischen der Häufigkeit
des beobachteten gemeinsamen Auftretens von Prämisse und Konklusion und der
Häufigkeit bei angenommener stochastischer Unabhängigkeit (vgl. u. a. [Piatetsky-
Shapiro, 1991; Tan und Kumar, 2000]):

RID(X → Y ) = P (X ∪Y )−P (X) ·P (Y ) = suppD(X ∪Y )− suppD(X) · suppD(Y ).

Dieses Maß nimmt Werte zwischen -0,25 und +0,25 an, insbesondere den Wert 0
im Fall stochastischer Unabhängigkeit von X und Y .

Neben den vorgestellten Gütemaßen wurden weitere Ansätze und Maße entwickelt,
um interessante Regeln zu identifizieren. Für einen allgemeinen Überblick sei unter
anderem auf [Ramaswamy et al., 1998], [Sahar, 1999], [Shah et al., 1999], [Tan und
Kumar, 2000], [Hilderman und Hamilton, 2002] verwiesen.

2.2.3 Berücksichtigung von Taxonomien

In vielen Anwendungsszenarien existieren Taxonomien (taxonomies), die Ereignis-
se hierarchisch zu Ereignisgruppen zusammenfassen, welche rekursiv ebenfalls zu
Gruppen zusammengefaßt sein können. Ein Ereignis beziehungsweise eine Ereig-
nisgruppe kann mehreren Gruppen zugeordnet werden, wobei jedoch keine Zyklen
entstehen dürfen. Werden die Ereignisse sowie die Ereignisgruppen als Knoten und
die Beziehungen zwischen diesen als gerichtete Kanten aufgefaßt, kann eine Taxo-
nomie als gerichteter azyklischer Graph (directed acyclic graph, DAG) dargestellt
werden.

Eine Taxonomie T zu den Ereignissen E = {a, b, c, d, e} aus den Tabellen 2.1
und 2.2 ist in Abbildung 2.2 dargestellt. Die ursprüngliche Ereignismenge E wird
um die Ereignisse {f, g, h, i, j} erweitert, die jeweils für Ereignisgruppen stehen.
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Abbildung 2.2: Beispiel für eine Taxonomie

Falls keine Taxonomie existiert, kann in vielen Anwendungsszenarien ein Taxono-
mie speziell für die Wissensentdeckung erzeugt werden.

Sogenannte taxonome Assoziationsregeln (generalized association rules) berück-
sichtigen Taxonomien und können Ereignisse beziehungsweise Ereignisgruppen aus
verschiedenen Abstraktionsebenen der Taxonomie enthalten.

Sei T = T (V,E) ein DAG mit der Knotenmenge V und der Kantenmenge E. Sei
T eine Taxonomie auf der Ereignismenge E , gelte folglich V = E und E ⊆ E × E .
Ein Ereignis x ∈ E heißt Nachkomme (descendant) eines Ereignisses x̂ ∈ E genau
dann, wenn in der transitiven Hülle von T eine Kante von x nach x̂ existiert. In
diesem Fall heißt außerdem x̂ Vorfahr (ancestor) von x. Sei desc(x̂) die Menge
aller Nachkommen eines Ereignisses x̂ und anc(x) die Menge aller Vorfahren eines
Ereignisses x. Für die Berechnung der Konfidenz sei nicht mehr ausschließlich ent-
scheidend, ob ein Ereignis x̂ selbst in einer Transaktion T enthalten ist. Vielmehr
genüge es, wenn T einen Nachkommen x ∈ desc(x̂) von x̂ enthält.3 Die Definitionen
für den Support und die Konfidenz der Regeln werden entsprechend erweitert:

suppD(X) =
|{T ∈ D | ∀x̂ ∈ X : ({x̂} ∪ desc(x̂)) ∩ T 6= ∅}|

|D|

und

confD(X → Y ) =
|{T ∈ D | ∀x̂ ∈ X ∪ Y : ({x̂} ∪ desc(x̂)) ∩ T 6= ∅}|

|{T ∈ D | ∀x̂ ∈ X : ({x̂} ∪ desc(x̂)) ∩ T 6= ∅}|
.

Um triviale Regeln auszuschließen, wird für taxonome Assoziationsregeln ebenfalls
die Bedingung X ∩ Y = ∅ erweitert. Kein Ereignis aus der Konklusion Y darf

3Transaktionen können folglich beliebige Ereignisse aus E enthalten, das heißt auch solche,
die für Ereignisgruppen stehen.
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Vorfahr eines Ereignisses aus der Prämisse X sein:

⋃

x∈X

anc(x) ∩ Y = ∅.

Außerdem dürfen weder Prämisse noch Konklusion ein Ereignis und einen Nach-
kommen dieses Ereignisses gleichzeitig enthalten, das heißt es muß gelten:

X ∩ desc(X) = ∅ und Y ∩ desc(Y ) = ∅.

Durch die Einführung einer Taxonomie können Regeln erzeugt werden, die Er-
eignisse aus unterschiedlichen Abstraktionsniveaus enthalten. Die Taxonomie aus
Abbildung 2.2 faßt die Ereignisse a und b zu g zusammen. Beispielsweise beträgt
die Konfidenz der Regel {g} → {e} für die Transaktionen aus Tabelle 2.1

confD({g} → {e}) =
|{T2, T4, T5, T6, T7, T8}|

|{T1, T2, T3, T4, T5, T6, T7, T8}|
=

6

8
= 75%.

Diese Regel {g} → {e} kann als Zusammenfassung der Regeln {a} → {e}, {b} →
{e} und {a, b} → {e} auf abstrakterem Niveau verstanden werden.

Taxonome Assoziationsegeln, wie oben definiert, gehen auf [Srikant und Agrawal,
1995; Srikant, 1996] zurück. In [Han und Fu, 1995; Fu, 1996] wurden zur gleichen
Zeit sogenannte ebenenübergreifende Assoziationsregeln (level crossing associati-
on rules) eingeführt. Die Idee, unter Berücksichtigung hierarchischer Beziehungen
Regeln zu generieren, liegt beiden Ansätzen zugrunde, wobei die Definition aus
[Srikant und Agrawal, 1995] allgemeiner gehalten ist und Ausgangspunkt dieser
Arbeit sein soll.

2.2.4 Weitere Regeltypen

Motiviert durch verschiedene Anwendungsszenarien wurden neben den beschrie-
benen einfachen und taxonomen Assoziationsregeln eine Reihe weiterer Assoziati-
onsregeltypen und verwandter Analysemethoden entwickelt.

Die wichtigste dieser Erweiterungen sind quantitative Assoziationsregeln (quan-
titative association rules) aus [Srikant und Agrawal, 1996a] (vgl. auch [Fukuda
et al., 1996], [Miller und Yang, 1997], [Zhang et al., 1997], [Büchter und Wirth,
1998], [Weber, 1998], [Hong et al., 1999]). Quantitative Assoziationsregeln setzen
als zusätzliche Information die Anzahl der Vorkommen eines Ereignisses in jeder
Transaktion voraus. Mittels geeigneter Intervallbildung können Regeln dann die
Anzahl der Vorkommen modellieren. Eine solche Regel könnte beispielsweise wie
folgt aussehen: Enthält eine Transaktion m- bis n-mal das Ereignis a und gleich-
zeitig das Ereignis b mindestens einmal, dann enthält diese Transaktion mit einer
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bestimmten Konfidenz das Ereignis c genau k-mal:

{m ≤ anzahl(a) ≤ n, 1 ≤ anzahl(b)} → {anzahl(c) = k}.

Intervalle können beliebig in Prämisse und Konklusion auftreten.

Eine andere Erweiterung sind negative Regeln (negative rules) aus [Savasere et al.,
1998]. Diese Regeln können die Abwesenheit von Ereignissen in Transaktionen
berücksichtigen. Außerdem sind verschiedene Ansätze entwickelt worden, Assozia-
tionsregeln durch Fuzzy Logic zu erweitern (vgl. etwa [Chan und Au, 1997; Kuok
et al., 1998; Yang und Singhal, 1999; Gyenesei, 2001]).

Von größerer Bekanntheit sind ebenso die Ansätze zur Erzeugung räumlicher Asso-
ziationsregeln (spatial association rules) für die Analyse geographischer Datenban-
ken (vgl. u. a. [Koperski und Han, 1995; Clementini et al., 2000; Li et al., 2003a]).

Weitere, sehr spezielle Regeltypen sind beispielsweise in [Aggarwal et al., 1998; Lu
et al., 1998; Tung et al., 1999] finden.

Im Zusammenhang mit der Generierung von Assoziationsregeln sind ebenfalls se-
quentielle Muster (sequential patterns) zu erwähnen (vgl. u. a. [Agrawal und Sri-
kant, 1995], [Mannila et al., 1995], [Hätönen et al., 1996], [Srikant und Agrawal,
1996b], [Srikant, 1996], [Mannila et al., 1997]). Sequentielle Muster sind keine Er-
weiterung der Assoziationsregeln, jedoch sind beide Wissensentdeckungsmethoden
bezüglich der Generierung und der verwendeten Begrifflichkeiten eng miteinan-
der verwandt. Grundlage der Generierung sequentieller Muster sind um zeitli-
che Informationen angereicherte Transaktionsdaten. Anstelle der Modellierung von
Abhängigkeiten bezüglich Gleichzeitigkeit beschreiben sequentielle Muster häufige
zeitliche Abfolgen von Ereignissen und Ereigniskombinationen.

2.3 Anwendungsszenarien

Assoziationsregeln sind als bedingte Wahrscheinlichkeiten auf intuitive Art und
Weise verständlich. Statistische Grundkenntnisse reichen aus, um Analyseergebnis-
se nachvollziehen zu können. Insbesondere die einfache Kommunizierbarkeit und
unmittelbare Verständlichkeit haben mit zur weiten Verbreitung von Assoziati-
onsregeln als Analyseverfahren beigetragen. Heute gehört die Generierung von As-
soziationsregeln zu den Grundlagen der Wissensentdeckung in Datenbanken und
ist laut einer Umfrage in [Piatetsky-Shapiro, 2002b] unter den acht am häufigsten
eingesetzten Verfahren.

Ursprünglich motiviert war die Datenanalyse mit Assoziationsregeln durch die
neuen Möglichkeiten der Warenkorbanalyse im Einzelhandel, die sich mit der
Einführung von Scannerkassensystemen eröffneten (vgl. [Agrawal et al., 1993]). As-
soziationsregeln werden jedoch nicht nur im traditionellen Einzelhandel eingesetzt.
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Ein bekanntes Beispiel aus dem Bereich des E-Commerce ist der Internethändler
Amazon (vgl. z. B. [Saunders, 1999]) der seinen Absatz durch gezielte Kaufvor-
schläge fördert. Während ein Kunde die Seiten des Internetauftritts von Amazon
besucht und Artikel auswählt, bekommt er Hinweise, welche Artikel andere Kun-
den zusätzlich zu diesen gekauft oder näher betrachtet haben. Eine Möglichkeit,
solche Abhängigkeiten aufzudecken, ist die Generierung von Assoziationsregeln.

Assoziationsregeln sind nicht auf das klassische Gebiet der Warenkorbanalyse be-
schränkt, sondern es lassen sich Anwendungsszenarien in den unterschiedlichsten
Bereichen finden. Im folgenden werden exemplarisch einige Ansätze kurz vorge-
stellt. Auf einen Teil der hier beschriebenen Szenarien wird in dieser Arbeit noch
mehrfach Bezug genommen werden.

Abhängigkeitsanalyse

Im Rahmen der Abhängigkeitsanalyse läßt sich das Konzept des Warenkorbs be-
ziehungsweise der Ereigniskombinationen auf eine Vielzahl weiterer Anwendungs-
gebiete unmittelbar übertragen.

Ein Beispiel ist die Untersuchung von Abhängigkeiten zwischen Ausstattungsmerk-
malen von Personenkraftwagen aus [Hipp et al., 2002a]. Die Ereignisse stehen in
diesem Szenario für die Ausstattungsmerkmale und die Transaktionen entsprechen
den einzelnen Fahrzeugen. Die erzeugten Regeln geben Beziehungen zwischen Aus-
stattungsmerkmalen wieder. Jede Regel entspricht einer Aussage der Form, daß
Fahrzeuge, die mit den Ausstattungen {x1, x2, . . . , xn} produziert werden, gleich-
zeitig auch {y1, y2, . . . , ym} als Ausstattungsmerkmale aufweisen. Solche Informa-
tionen können für das Marketing im Bereich Sonderausstattungen von Interesse
sein.

Werden zu diesen Daten Informationen über Werkstattaufenthalte und Reparatu-
ren hinzugefügt, dann können Aussagen über Zusammenhänge von Ausstattungs-
merkmalen und späteren Reparaturen abgeleitet werden (vgl. [Hipp und Lindner,
1999]). Auch Daten aus dem laufenden Fahrzeugbetrieb können auf ähnliche Weise
mit Assoziationsregeln ausgewertet werden (vgl. [Wirth et al., 2001]).

Ein weiteres Beispiel ist die Analyse von Log-Dateien, wie sie Server im WWW
– World Wide Web – erzeugen. In diesen Dateien werden Zugriffe auf die angebote-
nen WWW-Seiten im laufenden Betrieb protokolliert. Unter anderem können aus
den Log-Dateien sogenannte Benutzersitzungen abgeleitet werden.4 Eine solche Be-
nutzersitzung beinhaltet sämtliche WWW-Seiten, die ein Benutzer während einer
Sitzung besucht. Wird jede Seite als ein Ereignis und jede Sitzung als eine Trans-

4Da die Informationen in den Log-Dateien zumeist unvollständig sind, ist die Ableitung von
Benutzersitzungen eine komplexe Aufgabe (vgl. u. a. [Berendt et al., 2001], [Berendt et al., 2002],
[Spiliopoulou et al., 2003]).
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aktion verstanden, dann können aus den aufbereiteten Log-Dateien direkt Assozia-
tionsregeln erzeugt werden. Diese Regeln beschreiben Zusammenhänge zwischen
den Seiten hinsichtlich der erfolgten Besuche. Die Wissensentdeckung im Kontext
des WWW wird auch als Web Mining bezeichnet (vgl. etwa [Mobasher et al., 1996],
[Moore et al., 1997], [Garofalakis et al., 1999], [Spiliopoulou, 1999], [Cooley, 2000],
[Spiliopoulou et al., 2003]).

Klassifikation

Der Klassifikation mittels Assoziationsregeln liegt die Idee zugrunde, aus bereits
klassifiziert vorliegenden Datensätzen Assoziationsregeln zu erzeugen, deren Kon-
klusion aus genau einem Ereignis besteht, welches einer der Klassen entspricht. Die
Klassenzugehörigkeit eines jeden Datensatzes muß entsprechend in den Ausgangs-
datensätzen als Ereignis kodiert enthalten sein. Datensätze können dann klassifi-
ziert werden, indem auf diese die Regelmenge angewandt und dadurch eine Klasse
vorausgesagt wird. Die Schwierigkeit besteht zum einen darin, anhand der Re-
gelmenge die Zugehörigkeit der Datensätze zu einer der Klassen festzulegen. Für
viele der Datensätze werden die Aussagen der Regeln widersprüchlich sein, so daß
geeignet abgewogen werden muß. Zum anderen ist es notwendig, bereits bei der
Erzeugung der Regelmenge durch Filterung eine Menge von Regeln zu erzeugen,
die gute Ergebnisse bezüglich der Klassifikation erreicht. Als Filterkriterien können
die Ereignisse in Prämisse und Konklusion der Regeln dienen oder Schwellenwerte
für die Gütemaße vorgegeben werden. Zur Klassifikation mittels Assoziationsregeln
sei auf [Liu et al., 1998; Megiddo und Srikant, 1998; Bayardo und Agrawal, 1999;
Meretakis und Wüthrich, 1999; Freitas, 2000; Li et al., 2001] verwiesen.

Abweichungsanalyse

Die Abweichungsanalyse mittels Assoziationsregeln basiert darauf, daß eine Menge
von Assoziationsregeln einen Teil der Struktur der dieser Menge zugrundeliegen-
den Datensätze, die als Transaktionen verstanden werden, widerspiegelt. Die Re-
gelmenge wird in diesem Sinne als eine Verallgemeinerung der Daten verstanden.
Einzelne Datensätze können auf ihre Konsistenz mit dieser Regelmenge überprüft
werden, und in Abhängigkeit von der Anzahl widersprechender, das heißt von ei-
nem Datensatz verletzter Regeln, werden Datensätze gegebenenfalls als Ausreißer
klassifiziert. Die Datensätze können sowohl aus der zugrundeliegenden Datenbasis
stammen, als auch bei der Regelerzeugung noch unbekannt gewesen sein. Ähnlich
wie bei der Klassifikation liegt die Schwierigkeit darin, durch Filterung geeignete
Regelmengen zu erzeugen und außerdem ein Maß für die Inkonsistenz eines Daten-
satzes mit einer Regelmenge unter Verwendung der verschiedenen Regelgütemaße
abzuleiten.
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Assoziationsregeln basieren auf symbolischen Werten, während der Schwerpunkt
existierender Ansätze zur Ausreißererkennung im Bereich metrisch skalierter Werte
liegt (vgl. etwa [Arning et al., 1996]). Zur Ausreißererkennung mittels Assoziati-
onsregeln sei auf [Hipp et al., 2001a] verwiesen.

Weitere Anwendungsszenarien

Neben den oben beschriebenen Anwendungsszenarien werden Assoziationsregeln
in weiteren Bereichen eingesetzt. Insbesondere auf dem Gebiet der Segmentierung
existieren Erfahrungen mit der Anwendung von Assoziationsregeln (vgl. u. a. [Lent
et al., 1997], [Han et al., 1997a], [Ramkumar und Swami, 1998]).5 Zu nennen sind
ebenfalls die Bereiche der Prognose (vgl. u. a. [Lu et al., 1998]) oder der automati-
schen Bildanalyse (vgl. z. B. [Ordonez und Omiecinski, 1999], [Rushing et al., 2002],
[Zäıane, 2003]).

5Diese Verfahren basieren auf häufigen Ereigniskombinationen, einem Zwischenergebnis der
Assoziationsregelgenerierung, siehe Abschnitt 3.1.
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Kapitel 3

Analyse der etablierten Verfahren

In diesem Kapitel werden die heute etablierten Verfahren zur Erzeugung von As-
soziationsregeln analysiert. Dazu wird zunächst in Abschnitt 3.1 die Aufgabe der
Erzeugung von Assoziationsregeln formalisiert und eine Einführung in die Grund-
lagen der Assoziationsregelgenerierung gegeben. Es werden verschiedene Strategien
zum Durchlaufen des Suchraums und zur Bestimmung von Häufigkeiten zusammen
mit entsprechenden Datenstrukturen eingeführt, wobei die Darstellung der Grund-
lagen unabhängig von konkreten Algorithmen erfolgt. In Abschnitt 3.2 werden
basierend auf den beschriebenen Grundlagen die etablierten Verfahren zur Gene-
rierung einfacher und taxonomer Assoziationsregeln vorgestellt. Durch die gewähl-
te Aufbereitung sind die Ansätze anhand der zugrundeliegenden Vorgehensweisen
vergleichbar, und es gelingt, eine Systematisierung der Verfahren abzuleiten. In
Abschnitt 3.3 schließt das Kapitel mit einer Evaluierung der beschriebenen Verfah-
ren im Rahmen verschiedener Experimente. Die Grundlagen dieser Experimente
werden dargestellt und die von den Verfahren erzielten Ergebnisse interpretiert.
Insbesondere führt der bisher in der Literatur kaum untersuchte Hauptspeicherbe-
darf zu einer Neubewertung der etablierten Verfahren.

3.1 Grundlagen

In diesem Abschnitt werden unabhängig von den Algorithmen die Grundlagen
der Assoziationsregelgenerierung eingeführt. Zunächst wird eine formale Beschrei-
bung des sogenannten Assoziationsproblems gegeben. Es folgt die Darstellung von
Strategien zum Durchlaufen des Suchraums sowie zur Bestimmung der Häufigkei-
ten von Ereigniskombinationen. Der Abschnitt endet mit der Beschreibung ver-
schiedener Datenstrukturen, welche die effiziente Implementierung der eingeführ-
ten Ansätze ermöglichen.

27
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3.1.1 Formale Problembeschreibung

Sei E mit |E| = n eine wie in Abschnitt 2.2.1 definierte Menge von Ereignissen. Sei
R = R(E) die Menge aller einfachen Assoziationsregeln zu E . Für die Mächtigkeit
der Menge R gilt dann (vgl. [Hipp et al., 2002a]):

|R| = 3n − 2n+1 + 1.

Beweis: Für x, y ∈
�

und n ∈ � gilt der binomische Lehrsatz:

(∗) (x + y)n =
n
∑

k=0

(

n

k

)

x(n−k)yk

Mit x = 1 und y = 1 folgt:

(∗∗) 2n =
n
∑

k=0

(

n

k

)

Sowohl Prämisse als auch Konklusion sind nichtleere Teilmengen von E . Außer-
dem ist der Schnitt dieser beiden Mengen nach der Definition aus Abschnitt 2.2.1
stets leer. Prämisse beziehungsweise Konklusion enthalten daher mindestens ein
Ereignis und maximal n − 1 Ereignisse. Sei k die Anzahl von Ereignissen in der
Prämisse einer Regel r ∈ R. Die Konklusion der Regel r enthält dann zwischen
einem und maximal n − k Ereignissen, und |R| kann wie folgt berechnet werden:
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∑
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)
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=
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− 2n − 1 −
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∑

k=0
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+ 2
(∗)
= 3n − 2n+1 + 1

¤

In praktischen Anwendungen (vgl. Abschnitt 2.3) nimmt n = |E| typischerweise
Werte zwischen einigen Hundert bis zu mehreren Hunderttausend an. Entspre-
chend viele Regeln existieren zu E , und folglich kann das Ziel der Assoziationsre-
gelgenerierung lediglich sein, eine Teilmenge R′ von R zusammen mit den Werten
für die Gütemaße der Regeln aus R′ zu erzeugen.
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In der vorliegenden Arbeit erfolgt die Beschränkung der erzeugten Regelmengen
durch Vorgabe von Mindestwerten für den Support und die Konfidenz der einzel-
nen Regeln. Dieser als Support-Konfidenz-Ansatz (support-confidence framework)
bekannt gewordene und bereits in [Agrawal et al., 1993] eingeführte Ansatz liegt
nahezu sämtlichen heutigen Verfahren zugrunde.1 Formal stellt sich die Assoziati-
onsregelgenerierung also wie folgt dar:

Sei E eine Menge von Ereignissen und die Transaktionsdatenbank D eine Mul-
timenge von Teilmengen von E . Ziel der Assoziationsregelgenerierung sei es, die
Menge aller Assoziationsregeln zu E , welche die vorgegebenen minimalen Schwel-
lenwerte minsupp ∈ (0, 1] und minconf ∈ [0, 1] für die Transaktionsdatenbank D
erfüllen, vollständig zu erzeugen, das heißt folgende Regelmenge zusammen mit
den Ausprägungen der Gütemaße für D zu generieren:

R′ = {r ∈ R(E) | suppD(r) ≥ minsupp ∧ confD(r) ≥ minconf}.

Die Einschränkung minsupp 6= 0 präzisiert die ursprüngliche Definition aus [Agra-
wal et al., 1993], [Agrawal und Srikant, 1994a]. Für jede Regel r = X → Y , r ∈ R′,
wird durch diese Vorgabe sichergestellt, daß der Nenner suppD(X) für die Berech-
nung der Konfidenz von r ungleich null und damit confD(r) definiert ist.2

Dem Support-Konfidenz-Ansatz liegt die Annahme zugrunde, daß eine Kombina-
tion von Schwellenwerten vorgegeben werden kann, so daß diese die Regelmenge
auf eine Obermenge der potentiell interessanten Regeln beschränkt. Neben Sup-
port und Konfidenz können weitere Gütemaße wie Lift und Konviktion aus Ab-
schnitt 2.2.2 zu den Regeln berechnet und ebenfalls zur Beschränkung der Ergeb-
nismenge genutzt werden.

Die heute im Rahmen des Support-Konfidenz-Ansatzes etablierten Verfahren un-
terteilen die Regelgenerierung in zwei Schritte, die Generierung sogenannter häufi-
ger Ereigniskombinationen und die Ableitung der Regeln aus den häufigen Ereig-
niskombinationen (vgl. z. B. [Agrawal und Srikant, 1994a], [Savasere et al., 1995a],
[Zaki et al., 1997c], [Han et al., 2000], [Hipp et al., 2000a]). Eine Ereigniskombinati-
on X ⊆ E heiße häufige Ereigniskombination (frequent itemset) genau dann, wenn
X in mindestens minsupp · |D| der Transaktionen aus D als Teilmenge vorkommt:

X häufig ⇔ suppD(X) ≥ minsupp.

1Eine Ausnahme ist etwa der in [Webb, 2000] vorgestellte Algorithmus MagnumOpus, der
aus Effizienzgründen jedoch nur für spezielle Analyseszenarien von praktischer Bedeutung ist
(vgl. auch [Zheng et al., 2001], [Motwani et al., 2000]).

2Die explizite Beschränkung des minimalen Supports minsupp auf Werte größer null hat vor
allem formale Bedeutung. Durch positive Schwellenwerte für den Support wird das Problem un-
definierter Konfidenzwerte gelöst, ohne daß gleichzeitig die Definition des Assoziationsproblems
wesentlich komplizierter wird. In praktischen Anwendungen wird ohnehin meist minsupp > 0
vorgegeben.
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Jede nichtleere Teilmenge einer häufigen Ereigniskombination ist ebenfalls häufig.
Diese Eigenschaft beruht auf der Abgeschlossenheitseigenschaft des Supports (clo-
sure property of support) und besagt, daß für Ereigniskombinationen X und X ′

mit ∅ 6= X ′ ⊆ X ⊆ E gilt suppD(X ′) ≥ suppD(X). Der Beweis folgt unmittelbar
aus der Definition für den Support von Ereigniskombinationen in Abschnitt 2.2.1
(vgl. auch [Agrawal und Srikant, 1994a; Mannila et al., 1994a]).

Sei F = {H ⊆ E | H häufig} die Menge aller häufigen Ereigniskombinationen, und
sei R′, wie oben definiert, die Menge aller Regeln zu E , welche die Schwellenwerte
minsupp und minconf erfüllen. Für jede Regel r ∈ R′ mit r = X → Y gilt dann
definitionsgemäß X ∪ Y ∈ F . Durch die Menge F ist eine Obermenge von R′

festgelegt, die Menge aller Regeln, die zwar minsupp, nicht aber in jedem Fall
minconf erfüllen.

Im ersten Schritt der Regelgenerierung wird die Menge F zusammen mit den
Supportwerten der häufigen Ereigniskombinationen bestimmt. Im zweiten Schritt
werden aus F die Regeln abgeleitet, welche die Schwellenwerte für die Konfidenz
und eventuelle weitere Gütemaße erfüllen. Dazu genügt es, alle nichtleeren echten
Teilmengen X ( H jeder häufigen Ereigniskombination H ∈ F zu betrachten.
Die resultierenden Regeln X → H \ X werden bezüglich minconf und eventueller
Schwellenwerte für weitere Gütemaße überprüft. Aufgrund der Abgeschlossenheits-
eigenschaft des Supports sind alle dazu notwendigen Häufigkeiten bekannt.

In [Agrawal und Srikant, 1994a] wird dieses Verfahren wie folgt optimiert: Erreicht
die Regel X → H \X den Schwellenwert minconf nicht, dann gilt das auch für die
Regeln X ′ → H \ X ′ mit X ′ ( X, so daß die Regeln für alle Teilmengen X ′ von
X zu einem H nicht weiter betrachtet werden müssen.

Beweis: Aufgrund der Abgeschlossenheitseigenschaft des Supports gilt für alle Er-
eigniskombinationen X ′, ∅ 6= X ′ ( X: suppD(X ′) ≥ suppD(X). Die Behauptung
folgt unmittelbar aus

confD(X ′ → H \ X ′) =
suppD(H)

suppD(X ′)
≤

suppD(H)

suppD(X)
= confD(X → H \ X).

¤

Die Laufzeiten der Verfahren werden typischerweise vom ersten Schritt, der Ge-
nerierung der häufigen Ereigniskombinationen, bei weitem dominiert (vgl. [Agra-
wal und Srikant, 1994a]). Optimierungen des zweiten Schritts, der Ableitung der
Regeln aus den häufigen Ereigniskombinationen, sind kaum von praktischer Be-
deutung. Im Rahmen des Support-Konfidenz-Ansatzes ist es daher üblich, das
Assoziationsproblem auf die Generierung aller häufigen Ereigniskombinationen zu
reduzieren. So wird in der vorliegenden Arbeit ebenfalls das Assoziationsproblem
als das Problem der Bestimmung aller häufigen Ereigniskombinationen und de-
ren Häufigkeiten zu einer Ereignismenge E , einer Datenbank D von Transaktionen
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zu E und einem vorgegebenen Schwellenwert minsupp für die Mindesthäufigkeit
verstanden.

3.1.2 Durchlaufen des Suchraums

Wird das Assoziationsregelproblem wie beschrieben auf das Problem der Gene-
rierung aller häufigen Ereigniskombinationen und deren Häufigkeiten reduziert,
dann besteht der Suchraum aus allen potentiell häufigen Ereigniskombinationen.
Da grundsätzlich jede Ereigniskombination häufig sein kann, umfaßt der Suchraum
die Potenzmenge der Menge aller Ereignisse, P(E), wobei die leere Menge für die
Ableitung der Regeln aus den häufigen Ereigniskombinationen keine Bedeutung
hat und daher nicht berücksichtigt werden muß. Alle Ereigniskombinationen aus
P(E) \ {∅} auf Häufigkeit zu überprüfen ist für große n = |E| wegen |P(E)| = 2n

offensichtlich nicht praktisch durchführbar.

Für die Beispieldatenbank aus Tabelle 2.1 mit der Ereignismenge E = {a, b, c, d, e}
ist der vollständige Suchraum in Abbildung 3.1 wiedergegeben. Zur Veranschauli-

{a, b} {a, d}{a, c} {a, e}

{b} {c} {d} {e}{a}

{c, d} {c, e}{b, e}{b, d}{b, c}

{a, b, d, e} {a, c, d, e} {b, c, d, e}

{a, b, c, d, e}

{d, e}

{a, b, c, e}{a, b, c, d}

{a, b, c} {a, b, d} {a, b, e} {a, c, d} {a, c, e} {a, d, e} {b, c, d} {b, c, e} {b, d, e} {c, d, e}

λ für minsupp =
3

8

Abbildung 3.1: Suchraum zu E = {a, b, c, d, e} mit Häufigkeitsgrenze λ für minsupp = 3

8

chung wurde hier minsupp = 3
8

exemplarisch als Schwellenwert für die Häufigkeit
gesetzt. Damit ist beispielsweise die Ereigniskombination {b, c} häufig, da diese
Teilmenge der drei Transaktionen T1, T2 und T3 ist, das heißt exakt den minima-
len Support von 3

8
erreicht. Umgekehrt erreicht die Ereigniskombination {b, c, d}

als Teilmenge von lediglich einer Transaktion, T1, diesen Schwellenwert nicht und



32 3. ANALYSE DER ETABLIERTEN VERFAHREN

ist somit in diesem Fall nichthäufig. Die Häufigkeiten der einzelnen Ereigniskom-
binationen sind in Tabelle 3.1 wiedergegeben. Die Häufigkeitsgrenze λ teilt den

Ereignis- Häufigkeit
kombination in Datenbank

{a} 6/8 = 75%
{b} 6/8 = 75%
{c} 5/8 = 62,5%
{d} 4/8 = 50%
{e} 6/8 = 75%
{a, b} 4/8 = 50%
{a, c} 5/8 = 62,5%
{a, d} 2/8 = 25%
{a, e} 4/8 = 50%
{b, c} 3/8 = 37,5%
{b, d} 3/8 = 37,5%
{b, e} 4/8 = 50%
{c, d} 2/8 = 25%
{c, e} 3/8 = 37,5%
{d, e} 3/8 = 37,5%
{a, b, c} 3/8 = 37,5%

Ereignis- Häufigkeit
kombination in Datenbank
{a, b, d} 1/8 = 12,5%
{a, b, e} 2/8 = 25%
{a, c, d} 2/8 = 25%
{a, c, e} 3/8 = 37,5%
{a, d, e} 1/8 = 12,5%
{b, c, d} 1/8 = 12,5%
{b, c, e} 1/8 = 12,5%
{b, d, e} 2/8 = 25%
{c, d, e} 1/8 = 12,5%
{a, b, c, d} 1/8 = 12,5%
{a, b, c, e} 1/8 = 12,5%
{a, b, d, e} 0
{a, c, d, e} 1/8 = 12,5%
{b, c, d, e} 0
{a, b, c, d, e} 0

Tabelle 3.1: Häufigkeiten der Ereigniskombinationen zur Beispieltransaktionsdatenbank

Suchraum P({a, b, c, d, e}) \ {∅} aus Abbildung 3.1 in häufige Ereigniskombinatio-
nen oberhalb und nichthäufige Ereigniskombinationen unterhalb von λ.

Der Verlauf der Häufigkeitsgrenze λ ist abhängig von der Datenbank D und dem
Schwellenwert minsupp. Die Veranschaulichung anhand einer Häufigkeitsgrenze
ist wegen der Abgeschlossenheitseigenschaft des Supports für jede Datenbank D
möglich.

Als Grenzmenge (border set) B wird die Menge von Ereigniskombinationen aus
dem Suchraum bezeichnet, für deren sämtliche Elemente X gilt, daß alle echten
Teilmengen von X häufig und alle echten Obermengen von X nichthäufig sind
(vgl. [Toivonen, 1996b, S. 40f.]):

B = {X ∈ P(E) \ {∅} | ∀H ( X : suppD(H) ≥ minsupp ∧

∀K ) X : suppD(K) < minsupp}

Die Grenzmenge B wird von der Häufigkeitsgrenze λ ebenfalls in häufige und
nichthäufige Ereigniskombinationen aufgeteilt. Die Teilmenge der häufigen Ereig-
niskombinationen aus B wird als der positive Rand (positive border), die Menge
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der nichthäufigen Ereigniskombinationen als der negative Rand (negative border)
bezeichnet.

Heutige Verfahren nutzen λ, um den Suchraum effizient zu beschneiden. Ist λ
zu einer Datenbank D und einem vorgegebenen Schwellenwert für die Häufigkeit
bekannt, dann ist zur vollständigen Erzeugung der häufigen Ereigniskombinatio-
nen sowie deren Häufigkeiten lediglich die Betrachtung der Ereigniskombinationen
oberhalb – im Sinne der Darstellung in Abbildung 3.1 – von λ erforderlich.

Sei map : E → {1, . . . , |E|} eine bijektive Abbildung, die jedes Ereignis aus E auf
eine natürliche Zahl abbildet. Über die Relation < auf � sind die Ereignisse aus E
dann vollständig geordnet. Für das Beispiel in diesem Abschnitt bilde map jedes
Ereignis {a, b, c, d, e} auf dessen Position im Alphabet ab, also a auf 1, b auf 2
etc. Außerdem sei für jedes X ⊆ E folgende Abbildung definiert (vgl. [Hipp et al.,
1998]):

X.item : {1, . . . , |X|} → E : n 7→ X.itemn,

wobei X.itemn für das n-te Ereignis der aufsteigend sortierten Ereignisse x ∈ X
steht. Das n-Präfix Pn(X) einer Ereigniskombination X ⊆ E , n ∈ {0, 1, . . . , |X| −
1}, sei dann definiert durch

Pn(X) = {X.itemm | 1 ≤ m ≤ n},

wobei insbesondere P0(X) = ∅ gilt.

Damit läßt sich eine Äquivalenzrelation auf dem Suchraum P(E) \ {∅} ableiten:
Zwei n-Ereigniskombinationen, n > 0, gehören zu derselben Äquivalenzklasse,
wenn sie ein gemeinsames (n − 1)-Präfix haben, also bis auf das n-te Ereignis
übereinstimmen. Beispielsweise gehören {a, b, c} und {a, b, d} zu der durch das
Präfix {a, b} eindeutig bestimmten Äquivalenzklasse E({a, b}). Formal sind auf
dem Suchraum P(E) \ ∅ die Äquivalenzklassen E(P ), P Präfix, E(P ) 6= ∅3, wie
folgt definiert:

E(P ) = {X ⊆ E | |X| = |P | + 1 und P ist ein Präfix von X}.

Daß es sich um Äquivalenzklassen handelt, läßt sich wie folgt beweisen: Sei

R = {(X ′, X ′′) ∈ P(E) \ {∅} × P(E) \ {∅} | ∃P ⊆ E : X ′, X ′′ ∈ E(P )}

eine Relation auf den Ereigniskombinationen aus P(E) \ {∅}. R ist via Gleichheit
definiert, damit reflexiv, symmetrisch und transitiv, und folglich Äquivalenzrelati-
on mit den Äquivalenzklassen E(P ). ¤

3Für jede Menge von Ereignissen E gilt immer E(P ) = ∅, wenn P das im Sinne der Relation
< größte Ereignis enthält. Im Beispiel gilt unter anderem E({e}) = ∅ und E({a, e}) = ∅. Im
folgenden sollen lediglich die nichtleeren E(P ) betrachtet werden.



34 3. ANALYSE DER ETABLIERTEN VERFAHREN

Gilt wie bisher E = {a, b, c, d, e}, dann folgt E(∅) = {{a}, {b}, {c}, {d}, {e}},
E({a}) = {{a, b}, {a, c}, {a, d}, {a, e}}, E({b}) = {{b, c}, {b, d}, {b, e}} etc. Für
die Beispieldatenbank aus Tabelle 2.1 und den zugehörigen Suchraum aus Ab-
bildung 3.1 sind die Äquivalenzklassen in Abbildung 3.2 vollständig dargestellt.
Wieder ist minsupp = 3

8
exemplarisch als Schwellenwert für die Mindesthäufigkeit

gesetzt.

{a, b} {a, d}{a, c} {a, e}

{b} {c} {d} {e}{a}

{c, d} {c, e}{b, e}{b, d}{b, c}

{a, b, d, e} {a, c, d, e} {b, c, d, e}

{a, b, c, d, e}

{d, e}

{a, b, c, e}{a, b, c, d}

{a, b, c} {a, b, d} {a, b, e} {a, c, d} {a, c, e} {a, d, e} {b, c, d} {b, c, e} {b, d, e} {c, d, e}

E(∅)

E({a}) E({b}) E({c}) E({d})

E({a, b}) E({a, c}) E({a, d}) E({b, c}) E({b, d}) E({c, d})

E({a, b, c}) E({a, b, d}) E({a, c, d}) E({b, c, d})

E({a, b, c, d})

λ für minsupp = 3

8

Abbildung 3.2: Äquivalenzklassen zu E = {a, b, c, d, e}

Auf der Menge aller Äquivalenzklassen E(P ), wird im folgenden ein Baum defi-
niert: Eine Klasse E(P ′′) sei genau dann Sohn einer Klasse E(P ′), wenn P ′′ ∈
E(P ′). So ist beispielsweise E({a, c}) Sohn von E({a}), wegen {a, c} ∈ E({a}).
Da aufgrund der Äquivalenzklasseneigenschaften jede Ereigniskombination aus
P(E) \ {∅} in genau einer Äquivalenzklasse E(P ) und ∅ in keiner der Äquiva-
lenzklassen enthalten ist4 (vgl. dazu auch die Abbildungen 3.1 und 3.2) folgt:

(a) E(∅) ist die einzige Klasse ohne Vater.

(b) Jede Klasse E(P ), P Präfix, P 6= ∅, hat genau einen Vater.

Der resultierende Graph ist folglich ein Baum auf sämtlichen Äquivalenzklassen
E(P ), P Präfix, mit Wurzel E(∅), wie in Abbildung 3.3 dargestellt.

4Eine Äquivalenzklasse E(P ) kann definitionsgemäß nie die leere Menge enthalten, da stets
|∅| = 0 6= |P | + 1 gilt.
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{a, b} {a, d}{a, c} {a, e}

{b} {c} {d} {e}{a}

{c, d} {c, e}{b, e}{b, d}{b, c}

{a, b, d, e} {a, c, d, e} {b, c, d, e}

{a, b, c, d, e}

{d, e}

{a, b, c, e}{a, b, c, d}

{a, b, c} {a, b, d} {a, b, e} {a, c, d} {a, c, e} {a, d, e} {b, c, d} {b, c, e} {b, d, e} {c, d, e}

E(∅)

E({a}) E({b}) E({c}) E({d})

E({a, b}) E({a, c}) E({a, d}) E({b, c}) E({b, d}) E({c, d})

E({a, b, c}) E({a, b, d}) E({a, c, d}) E({b, c, d})

E({a, b, c, d})

λ für minsupp = 3

8

Abbildung 3.3: Baum auf den Äquivalenzklassen zu E = {a, b, c, d, e}

¤

Ist E(P ′′) Sohn von E(P ′), dann gilt außerdem:

∀X ∈ E(P ′′) : ∃V,W ∈ E(P ′) mit V ∪ W = X.

Das heißt, sämtliche Elemente aus der Sohnklasse E(P ′′) können durch Vereinigung
zweier Ereigniskombinationen aus der Vaterklasse E(P ′) erzeugt werden.

Beweis:

E(P ′′) Sohn von E(P ′)

⇒ ∀X ∈ E(P ′′) : P|X|−2(X) = P ′

⇒ ∀X ∈ E(P ′′)∃v, w ∈ E : max(P ′) < v < w ∧ X = P ′ ∪ {v} ∪ {w}

⇒ Behauptung

¤

Unter anderem folgt aus obiger Behauptung in Verbindung mit der Abgeschlos-
senheitseigenschaft des Supports, daß, sobald eine Äquivalenzklasse weniger als
zwei häufige Ereigniskombinationen enthält, sämtliche Äquivalenzklassen unter-
halb dieser Äquivalenzklasse – im Sinne der Darstellung in den Abbildungen 3.1
bis 3.3 – keine häufigen Ereigniskombinationen mehr enthalten können und damit
die Häufigkeitsgrenze λ erreicht ist.
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Für die Suche nach der Häufigkeitsgrenze λ entlang der Pfade des Baums auf den
Äquivalenzklassen eignet sich sowohl eine Breitensuche (breadth-first search) als
auch eine Tiefensuche (depth-first search). Ausgangspunkt ist immer die Wurzel
E(∅). Von dort aus werden entweder in jedem Schritt die Äquivalenzklassen einer
Tiefe gleichzeitig betrachtet (Breitensuche) oder die Pfade von der Wurzel zu den
Blättern werden einzeln rekursiv verfolgt (Tiefensuche). Ist der exakte Verlauf der
Häufigkeitsgrenze λ zusammen mit den Häufigkeiten sämtlicher Ereigniskombina-
tionen oberhalb von λ bestimmt, dann sind alle häufigen Ereigniskombinationen
sowie deren Häufigkeiten bezüglich der Transaktionen aus der Datenbank D und
dem vorgegebenen Schwellenwert minsupp bekannt.

Zur Illustration sei folgendes Beispiel gegeben, wobei die Häufigkeiten wieder ba-
sierend auf den Transaktionen aus Tabelle 2.1 bestimmt werden. Die Häufigkeits-
grenze sei ebenfalls durch minsupp = 3

8
vorgegeben. Im Baum aus Abbildung 3.3

beginnt die Suche nach λ in der Äquivalenzklasse E(∅), der Wurzel des Baums.
Zunächst werden die Häufigkeiten der Ereigniskombinationen aus E(∅), das heißt
der einzelnen Ereignisse aus E , bestimmt. Es gilt suppD({a}) = 6

8
, suppD({b}) = 6

8
,

suppD({c}) = 5
8

etc. Im Beispiel sind alle Ereignisse häufig. Das weitere Vorgehen
richtet sich nach der gewählten Suchstrategie.

Bei einer Breitensuche werden im zweiten Schritt die Klassen E({a}), E({b}),
E({c}) und E({d}) gleichzeitig betrachtet. E({a}) sowie E({b}) enthalten jeweils
drei häufige Ereigniskombinationen und sowohl E({c}) als auch E({d}) jeweils
genau eine häufige Ereigniskombination. Folglich werden im dritten Schritt ledig-
lich die Sohnklassen von E({a}) und E({b}) betrachtet, wobei E({a, d}) direkt
verworfen werden kann, da {a, d} nichthäufig ist. Es genügt, die Häufigkeiten der
Ereigniskombinationen in E({a, b}), E({a, c}) sowie E({b, c}) und E({b, d}) zu
bestimmen. Ein vierter Schritt erübrigt sich, da keine der im dritten Schritt be-
trachteten Klassen mehr als eine häufige Ereigniskombination enthält. Es kann
auf den genauen Verlauf von λ geschlossen werden, denn die verbleibenden Klas-
sen E({a, b, c}), E({a, b, d}), E({a, c, d}), E({b, c, d}) und E({a, b, c, d}) liegen mit
Sicherheit unterhalb von λ.

Bei einer Tiefensuche werden dieselben Klassen durchlaufen, lediglich die Reihen-
folge ist eine andere. Zu welcher Klasse jeweils abgestiegen wird, ist im allgemeinen
nicht festgelegt. Nach der Wurzel E(∅) könnte beispielsweise E({a}) besucht wer-
den. Diese Klasse enthält mehrere häufige Ereigniskombinationen und als nächstes
wird beispielsweise zu E({a, b}) abgestiegen. Diese Klasse enthält nur eine häufi-
ge Ereigniskombination, so daß deren Sohnklassen nicht weiter betrachtet wer-
den müssen, das heißt die Klassen E({a, b, c}) und E({a, b, d} mit Sicherheit kei-
ne häufigen Ereigniskombinationen enthalten. Der aktuelle Zweig der Rekursion
bricht in E({a, b}) ab und setzt in E({a}) wieder auf, von wo beispielsweise zu
E({a, c}) abgestiegen wird. Dieses Vorgehen wird fortgesetzt, bis sämtliche Äqui-
valenzklassen besucht sind, die eventuell häufige Ereigniskombinationen enthalten.
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Die vorgestellten Suchstrategien können dahingehend optimiert werden, daß nur
die Ereigniskombinationen betrachtet werden, welche tatsächlich in den Transak-
tionen vorkommen. Beim Abstieg im Suchraum werden bei einer sogenannten da-
tenorientierten Suche (data oriented search) die Ereigniskombinationen von vorn-
herein ausgeschlossen, welche nicht Teilmenge mindestens einer der zugrundelie-
genden Transaktionen sind.

Das Potential der in diesem Abschnitt beschriebenen Vorgehensweise wird offen-
sichtlich, wenn, statt des bisher aus Übersichtlichkeitsgründen mit |E| = 5 sehr
klein gewählten Beispiels, realistischere Ereignismengen E betrachtet werden. Die
dem beschriebenen Ansatz zugrundeliegende Annahme ist, daß in praktischen An-
wendungen zwar die maximal mögliche Mächtigkeit häufiger Ereigniskombinatio-
nen mit |E| sehr groß ist, aber trotzdem die häufigen Ereigniskombinationen im
Mittel vergleichsweise wenige Ereignisse enthalten. So kann E beispielsweise über
100.000 Ereignisse enthalten, während zugleich die häufigen Ereigniskombinatio-
nen im Schnitt lediglich aus weniger als 10 Ereignissen bestehen (vgl. dazu auch
Abschnitt 3.3.1). Entsprechend liegt die Häufigkeitsgrenze λ weit im oberen Be-
reich des Suchraums, also in der Nähe der Wurzel, so daß in praktischen Anwen-
dungen mit den beschriebenen Suchstrategien typischerweise nur ein sehr kleiner
Teil des Suchraums betrachtet werden muß.

Es bleibt anzumerken, daß weitere Maße (vgl. Abschnitt 2.2.2) nicht ohne weiteres
für das Beschneiden des Suchraums herangezogen werden können. Der Support
weist als einziges der etablierten Maße die Abgeschlossenheitseigenschaft auf, wel-
che Voraussetzung für die Existenz einer eindeutigen Häufigkeitsgrenze λ ist (vgl.
dazu [Brin et al., 1997a]).

3.1.3 Bestimmung von Häufigkeiten

Während des Durchlaufens des Suchraums werden die Häufigkeiten verschiedener
potentiell häufiger Ereigniskombinationen bestimmt. Eine Ereigniskombination K
heiße Kandidat (candidate, candidate itemset), sobald vorgesehen ist, die Häufig-
keit dieser Ereigniskombination zu bestimmen. Für das Bestimmen der Häufigkei-
ten bieten sich zwei grundsätzliche Vorgehensweisen in verschiedenen Varianten
an:

Häufigkeitsbestimmung durch direktes Zählen von Vorkommen

Zum einen kann die Häufigkeit eines Kandidaten anhand der vorliegenden Daten-
bank D durch direktes Zählen von Vorkommen bestimmt werden. Dazu wird der
Kandidat in den Transaktionen aus D gesucht und jedes Vorkommen des Kandida-
ten als Teilmenge einer Transaktion gezählt. Aus Effizienzgründen werden Kandi-
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daten im allgemeinen zu Kandidatenmengen zusammengefaßt, deren Häufigkeiten
gemeinsam gezählt werden (vgl. Abschnitt 3.1.4).

Indirekte Häufigkeitsbestimmung durch Schneiden von Transaktions-
mengen

Alternativ kann die Häufigkeit eines Kandidaten auch indirekt durch Schneiden
von Transaktionsmengen bestimmt werden. Dazu wird die Datenbank D nicht als
Menge von Transaktionen5 betrachtet, die Ereignisse enthalten, sondern als Menge
von Ereignissen, die in Transaktionen enthalten sind.

In Abbildung 3.4 ist die Beispieldatenbank aus Tabelle 2.1 in Form einer Ma-
trix dargestellt. Es gilt dij = 1, wenn die Transaktion i ∈ D das Ereignis j ∈ E
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Abbildung 3.4: Matrixdarstellung einer Transaktionsdatenbank

enthält, sonst dij = 0. Aus dieser Matrix läßt sich nicht nur die transaktionsba-
sierte Darstellung horizontal ableiten, sondern vertikal auch die ereignisbasierte
Darstellung. Letztere ist für die Beispieldatenbank aus Tabelle 2.1 und die Matrix
aus Abbildung 3.4 in Tabelle 3.2 wiedergegeben (vgl. auch [Mannila et al., 1994a],
[Hipp et al., 2000a], [Bykowski und Rigotti, 2001]). Zu jedem Ereignis wird die
Transaktionsmenge (transaction set), das heißt die Menge aller Transaktionen, die
dieses Ereignis enthalten, angegeben. Da die Datenbank D als Multimenge gleiche
Transaktionen mehrfach enthalten kann, müssen die Transaktionsmengen formal
gesehen ebenfalls als Multimengen aufgefaßt werden. Alternativ werden im fol-
genden die einzelnen Transaktionen aus der Datenbank jeweils durch eindeutige
Bezeichner T1, . . . , T|D| identifiziert. Die Datenbank D wird hier also vereinfacht als
Menge von Bezeichnern verstanden. Auf diese Weise kann eine Transaktionsmenge

5Formal handelt es sich wieder um eine Multimenge von Transaktionen, da Transaktionen,
die in den Ereignissen übereinstimmen, in der Datenbank D vorkommen dürfen.
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Ereignis Transaktionsmenge
a {T1, T2, T3, T4, T5, T6}
b {T1, T2, T3, T4, T7, T8}
c {T1, T2, T3, T5, T6}
d {T1, T5, T7, T8}
e {T2, T4, T5, T6, T7, T8}

Tabelle 3.2: Ereignisbasierte Darstellung einer Transaktionsdatenbank

mehrere in den Ereignissen übereinstimmende Transaktionen enthalten, ohne for-
mal als Multimenge definiert zu sein. Beispielsweise enthält die Transaktionsmenge
zu dem Ereignis b die Transaktionen T7 und T8, die sich lediglich im Bezeichner
unterscheiden (vgl. Abbildung 3.4 und Tabelle 3.2).

Eine Transaktionsmenge existiert ebenfalls zu jeder Ereigniskombination. Sei tidsD
eine Abbildung mit

tidsD : P(E) → P(D) : X 7→ X.tidsD,

die jede Ereigniskombination X auf ihre Transaktionsmenge X.tidsD bezüglich der
Datenbank D abbildet, also auf die Menge aller Bezeichner der Transaktionen,
welche die Ereigniskombination X enthalten. Insbesondere gilt ∅.tidsD = D.

Ist die Transaktionsmenge zu einer Ereigniskombination X bekannt, ergibt sich
die Häufigkeit von X aus

suppD(X) =
|X.tidsD|

|D|
.

Die Transaktionsmengen für die einzelnen Ereignisse, das heißt für die Ereignis-
kombinationen X mit |X| = 1, werden üblicherweise direkt aus der Datenbank D
abgeleitet.

Allgemein gilt definitionsgemäß für eine Ereigniskombination K und n Ereignis-
kombinationen Xi, i = 1, . . . , n, n ∈ � :

K =
n
⋃

i=1

Xi ⇒ K.tidsD =
n
⋂

i=1

Xi.tidsD.

Insbesondere gilt für K,X, Y mit K = X ∪ Y :

K.tidsD = X.tidsD ∩ Y.tidsD.

Wie im vorangehenden Abschnitt gezeigt, kann jede Ereigniskombination aus ei-
ner Sohnklasse E(P ′′) durch Vereinigung zweier Ereigniskombinationen aus der
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zugehörigen Vaterklasse E(P ′) dargestellt werden. Die Transaktionsmengen zu
Kandidaten K mit |K| ≥ 2 lassen sich folglich während des Abstiegs im Suchraum
jeweils aus den Transaktionsmengen zu zwei Ereigniskombinationen aus der jewei-
ligen Vaterklasse ableiten. Die entsprechenden Transaktionsmengen sind zu den
Ereigniskombinationen aus den Vaterklassen bereits bekannt, wenn deren Häufig-
keiten ebenfalls durch Schnittmengenbildung bestimmt beziehungsweise die Trans-
aktionsmengen für die Ereigniskombinationen der Mächtigkeit 1 direkt aus der
Datenbank erzeugt wurden.

Sollen beispielsweise im Suchraum aus Abbildung 3.3 die Häufigkeiten der Er-
eigniskombinationen aus der Klasse E({a, b}) bestimmt werden, dann kann die
Transaktionsmenge {a, b, c}.tidsD des Kandidaten {a, b, c} durch den Schnitt zwei-
er Transaktionsmengen aus der Vaterklasse E({a}) erzeugt werden, vorausgesetzt,
diese Transaktionsmengen sind bereits bekannt:

{a, b, c}.tidsD = {a, b}.tidsD ∩ {a, c}.tidsD.

Die Häufigkeit des Kandidaten ergibt sich aus

suppD({a, b, c}) =
|{T1, T2, T3, T4} ∩ {T1, T2, T3, T5, T6}|

|D|
=

3

8
.

Indirekte Häufigkeitsbestimmung durch Ableitung aus Differenzmengen

Eine Variante der indirekten Häufigkeitsbestimmung durch Schnittmengen ist das
Ableiten der Häufigkeiten aus sogenannten Differenzmengen (diffsets) (vgl. [Zaki
und Gouda, 2001]). Die Differenzmenge der Ereigniskombination X bezüglich des
Präfixes P von X ist definiert als die Menge aller Transaktionen, die das Präfix P
von X, nicht aber X selbst enthalten:6

DP (X) = P.tidsD \ X.tidsD.

Die Häufigkeit einer Ereigniskombination X läßt sich aus der Häufigkeit von P
und der Differenzmenge DP (X) ableiten:

suppD(X) = suppD(P ) −
|DP (X)|

|D|
.

Sei P eine Ereigniskombination und seien x, y Ereignisse mit x > p,∀p ∈ P und
y > x. Nach der obigen Gleichung gilt:

suppD(P ∪ {x, y}) = suppD(P ∪ {x}) −
|DP∪{x}(P ∪ {x, y})|

|D|
.

6Die Notation in [Zaki und Gouda, 2001] erschließt sich teilweise erst aus dem Zusammenhang
und wird im Rahmen der vorliegenden Arbeit als nicht zufriedenstellend angesehen. An dieser
Stelle wird daher ergänzend eine eigene Notation eingeführt.
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Sind die Differenzmengen von P ∪ {x} und P ∪ {y} bezüglich des gemeinsamen
Präfixes P bekannt, so kann die Differenzmenge von P ∪ {x, y} bezüglich P ∪ {x}
wie folgt bestimmen werden:

DP∪{x}(P ∪ {x, y}) = DP (P ∪ {y}) \ DP (P ∪ {x}).

Beweis7: Die Transaktionsmenge P.tidsD läßt sich anhand von (P ∪ {x}).tidsD,
(P ∪ {y}).tidsD und (P ∪ {x, y}).tidsD in vier disjunkte Teilmengen zerlegen (vgl.
auch Abbildung 3.5):

A = {t ∈ P.tidsD | t /∈ P ∪ {x}.tidsD ∧ t /∈ P ∪ {y}.tidsD},

B = {t ∈ P.tidsD | t ∈ P ∪ {x}.tidsD ∧ t /∈ P ∪ {y}.tidsD},

C = {t ∈ P.tidsD | t /∈ P ∪ {x}.tidsD ∧ t ∈ P ∪ {y}.tidsD},

D = {t ∈ P.tidsD | t ∈ P ∪ {x}.tidsD ∧ t ∈ P ∪ {y}.tidsD}.

Es folgt:

DP∪{x}(P ∪ {x, y}) = (P ∪ {x}).tidsD \ (P ∪ {x, y}).tidsD

= B

= (A ∪ B) \ (A ∪ C)

= (P.tidsD \ (P ∪ {y}).tidsD) \ (P.tidsD \ (P ∪ {x}).tidsD)

= DP (P ∪ {y}) \ DP (P ∪ {x})

¤

Mit den beiden obigen Gleichungen

suppD(X) = suppD(P ) −
|DP (X)|

|D|

und
DP∪{x}(P ∪ {x, y}) = DP (P ∪ {y}) \ DP (P ∪ {x})

ist es somit möglich, aus dem Support von P ∪ {x} und den Differenzmengen zu
P ∪ {x} und P ∪ {y} die Häufigkeit von P ∪ {x, y} direkt abzuleiten. Es genügt
demnach sowohl bei der Breiten- als auch bei der Tiefensuche, die Häufigkeiten
der ausgezählten Ereigniskombinationen mitzuführen, um die Häufigkeiten der be-
trachteten Kandidaten anhand der entsprechenden Differenzmengen anstatt basie-
rend auf Transaktionsmengen bestimmen zu können.

Wenn beispielsweise im Suchraum aus Abbildung 3.3 die Häufigkeiten und Diffe-
renzmengen der Ereigniskombinationen aus der Klasse E({a, b}) bestimmt werden

7Für eine alternative Beweisführung siehe [Zaki und Gouda, 2001].
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(P
⋃
{x}).tidsD

A
B
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(P
⋃
{y}).tidsD

D = (P
⋃
{x, y}).tidsD

Abbildung 3.5: Die anhand der Transaktionsmengen (P ∪ {x}).tidsD, (P ∪ {y}).tidsD und
(P ∪ {x, y}).tidsD in vier disjunkte Teilmengen A,B,C,D zerlegte Transaktionsmenge P.tidsD

sollen, wird folgendermaßen verfahren: Die Häufigkeiten der Ereigniskombinatio-
nen aus E({a}) sowie deren Differenzmengen bezüglich des Präfixes {a} sind be-
reits berechnet. Werden die Transaktionen aus Tabelle 2.1 zugrundegelegt, gilt
suppD({a, b}) = 4

8
und suppD({a, c}) = 5

8
sowie

D{a}({a, b}) = {a}.tidsD \ {a, b}.tidsD

= {T1, T2, T3, T4, T5, T6} \ {T1, T2, T3, T4}

= {T5, T6}

und

D{a}({a, c}) = {a}.tidsD \ {a, c}.tidsD

= {T1, T2, T3, T4, T5, T6} \ {T1, T2, T3, T5, T6}

= {T4}.

Für die Differenzmenge des Kandidaten {a, b, c} bezüglich des Präfixes {a, b} folgt:

D{a,b}({a, b, c}) = D{a}({a, c}) \ D{a}({a, b})

= {T4}.

Für die Häufigkeit des Kandidaten {a, b, c} gilt damit:

suppD({a, b, c}) = suppD({a, b}) −
|D{a,b}({a, b, c})|

|D|
=

4 − 1

8
=

3

8
.
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Entsprechend können die Differenzmengen und die Supportwerte der weiteren Kan-
didaten bestimmt werden.

Die Auswirkungen der verschiedenen Ansätze zur Häufigkeitsbestimmung auf die
Laufzeit werden in Abschnitt 3.3 untersucht und in Abschnitt 4.1 erneut aufge-
griffen.

3.1.4 Datenstrukturen

Für die effiziente Implementierung der beschriebenen Such- und Zählstrategien
haben sich verschiedene Datenstrukturen etabliert. Die wichtigsten dieser Daten-
strukturen werden im folgenden gemeinsam mit den auf ihnen typischen Opera-
tionen beschrieben.

Ereigniskombinationen

Ereigniskombinationen sind Mengen von Ereignissen, wobei die Ereignisse selbst
durch natürliche Zahlen dargestellt werden, vergleiche dazu auch die Abbildung
map aus Abschnitt 3.1.2. Ereigniskombinationen werden gewöhnlich als Arrays von
Integerwerten implementiert. Eine häufige Operation auf Ereigniskombinationen
ist die Suche nach Teilmengen, beispielsweise ob Ereigniskombination X Ereig-
niskombination Y als Teilmenge enthält. Um solche Suchoperationen effizient zu
unterstützen und um eine eindeutige Repräsentation der Mengen im Sinne von
Abschnitt 3.1.2 zu erreichen, werden die für die Ereignisse stehenden Integerwerte
in den Arrays aufsteigend sortiert abgelegt.

Transaktionsmengen

Bei der Implementierung von Transaktionsmengen ist grundsätzlich zu unterschei-
den, ob die Transaktionen als atomar betrachtet werden oder ob auf die einzelnen
Ereignisse in den Transaktionen zugegriffen wird.

Im Fall atomarer Betrachtung der Transaktionen, bietet sich die folgende Heran-
gehensweise an: Zuerst wird jeder Transaktion durch Numerierung eineindeutig
ein Integerwerte zugeordnet.8 Auf diese Weise können Multimengen von Trans-
aktionen, das heißt Transaktionsmengen, die bezüglich der enthaltenen Ereignisse
identische Transaktionen enthalten, als einfache Mengen von Integerwerten im-
plementiert werden. Die dominierende Operation auf solchen Transaktionsmengen
ist das Bilden von Schnittmengen. Entsprechend werden in der Regel Transakti-
onsmengen ebenfalls wie Ereigniskombinationen als aufsteigend sortierte Arrays

8Praktisch ergibt sich die Numerierung zumeist aus der Reihenfolge der Transaktionen in der
Implementierung der Datenbank D.
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implementiert (vgl. u. a. [Savasere et al., 1995a], [Savasere et al., 1995b], [Mueller,
1995], [Zaki et al., 1997c], [Zaki et al., 1997a], [Hipp et al., 2000a]). Eine Speiche-
rung der Transaktionsmengen als Bitstrings ist wenig vielversprechend, da die Bit-
strings zumeist sehr dünn besetzt wären. Eine geeignete Komprimierung müßte
die Bildung von Schnittmengen effizient unterstützen.9

Sogenannte Schnellschnitte (fast intersections) (vgl. [Zaki et al., 1997a], [Zaki et al.,
1997c]) optimieren die Schnittmengenbildung dahingehend, daß nur Schnitte ab-
geschlossen werden, die zu einer Transaktionsmenge führen, deren Mächtigkeit den
minimalen Schwellenwert für den Support erreicht. Ein Schnitt wird abgebrochen,
sobald erkennbar ist, daß die resultierende Transaktionsmenge nicht zu einer häufi-
gen Ereigniskombination gehört und diese Transaktionsmenge daher nicht für die
nachfolgenden Schritte der Häufigkeitsbestimmung benötigt wird.

Im zweiten Fall, wenn auf die einzelnen Ereignisse in den Transaktionen zugegriffen
werden soll, beispielsweise bei der Implementierung einer Transaktionsdatenbank
D, wird die Transaktionsmenge gewöhnlich als Array von Ereigniskombinationen
umgesetzt. Die typische Operation auf einer solchen Transaktionsmenge ist das
sequentielle Durchlaufen, wobei die Transaktionen nacheinander jeweils komplett
abgearbeitet werden. Wird eine Transaktionsmenge in einem zusammenhängen-
den Speicherblock auf einem externen Speichermedium abgelegt, so muß dieser
Block für effiziente Zugriffe nicht vollständig im Hauptspeicher liegen, sondern
kann während des Durchlaufens der Transaktionen in Teilblöcken sukzessive nach-
geladen werden. Es wird eine Art Hauptspeicherfenster über die Daten geschoben,
die sich auf dem externen Speichermedium befinden. Durch diese Implementierung
ist es möglich, Transaktionsmengen effizient zu bearbeiten, die so groß sind, daß
sie nicht vollständig in dem vorhandenen Hauptspeicher abgelegt werden können.

Alternativ können Transaktionsdatenbanken implementiert werden, indem die ein-
zelnen Transaktionen in aufbereiteter und für das Zählen bereits entsprechend ag-
gregierter und optimierter Form gespeichert werden. Diesen Weg geht die Imple-
mentierung durch sogenannte FP-Bäume (fp-tree, frequent pattern-tree) (vgl. [Han
et al., 2000], [Han und Pei, 2000]). Ein FP-Baum faßt die Datenbanktransaktionen
aufgrund gemeinsamer Präfixe zusammen. Dabei gehen Informationen verloren,
das heißt, es ist nicht mehr möglich, die Ausgangstransaktionen allein anhand eines
FP-Baums wiederherzustellen. Trotzdem können die Häufigkeiten sämtlicher Er-
eigniskombinationen in den Ausgangsdaten mit Hilfe des abgeleiteten FP-Baums
bestimmt werden. FP-Bäume unterstützten die Häufigkeitsbestimmung effizient
durch Verkettungen der Knoten.

Der Aufbau und die Erzeugung eines FP-Baums aus einer Transaktionsdatenbank
soll im folgenden mittels der Beispieldaten aus Tabelle 2.1 veranschaulicht wer-

9Letztendlich kann die aufsteigend sortierte Speicherung der Transaktionsnummern in einem
Array als eine kompakte Repräsentation eines Bitstrings verstanden werden.
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den. Wie in Abschnitt 3.1.2 werden die Transaktionen als geordnet angenommen.
Zunächst wird ein einzelner Wurzelknoten als leerer FP-Baum erstellt. Darauf
werden nacheinander die einzelnen Transaktionen in den FP-Baum wie folgt ein-
getragen: Beginnend mit dem ersten Ereignis der betrachteten Transaktion wird
für jedes Ereignis im Baum abgestiegen. Existiert bereits ein entsprechender Kno-
ten im Baum, so wird der Zähler dieses Knotens erhöht, ansonsten wird ein neuer
Knoten erzeugt und dessen Zähler mit 1 initialisiert.

Für T1 = {a, b, c, d}, die erste Transaktion der Beispieldatenbank, wird aus dem
leeren FP-Baum der Baum aus Abbildung 3.6(a) erzeugt. Zu jedem Ereignis wird
ein neuer, mit 1 initialisierter Knoten erstellt. Die zweite einzutragende Transakti-
on {a, b, c, e} impliziert hingegen nur einen neuen Knoten. Der Anfangspfad über
a, b und c ist bereits bekannt und für diese Knoten wird lediglich deren Zähler
entsprechend erhöht. Der für das letzte Ereignis e anzulegende Knoten wird an
Knoten c angehängt (siehe Abbildung 3.6(b)). Entsprechend werden die Transak-
tionen {a, b, c} und {a, b, e} als dritte beziehungsweise vierte Transaktion einge-
tragen (vgl. die Abbildungen 3.6(c) und 3.6(d)). Sind sämtliche Transaktionen
zu dem FP-Baum hinzugefügt (vgl. Abbildung 3.7) und die zu denselben Ereig-
nissen gehörenden Knoten miteinander verkettet, resultiert der in Abbildung 3.8
dargestellte Baum für die Beispieldatenbank.

Wie folgt kann ein solcher FP-Baum durch Aufbereitung der hinzuzufügenden
Transaktionen kompakter aufbereitet werden:

• Ereignisse, die nichthäufig sind, können nicht Element häufiger Ereigniskom-
binationen sein. Solche Ereignisse können daher vor dem Hinzufügen zu ei-
nem FP-Baum aus den Transaktionen gestrichen werden.

• FP-Bäume zielen darauf, Transaktionen anhand gemeinsamer Präfixe zusam-
menzufassen. Um die Anzahl gemeinsamer Präfixe zu erhöhen, können vor
dem Hinzufügen die Ereignisse innerhalb der Transaktionen absteigend nach
ihrer Häufigkeit in der Datenbank sortiert werden. Befinden sich die häufigen
Ereignisse

”
vorne“ in den Transaktionen, so nimmt die Wahrscheinlichkeit für

gemeinsam genutzte Pfade zu. Im Beispiel profitiert offensichtlich die Kom-
paktheit des resultierenden FP-Baums davon, daß a mit einem Vorkommen
von 6 als häufigstes Ereignis an erster Stelle in jeder der Transaktionen steht.

Ein FP-Baum als kompakte Darstellung einer Transaktionsdatenbank ermöglicht
das effiziente und trotz der Aggregation exakte Zählen von Häufigkeiten. Dazu
werden rekursiv sogenannte bedingte FP-Bäume (conditional fp-trees) erzeugt.10

Beginnend mit dem nach der zugrundeliegenden Ordnung größten Ereignis, wird

10Der soeben beschriebene FP-Baum kann als der durch die leere Menge bedingte FP-Baum
verstanden werden.
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Abbildung 3.6: Schrittweiser Aufbau eines FP-Baums zur Beispieldatenbank (I)
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Abbildung 3.7: Schrittweiser Aufbau eines FP-Baums zur Beispieldatenbank (II)
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Abbildung 3.8: Vollständiger FP-Baum zur Beispieldatenbank mit Verkettung

in absteigender Reihenfolge für jedes Ereignis die Menge der maximalen11, die-
ses Ereignis als im Sinne der Relation < größtes Ereignis enthaltenden und in
den Transaktionen vorkommenden Ereigniskombinationen generiert. Im nächsten
Schritt wird für diese Ereigniskombinationen der entsprechende FP-Baum aufge-
baut. Im Beispiel ist e das größte Ereignis aus E . Liegt für eine Transaktionsda-
tenbank ein FP-Baum wie in Abbildung 3.8 vor, können die Ereignis e als größtes
Ereignis enthaltenden und in den Transaktionen vorkommenden maximalen Er-
eigniskombinationen direkt abgelesen werden, indem der Verkettung für e gefolgt
wird. Der Weg von der Wurzel bis zu jedem der erreichten Knoten entspricht einer
Ereigniskombination. Im einzelnen sind es die Ereigniskombinationen {a, b, c, e},
{a, b, e}, {a, c, d, e}, {a, c, e}, die einmal in den Transaktion vorkommen, sowie die
Ereigniskombination {b, d, e}, die zweimal vorkommt. Die Häufigkeiten lassen sich
jeweils als Wert des Zählers in den Knoten bei e ablesen. Die Häufigkeit des Er-
eignisses e selbst ergibt sich aus der Summe über die Zähler in den verketteten
Knoten. Das Ereignis e wird aus jeder der Ereigniskombinationen gestrichen und
aus den resultieren Ereigniskombinationen entsprechend dem oben beschriebenen
Vorgehen der sogenannte durch {e} bedingte FP-Baum erzeugt. Ergebnis ist der
in Abbildung 3.9 dargestellte FP-Baum. Das größte Ereignis in diesem Baum ist d

11Maximal ist in dem Sinne zu verstehen, daß keine Obermenge zu dieser Ereigniskombination
existiert.
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Abbildung 3.9: Der durch die Ereigniskombination {e} bedingte FP-Baum

und das beschriebene Verfahren wird rekursiv für diesen FP-Baum wiederholt: Die
verkettete Liste zu d führt zu den maximalen Ereigniskombinationen, die in den
Transaktionen vorkommen und mit {d, e} enden. Dies sind die Ereigniskombinatio-
nen {a, c, d, e} und {b, d, e}, die, ablesbar am Zähler bei d, einmal beziehungsweise
zweimal in den ursprünglichen Transaktionsdaten vorkommen. Der resultierende,
durch {d, e} bedingte FP-Baum ist in Abbildung 3.10 dargestellt. Der nächste re-

b:2

root

a:1

c

a

c:1

b

Abbildung 3.10: Der durch die Ereigniskombination {d, e} bedingte FP-Baum

kursiv erzeugte FP-Baum ist der durch die Ereigniskombination {c, d, e} bedingte
FP-Baum. Dieser enthält lediglich einen Pfad, die Kante von der Wurzel zu Kno-
ten a (vgl. Abbildung 3.11), und damit endet der Rekursionszweig. Als Ergebnis
können die Häufigkeiten aller mit {c, d, e} endenden und in den Transaktionen
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root

a:1

a

Abbildung 3.11: Der durch die Ereigniskombination {c, d, e} bedingte FP-Baum

vorkommenden Ereigniskombinationen abgelesen werden, indem die Potenzmen-
ge ohne die leere Menge der auf diesem Pfad liegenden Ereignisse, in diesem Fall
P({a}) \ ∅ = {{a}}, mit {c, d, e} kombiniert wird. Als absolute Häufigkeit für die
Ereigniskombination {a, c, d, e} ergibt sich somit 1.

Die Rekursion setzt bei dem durch {d, e} bedingten FP-Baum wieder auf. Auf das
bearbeitete Ereignis c folgt das Ereignis b, das zu einem leeren bedingten FP-Baum
führt. Die Rekursion bricht daher ab, und die Häufigkeit 2 der Ereigniskombination
{b, d, e} kann aus dem Zähler im Knoten von b abgelesen werden. Entsprechend
ergibt sich eine Häufigkeit von 1 für {a, d, e}, und der durch {d, e} bedingte FP-
Baum ist vollständig bearbeitet. Die Rekursion setzt mit dem Ereignis c in dem
durch {e} bedingten FP-Baum wieder auf und erzeugt den durch {c, e} bedingten
FP-Baum. Das Verfahren wird fortgesetzt, bis sämtliche Häufigkeiten bestimmt
sind.

Die Berücksichtigung eines Schwellenwertes minsupp für die minimale Häufigkeit
beschleunigt das beschriebene Verfahren. Ereignisse, welche die vorgegebene Min-
desthäufigkeit nicht erreichen, werden vor Erzeugung der bedingten FP-Bäume
ausgefiltert. Dabei wird ihre Häufigkeit nicht mehr auf der Gesamtmenge der
Transaktionen bestimmt, sondern auf der Menge der in den bedingten FP-Baum
einzutragenden Ereigniskombinationen. Die Häufigkeit der Ereignisse c und d be-
trägt 3, während a und b eine Häufigkeit von 4 aufweisen, jeweils für die in den
durch {e} bedingten FP-Baum einzutragenden Ereigniskombinationen. Wird im
Beispiel als absoluter minimaler Schwellenwert für die Häufigkeit 4 vorgegeben,
dann werden in dem durch {e} bedingten FP-Baum aus Abbildung 3.9 bereits die
Ereignisse c und d nicht mehr eingetragen, und für die durch {c, e} und {d, e}
bedingten FP-Bäume erfolgt keine Rekursion mehr.

Wird eine Transaktionsdatenbank als FP-Baum aufbereitet und werden dann mit
dem oben beschriebenen Verfahren Häufigkeiten bestimmt, so ist eine Vorhersa-
ge der auf den Baum erfolgenden Zugriffe nicht trivial und der Zugriff über ein
Hauptspeicherfenster ist nicht möglich. Damit ist die Verwendung von FP-Bäum-
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en auf solche Transaktionsdatenbanken beschränkt, die aufbereitet vollständig im
Hauptspeicher gehalten werden können.12

Kandidatenmengen

Als Datenstruktur zur Speicherung von Kandidatenmengen wird in [Agrawal und
Srikant, 1994a] ein sogenannter Hashbaum (hashtree) vorgeschlagen. Ein Hash-
baum speichert Kandidaten gleicher Mächtigkeit, mit dem Ziel, das direkte Zählen
von Vorkommen (vgl. dazu Abschnitt 3.1.3) effizient zu unterstützen. Dazu wird
jeder Kandidat, der als Ereigniskombination wie beschrieben aufsteigend sortiert
in Form eines Arrays von Integerwerten gespeichert wird, zusammen mit einem
Zähler für die Häufigkeit im Hashbaum abgelegt. Der Aufbau des Hashbaums
ermöglicht es, effizient sämtliche Teilmengen einer Transaktion T in der Menge
von Kandidaten zu finden und die zugehörigen Zähler zu erhöhen.

Das direkte Zählen von Vorkommen ist gewöhnlich so implementiert, daß sämtliche
Transaktionen aus der Datenbank D nacheinander bearbeitet und die Zähler der
Kandidaten aus der Kandidatenmenge erhöht werden, die in der jeweils bearbeite-
ten Transaktion enthalten sind. Die dominierende Operation auf einem Hashbaum
nimmt als Argument folglich eine Transaktion T , und für jede Teilmenge von T ,
die im Hashbaum als Kandidat enthalten ist, wird der entsprechende Zähler im
Baum um 1 erhöht.

Die Kandidaten sind gemeinsam mit ihren Zählern in Listen abgelegt, welche in den
Blättern des Hashbaums gespeichert werden. Die inneren Knoten des Hashbaums
enthalten Hashtabellen, wobei jeder Eintrag einer Hashtabelle entweder als Kante
auf einen tieferliegenden Knoten zeigt oder undefiniert ist.

Ein leerer Hashbaum besteht nur aus der Wurzel, die eine leere Liste von Kandida-
ten enthält. Wird ein Kandidat K zu einem Hashbaum hinzugefügt, dann beginnt
in der Wurzel des Baums die Suche nach einem geeigneten Blatt, um den Kandidat
zu speichern. In jedem inneren Knoten der Tiefe d wird jeweils auf das d-te Ereignis
des Kandidaten K, das heißt K.itemd (vgl. dazu Abschnitt 3.1.2) die Hashfunktion
angewendet und so der nächste Knoten mit der Tiefe d + 1 bestimmt. Es wird im
Baum abgestiegen, bis entweder ein Blatt erreicht oder ein Hasheintrag undefiniert
ist. Ist ein Blatt erreicht, dann wird der Kandidat K zu der Liste von Kandidaten
dieses Blatts hinzugefügt. Übersteigt die Anzahl der in einem Blatt gespeicherten
Ereigniskombinationen einen vorgegebenen Schwellenwert, dann wird dieses Blatt
in einen inneren Knoten umgewandelt und die gespeicherten Ereigniskombinatio-
nen werden auf die neu entstehenden Blätter verteilt. Die neuen Blätter werden

12Speziell für die Auslagerung auf Sekundärspeicher entwickelte Varianten des FP-Baums wer-
den in [Han et al., 2000] eingeführt. Diese sind jedoch weit weniger effizient als ursprüngliche
FP-Baum aus [Han et al., 2000], welcher der vorliegenden Arbeit zugrunde liegt.
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entsprechend mit dem umgewandelten Knoten über dessen Hashtabelle verknüpft.
Wird hingegen kein Blatt erreicht, sondern ist auf dem Weg von der Wurzel zu den
Blättern ein Hasheintrag undefiniert, dann wird an dieser Stelle ein leeres Blatt
eingefügt und der Kandidat K in diesem gespeichert.

In Abbildung 3.12 ist ein Beispiel für einen Hashbaum dargestellt, der Kandidaten
der Mächtigkeit 3 speichert. Die Ereignisse aus der zugrundeliegenden Ereignis-

2 3 5 64 71

2 3 5 64 71

2 3 5 64 71

2 3 5 64 71

{2, 3, 4}

{2, 3, 5}

{2, 3, 6}

{1, 2, 3} {1, 2, 5}

{1, 2, 4} {1, 2, 6}

{4, 5, 6 }

{2, 5, 7}

A:

B:

D:

C:

Abbildung 3.12: Beispiel für einen Ereigniskombinationen der Mächtigkeit 3 speichernden
Hashbaum

menge sind auf die natürlichen Zahlen 1, . . . , 7 abgebildet, und die Hashtabellen
in den inneren Knoten bestehen jeweils aus 7 Einträgen. Der n-te Eintrag in jeder
der Hashtabellen verweist für das als n kodierte Ereignis auf den nächsten Knoten.
Soll zu dem Hashbaum aus Abbildung 3.12 beispielsweise die Ereigniskombination
{2, 3, 7} hinzugefügt werden, dann werden beginnend in der Wurzel nacheinander
für die Ereignisse {2, 3, 7}.item1 = 2 und {2, 3, 7}.item2 = 3 die Hashwerte berech-
net und es wird entsprechend im Baum abgestiegen. Dadurch wird das gestrichelt
markierte Blatt über die Knoten A und C erreicht. Dann wird der Kandidat zu dem
gefundenen Blatt hinzugefügt, oder wenn, wie hier angenommen, der Schwellen-
wert für die maximale Anzahl von Ereigniskombinationen pro Blatt überschritten
ist, das Blatt in einen inneren Knoten umgewandelt. In letzterem Fall werden die
in dem umgewandelten Blatt gespeicherten Ereigniskombinationen zusammen mit
dem hinzukommenden Kandidaten auf die neu entstehenden Blätter verteilt (siehe
Abbildung 3.13).
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Abbildung 3.13: Umwandlung eines Blatts in einen inneren Knoten und Verteilung der gespei-
cherten Ereigniskombinationen sowie des neu hinzukommenden Kandidaten

Zweck eines solchen Hashbaums ist es, wie bereits erwähnt, effizient sämtliche
Teilmengen einer Transaktion T in der Menge von Kandidaten zu finden und
die zugehörigen Zähler zu erhöhen. Diese Operation wird als Tiefensuche auf dem
Hashbaum mittels der Funktion increment counts() realisiert (vgl. Abbildung 3.14).

Bei der Suche der Teilmengen von T im Baum wird wie folgt vorgegangen: Die
Funktion increment counts(T, n, p) wird zuerst für den Wurzelknoten n = A und
die undefinierte Position p = 0 aufgerufen.13 In Zeile 3 wird überprüft, ob der
aktuelle Knoten n ein Blatt ist. Trifft das zu, werden in den Zeilen 4 bis 12 die
Supportwerte aller in diesem Blatt enthaltenen Ereigniskombinationen, die Teil-
menge der Transaktion T sind, um 1 erhöht.

Andernfalls wird rekursiv im Hashbaum abgestiegen. Die Schleife in den Zeilen
15 bis 22 durchläuft dazu nacheinander die auf die Position p in der Transaktion
T folgenden Ereignisse. Gilt für eines dieser Ereignisse hashtable[T.itemq] 6= false,
das heißt führt das Ereignis an Position q in T zu einem weiteren Knoten m =
hashtable[T.itemq], dann erfolgt ein rekursiver Aufruf von increment counts() für
diesen Knoten m und die neue Position q. Kehrt die Rekursion von diesem Aufruf
zurück, wird mit den auf T.itemq in T folgenden Ereignissen auf die gleiche Weise
fortgefahren bis als letztes das Ereignis T.item|T | erreicht ist und der aktuelle Aufruf
abbricht.

Dazu folgendes Beispiel: Sei T = {1, 2, 4, 7} eine Transaktion, zu deren Teilmengen
in der Kandidatenmenge, welche im Hashbaum aus Abbildung 3.12 abgelegt ist,
die Zähler gesucht und erhöht werden sollen. Die Rekursion beginnt in der Wurzel
A des Hashbaums. Der Knoten A ist ein innerer Knoten, und es wird in Zeile 15
begonnen, über die auf Position p = 0 folgenden Ereignisse im Baum abzusteigen.
Für Position q = 1 führt hashtable[T.item1 = 1] zu Knoten B. In den Zeilen 18
und 20 wird die Funktion increment counts() für Knoten B und die Position q = 1

13Die Abbildung T.item : {1, . . . , |T |} → E ist erst ab Position p = 1 definiert.
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(1) increment counts(Transaktion T, Knoten n, Position p)
(2) {
(3) if (is leaf(n))
(4) {
(5) forall (X ∈ n)
(6) {
(7) if (X ⊆ T )
(8) {
(9) ++(X.count);
(10) }
(11) }
(12) }
(13) else
(14) {
(15) for (q = p + 1; q ≤ |T |; + + q)
(16) {
(17) m = n.hashtable[T.itemq];
(18) if(m)
(19) {
(20) increment counts(T, m, q);
(21) }
(22) }
(23) }
(24) }

Abbildung 3.14: Pseudocode für die Funktion increment counts()
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rekursiv aufgerufen. Da B ebenfalls ein innerer Knoten ist, wird in den Zeilen 15
bis 23 weiter im Baum abgestiegen. Das nächste betrachtete Ereignis aus T ist
das Ereignis T.item2 = 2. Der entsprechende Eintrag in der Hashtabelle führt von
Knoten B zu Knoten D. Knoten D ist erneut ein innerer Knoten, und der rekursive
Abstieg im Baum wird mit dem Ereignis T.item3 = 4 fortgesetzt. Das Hashing in
Knoten D über Ereignis 4 führt zum Aufruf von increment counts() für ein Blatt.
In den Zeilen 5 bis 11 werden dann die in diesem Blatt abgelegten Ereigniskombi-
nationen in T gesucht. Die Liste des Blatts enthält nur eine Ereigniskombination,
{1, 2, 4}, die in T gesucht und gefunden wird. Der mit dem Kandidat {1, 2, 4}
zusammen im Hashbaum gespeicherte Zähler wird daher um 1 erhöht.

Der erste Zweig der Rekursion bricht ab, und eine Rekursionstiefe höher wird in
Knoten D wieder aufgesetzt. Auf das Ereignis 4 an Position q = 3, das letzte für
Knoten D betrachtete Ereignis, folgt an Position q = 4 das Ereignis T.item4 = 7.
Für Ereignis 7 ist der Eintrag in der Hashtabelle leer, und es kann nicht weiter im
Baum abgestiegen werden. Da außerdem auf Position q = 4 in T keine weiteren
Ereignisse mehr folgen, bricht die Rekursion in Knoten D ab und kehrt zu Knoten
B zurück. Dort wurde als letztes das Ereignis T.item2 = 2 aus T bearbeitet. Auf
Position q = 2 folgen die Ereignisse T.item3 = 4 und T.item4 = 7, die beide in B
auf leere Einträge in der Hashtabelle verweisen. Die Rekursion bricht ab, und es
wird in den Wurzelknoten A zurückgekehrt. Das letzte in A bearbeitete Ereignis
war T.item1 = 1. Entsprechend wird über das Ereignis T.item2 = 2 an Position
q = 2 abgestiegen und der Knoten C erreicht. Die auf Position q = 2 folgenden
Ereignisse 4 und 7 führen von Knoten C aus nicht weiter, so daß die Rekursion
abbricht. Über das Hashing von 4 in Wurzelknoten A kann zwar ein weiteres Blatt
erreicht werden, aber die einzige dort gespeicherte Ereigniskombination {4, 5, 6}
kommt in T nicht als Teilmenge vor. Damit sind mit {1, 2, 4} alle Teilmengen von
T , welche die im Baum gespeicherte Kandidatenmenge enthält, gefunden und die
entsprechenden Zähler erhöht worden.

Dem Hashbaum liegt die Idee zugrunde, nicht sämtliche Kandidaten in jeder der
Transaktionen zu suchen, sondern diese Suche jeweils nur für eine Obermenge der
tatsächlich in der gerade zu bearbeitenden Transaktionen durchzuführen. Für jede
Ereigniskombination K mit K ⊆ T gilt K.item1 ∈ T . Dadurch, daß in der Wurzel
nacheinander über jedes Ereignis aus T abgestiegen wird, ist folglich sichergestellt,
daß genau die Kandidaten K mit K.item1 /∈ T , die mit einem Ereignis

”
beginnen“,

das nicht in T enthalten ist, ignoriert werden. Auf die gleiche Weise läßt sich für die
tieferliegenden Knoten argumentieren, so daß bei Ankunft in einem Blatt die dort
vorgefundenen Kandidaten ein gemeinsames, in K und in T enthaltenes Präfix P
aufweisen.

Da ein gemeinsames Präfix nicht hinreichend dafür ist, daß die im Blatt vorge-
fundenen Kandidaten in der aktuellen Transaktion enthalten sind, müssen diese



56 3. ANALYSE DER ETABLIERTEN VERFAHREN

einzeln überprüft werden. Dazu wird die gerade bearbeitete Transaktion T in einen
Bitvektor umgeformt, und sämtliche Vergleiche auf K ⊆ T erfolgen effizient an-
hand dieses temporären Bitvektors.

Zur Implementierung der Hashbäume ist anzumerken, daß die ersten Einträge jeder
Hashtabelle in Abhängigkeit von deren Position im Hashbaum ungenutzt bleiben.
Folglich kann durch Anpassung der Hashtabellen in jedem Knoten der Speicherbe-
darf für den Hashbaum insgesamt signifikant reduziert werden. Außerdem müssen
in den Hashtabellen lediglich Einträge für häufige Ereignisse vorgesehen werden
(vgl. auch [Agrawal und Srikant, 1994a]).

Eine Variante des Hashbaums ist der sogenannte Präfixbaum (prefix tree) (vgl.
u. a. [Mueller, 1995], [Brin et al., 1997b]). Im Gegensatz zu einem Hashbaum spei-
chert ein Präfixbaum die Ereigniskombinationen nicht als Listen in den Blättern,
sondern implizit verteilt auf den Knoten. Dazu werden die Kanten des Baums mit
den Ereignissen aus E benannt. Jedem Kandidaten K ist genau ein Knoten im
Präfixbaum zugeordnet, wobei sich der jeweilige Kandidat aus den Ereignissen auf
dem Pfad von der Wurzel bis zu diesem Knoten ergibt. Der Knoten für Kandidat
K wird ausgehend von der Wurzel durch sukzessives Absteigen über die Ereignisse
K.item1 bis K.item|K| erreicht. Damit enthält ein Präfixbaum nicht wie ein Hash-
baum nur Ereigniskombinationen einer Mächtigkeit, sondern Ereigniskombinatio-
nen verschiedener Mächtigkeiten. Jeder Knoten speichert für den entsprechenden
Kandidaten dessen Zähler und eventuelle weitere Informationen. Im Gegensatz zu
einem Hashbaum bedingt der Aufbau eines Präfixbaums, daß, wenn ein Kandidat
K gespeichert ist, auch jedes Präfix Pn(K) des Kandidaten K im Baum gespeichert
sein muß.

3.2 Etablierte Verfahren

Im folgenden werden anhand der im vorangehenden Abschnitt eingeführten und
formalisierten Grundlagen die heute im Rahmen des Support-Konfidenz-Ansatzes
etablierten Verfahren zur Generierung von Assoziationsregeln beziehungsweise häu-
figer Ereigniskombinationen vorgestellt.14 Dabei wird gezeigt, wie sich die einzelnen

14Neben dem klassischen Assoziationsproblem im Sinne des Support-Konfidenz-Ansatzes, das
dieser Arbeit zugrunde liegt, werden in der Forschung verschiedene Varianten der Assoziati-
onsregelgenerierung diskutiert. So wurden beispielsweise Algorithmen entwickelt, die lediglich
Teilmengen der häufigen Ereigniskombinationen beziehungsweise der Assoziationsregeln erzeu-
gen. Einige dieser Ansätze basieren auf abstrakten Konzepten, welche die direkte Erzeugung von
Assoziationsregeln nicht vorsehen (vgl. u. a. [Mannila und Toivonen, 1996], [Zaki et al., 1997c],
[Zaki et al., 1997a], [Bayardo, 1998], [Lin, 1998], [Lin und Kedem, 1998], [Pasquier et al., 1999],
[Pasquier, 2000], [Pei et al., 2000], [Bykowski und Rigotti, 2001]). Des weiteren können auf diese
Weise Einschränkungen, welche durch den Analysten vorgegeben werden, mit in die Regelge-
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Algorithmen aus den identifizierten Bausteinen zusammensetzen. Im Vordergrund
stehen nicht die Implementierungsdetails, sondern es werden die Gemeinsamkeiten
und Unterschiede der Verfahren dargestellt. Abschließend wird aus den Ergebnis-
sen dieses Abschnitts eine Systematisierung der etablierten Assoziationsregelver-
fahren abgeleitet.

Eine vollständige Erfassung und Aufbereitung aller veröffentlichten Verfahren wird
aufgrund der Dynamik und der umfangreichen Forschungstätigkeiten auf dem Ge-
biet der Assoziationsregelgenerierung im Rahmen dieser Arbeit nicht angestrebt.
Trotzdem ist die folgende Evaluierung und Systematisierung als erschöpfend anzu-
sehen, da die aufgrund der Rezeption in der Literatur heute als vielversprechend
und bedeutsam einzuschätzenden Verfahren berücksichtigt werden.

3.2.1 Generierung einfacher Assoziationsregeln

AIS [Agrawal et al., 1993], [Agrawal und Srikant, 1994a]

AIS, nach den Autoren Agrawal, Imielinski und Srikant benannt, ist der erste
veröffentlichte Algorithmus zur Assoziationsregelgenerierung und wurde in [Agra-
wal et al., 1993] zusammen mit den Assoziationsregeln eingeführt.

AIS realisiert die Generierung der häufigen Ereigniskombinationen als Breiten-
suche mit direktem Zählen von Vorkommen. Die Kandidatenmengen Kk werden
während des Auszählens dynamisch anhand der Transaktionen erzeugt und ent-
halten jeweils sämtliche Kandidaten der Mächtigkeit k. Für jede Transaktion T
werden nacheinander die Teilmengen von T zur Kandidatenmenge Kk hinzuge-
nommen, die sich als Vereinigung einer häufigen (k − 1)-Ereigniskombination mit

nerierung einfließen (vgl. z. B. [Bayardo, 1997], [Srikant et al., 1997], [Ng et al., 1998], [Ng et al.,
1999], [Lakshmanan et al., 1998], [Bayardo et al., 1999], [Webb, 2000], [Li et al., 2001]). Diese
Erweiterung wird in Abschnitt 5.2 aufgegriffen. Einige Verfahren erlauben die Vorgabe meh-
rerer minimaler Häufigkeiten (vgl. u. a. [Liu et al., 1999], [Fujiwara et al., 2000], [Wang et al.,
2000]) oder ermöglichen dem Analysten, während der Regelgenerierung aufgrund von Zwischen-
ergebnissen in die laufende Regelgenerierung einzugreifen (vgl. u. a. [Aggarwal und Yu, 1997],
[Aggarwal und Yu, 1998], [Hidber, 1998], [Hidber, 1999]). Verschiedentlich werden auch Stich-
proben herangezogen, um eine Näherung der häufigen Ereigniskombinationen zu erhalten (vgl.
etwa [Kivinen und Mannila, 1993], [Kivinen und Mannila, 1994], [Toivonen, 1996b], [Domingo
et al., 1998], [Lee et al., 1998]). Weiterhin werden Algorithmen mit dem Ziel entwickelt, in der Da-
tenbanksprache SQL formuliert und direkt auf einem relationalen Datenbanksystem ausgeführt
zu werden (vgl. z. B. [Houtsma und Swami, 1993], [Houtsma und Swami, 1995], [Holsheimer et al.,
1995], [Sarawagi et al., 1998a]). Diese Ansätze erreichen allerdings bei weitem nicht die Laufzei-
ten der Implementierungen in den üblichen prozeduralen Sprachen. An dieser Stelle sei außerdem
auf die vielfältigen Ansätze zur Parallelisierung der Assoziationsregelgenerierung verwiesen (vgl.
u. a. [Park et al., 1995a], [Park et al., 1995b], [Zaki et al., 1997b], [Han et al., 1997b], [Shintani
und Kitsuregawa, 1998], [Parthasarathy et al., 1998], [Sousa et al., 1998], [Skillicorn, 1998], [Zaki,
1999]).
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einem häufigen Ereignis darstellen lassen.15 AIS basiert somit auf einer datenori-
entierten Suchstrategie.

Durch dieses Vorgehen wird der Suchraum von zwei Seiten beschränkt. Zum einen
werden lediglich für die Ereigniskombinationen Zähler angelegt, die auch tatsäch-
lich in mindestens einer der Transaktionen vorkommen. Zum anderen findet die
Abgeschlossenheitseigenschaft des Supports (vgl. Abschnitt 3.1.1) ansatzweise Ver-
wendung, indem jeder Kandidat als Vereinigung einer häufigen Ereigniskombina-
tion und eines häufigen Ereignisses darstellbar ist.

In [Agrawal et al., 1993] werden keine speziellen Datenstrukturen zur Speicherung
der häufigen Ereigniskombinationen und Kandidatenmengen angegeben. Unter an-
derem für das direkte Auszählen der Kandidaten wird jedoch nach [Agrawal und
Srikant, 1994a] ein Hashbaum (vgl. Abschnitt 3.1.4) herangezogen.

OCD [Mannila et al., 1994a], [Mannila et al., 1994b]

Die Bezeichnung für den Algorithmus OCD leitet sich von
”
offline candidate

determination“ ab. Im Gegensatz zu dem Vorgehen, das AIS zugrunde liegt, wer-
den die Kandidaten nicht während des Auszählens anhand der Transaktionen

”
onli-

ne“ generiert, sondern
”
offline“ allein aufgrund der bereits in früheren Durchläufen

als häufig erkannten Ereigniskombinationen. Grundlage ist erstmals die vollständi-
ge Anwendung der Abgeschlossenheitseigenschaft des Supports (vgl. dazu Ab-
schnitt 3.1.1). Aus der Menge der häufigen (k − 1)-Ereigniskombinationen wird
die Menge der k-Kandidaten als Menge der k-Ereigniskombinationen, deren sämt-
liche Teilmengen der Mächtigkeit (k − 1) häufig sind, abgeleitet.

Das Vorgehen von OCD läßt sich als Breitensuche mit direktem Zählen von Vor-
kommen zusammenfassen. Allerdings werden noch keine speziellen Datenstruktu-
ren (vgl. Abschnitt 3.1.4) eingesetzt.

Apriori [Agrawal und Srikant, 1994a], [Agrawal und Srikant, 1994b],
[Agrawal et al., 1996]

Der Algorithmus Apriori basiert wie OCD auf einer Breitensuche in Kombination
mit dem direkten Zählen von Vorkommen und einer separaten Kandidatengene-
rierung auf Grundlage der Abgeschlossenheitseigenschaft des Supports. Wie bei
OCD wird aus der Menge der häufigen (k − 1)-Ereigniskombinationen die Menge
der k-Kandidaten als Menge der k-Ereigniskombinationen, deren sämtliche (k−1)-
Teilmengen häufig sind, abgeleitet. Hinzu kommt die Verwendung eines Hashbaums
(vgl. Abschnitt 3.1.4) um die Häufigkeiten der Kandidaten effizient zu bestimmen.

15Die häufigen (k − 1)-Ereigniskombinationen sind zu diesem Zeitpunkt aus der vorherigen
Iteration bereits bekannt.



3.2. ETABLIERTE VERFAHREN 59

AprioriTID [Agrawal und Srikant, 1994a], [Agrawal und Srikant, 1994b],
[Agrawal et al., 1996]

Der Algorithmus AprioriTID ist eine Variante von Apriori, die auf höherwer-
tigen Transaktionen basiert, welche aus der ursprünglichen Transaktionsdaten-
bank abgeleitet werden. Jede der aufbereiteten Transaktionen T ′

k enthält nach
dem Auszählen der Kandidaten auf der k-ten Ebene des Suchraums (vgl. Ab-
schnitt 3.1.2) genau die k-Kandidaten, die Teilmenge der korrespondierenden Trans-
aktion T aus der ursprünglichen Transaktionsdatenbank sind. Diese k-Kandidaten
sind ausreichend, um die Häufigkeiten der (k + 1)-Kandidaten zu bestimmen und
außerdem jede Transaktion T ′

k zu T ′
k+1 fortzuschreiben, ohne daß auf die ursprüng-

liche Datenbank zurückgegriffen werden muß.

Das Zählen der Kandidaten wie auch das Fortschreiben der aufbereiteten Trans-
aktionen wird über spezielle sequentielle Datenstrukturen implementiert.

DHP [Park et al., 1995a], [Park et al., 1997]

DHP ist eine weitere Variante von Apriori. Der Algorithmus DHP,
”
dynamic

hashing and pruning“, optimiert das Zählen der 2-Kandidaten, indem während der
Supportbestimmung der Einzelereignisse bereits aggregierte Informationen über
die Häufigkeiten der 2-Ereigniskombinationen gesammelt werden. Über eine Hash-
funktion werden n Zähler den m möglichen 2-Ereigniskombinationen zugewie-
sen, wobei n ¿ m gilt. Aufgrund dieser ersten Abschätzung, die einen Teil der
nichthäufigen 2-Ereigniskombinationen erkennt, kann die 2-Kandidatenmenge vor
dem eigentlichen Auszählen zusätzlich beschnitten werden.

Als weitere Optimierung werden anhand der aggregierten Häufigkeiten der 2-Ereig-
niskombinationen vor dem Auszählen der 2-Kandidaten solche Ereignisse aus den
Transaktionen der zugrundeliegenden Datenbank entfernt, für die bereits erkannt
wurde, daß sie nichthäufig und nicht Element einer häufigen 2-Ereigniskombination
sind. Diese aufbereitete Datenbank ist Grundlage aller nachfolgenden Datenbank-
durchläufe, für die der unveränderte Apriori-Algorithmus eingesetzt wird.

Partition [Savasere et al., 1995a], [Savasere et al., 1995b]

Partition basiert auf der indirekten Häufigkeitsbestimmung durch Schneiden von
Transaktionsmengen.16 Die Transaktionsmengen werden für Partition als aufstei-
gend sortierte Listen von Integerwerten implementiert (vgl. Abschnitt 3.1.4), und
der Suchraum wird mittels Breitensuche durchlaufen.

16Das Schneiden von Transaktionsmengen wird auch in [Holsheimer et al., 1995] beschrieben.
Holsheimer et al. gehen jedoch nicht auf die in [Savasere et al., 1995a,b] angesprochene Haupt-
speicherproblematik ein.
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Für die Breitensuche mit indirekter Häufigkeitsbestimmung werden aus Effizienz-
gründen jeweils die Transaktionsmengen zu sämtlichen Ereigniskombinationen ei-
ner Ebene k im Suchraum gleichzeitig im Hauptspeicher benötigt. Um auch für
große Datenbanken alle diese Transaktionsmengen im Hauptspeicher halten zu
können, wird die Datenbank in n Teilmengen p1, . . . , pn zerlegt, die nacheinan-
der separat bearbeitet werden. Die Zerlegung wird so gewählt, daß die jeweils
benötigten Transaktionsmengen für jede Teilmenge pi, i = 1, . . . , n, vollständig im
Hauptspeicher gehalten werden können.

Die für mindestens eine Teilmenge pi häufigen Ereigniskombinationen sind ei-
ne Obermenge der auf der gesamten Datenbank häufigen Ereigniskombinationen.
Daher ist es notwendig, in einem zweiten Durchlauf für jede dieser Ereigniskom-
binationen deren genauen Support zu bestimmen. Die abschließende Supportbe-
stimmung wird indirekt über Schnittmengenbildung separat für jede Teilmenge
pi, i = 1, . . . , n, durchgeführt und die Ergebnisse zu den globalen Supportwerten
summiert.

Optimierungen dieses Ansatzes sind SPINC aus [Mueller, 1995] und AS-CPA aus
[Lin und Dunham, 1998]. Beiden Algorithmen liegt die Idee zugrunde, schon im
ersten Durchlauf für jede Teilmenge pi, i = 1, . . . , n, die in den bereits betrachteten
Teilmengen pj, j = 1, . . . , i − 1, als lokal häufig erkannten Ereigniskombinationen
auszuzählen. Dadurch muß in der Regel nur ein Teil der n − 1 Teilmengen ein
zweites Mal betrachtet werden. AS-CPA als Erweiterung von SPINC versucht, mit
verschiedenen Heuristiken die Anzahl der im zweiten Durchlauf zu betrachtenden
Partitionen weiter zu reduzieren.

PreSample [Toivonen, 1996a], [Toivonen, 1996b]

In [Toivonen, 1996a], [Toivonen, 1996b] wird ein Algorithmus eingeführt, im folgen-
den als PreSample bezeichnet, der durch das vorangestellte Ziehen einer Stichprobe
die Kandidatengenerierung optimiert. Das Ergebnis des Algorithmus PreSample
ist die vollständige Menge häufiger Ereigniskombinationen zusammen mit den ex-
akten Supportwerten.

Für die Häufigkeitsbestimmung in der Stichprobe wird der Apriori-Algorithmus
verwendet, wobei ein Schwellenwert minsupp′ < minsupp vorgegeben wird. Die
zugrundeliegende Annahme ist, daß die Menge der auf der Stichprobe häufigen
Ereigniskombinationen weitgehend der Menge der auf der Datenbank häufigen
Ereigniskombinationen entspricht. Durch den gegenüber minsupp herabgesetzten
Schwellenwert minsupp′ werden auch die auf der Stichprobe im Sinne von minsupp
nahezu häufigen Ereigniskombinationen gefunden und ebenfalls auf der gesamten
Datenbank ausgezählt.

Um sicherzustellen, daß die Stichprobe hinreichend repräsentativ gewählt, daß
heißt die Menge der häufigen Ereigniskombinationen vollständig bestimmt wurde,
wird nachträglich der negative Rand (vgl. Abschnitt 3.1.2) der Menge der erkann-
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ten häufigen Ereigniskombinationen überprüft. Sind die Supportwerte sämtlicher
Ereigniskombinationen aus dem negativen Rand bekannt, dann wurde die Menge
der häufigen Ereigniskombinationen vollständig erzeugt. Andernfalls sind weitere
Durchläufe über die Datenbank notwendig, bis die Supportwerte sämtlicher häufi-
ger Ereigniskombinationen bestimmt sind.

Der Algorithmus PreSample ist kein eigenständiges Verfahren, sondern kann er-
gänzend mit vielen der in dieser Arbeit vorgestellten Algorithmen kombiniert wer-
den.

DIC [Brin et al., 1997b]

Der Algorithmus DIC,
”
direct itemset counting“, aus [Brin et al., 1997b] basiert

wie Apriori auf der Kombination von Breitensuche mit direktem Zählen von Vor-
kommen. Anders als bei Apriori erfolgt bei DIC nicht ein kompletter Durchlauf
über die Datenbank, bevor neue Kandidaten generiert werden, sondern bereits
während des Auszählens von Kandidaten werden weitere Ereigniskombinationen
zu der Kandidatenmenge hinzugefügt. Durch diese Verzahnung wird die Anzahl
der für die Bestimmung der häufigen Ereigniskombinationen notwendigen Daten-
bankdurchläufe reduziert.

DIC unterbricht alle m Transaktionen den aktuellen Datenbankdurchlauf und be-
stimmt die Kandidaten, die mittlerweile den Schwellenwert für den Support er-
reicht haben. Der Support eines solchen Kandidaten ist zwar unter Umständen
noch nicht vollständig bekannt, aber allein, daß ein Kandidat häufig ist, genügt,
um bereits weitere Kandidaten auf Grundlage dieses Kandidaten und der Abge-
schlossenheitseigenschaft des Supports zu generieren.

DIC zählt daher gleichzeitig Kandidaten unterschiedlicher Mächtigkeiten. Diese
werden zusammen mit Zusatzinformationen, die jeweils über den aktuellen Sta-
tus eines Kandidaten Auskunft geben, beispielsweise ob dieser bereits vollständig
ausgezählt wurde, in einem Präfixbaum abgelegt17 (vgl. Abschnitt 3.1.4).

Eclat: [Zaki et al., 1997a], [Zaki et al., 1997c]

Mit dem Algorithmus Eclat wurde die Generierung aller häufigen Ereigniskombina-
tionen erstmals mittels einer Tiefensuche realisiert. Die Bestimmung der Support-
werte erfolgt indirekt durch Schneiden von Transaktionsmengen, wobei sogenannte
Schnellschnitte (vgl. Abschnitt 3.1.4) verwendet werden.

Während des Absteigens im Suchraum ist es bei der Tiefensuche lediglich notwen-
dig, die Transaktionsmengen der Ereigniskombinationen aus den Äquivalenzklas-

17In einem Hashbaum können nur Kandidaten einer gemeinsamen Mächtigkeit zugleich gespei-
chert werden.



62 3. ANALYSE DER ETABLIERTEN VERFAHREN

sen auf dem Weg von der Wurzel bis zu der aktuell bearbeiteten Äquivalenzklasse
gleichzeitig im Hauptspeicher zu halten. Daher können auch für sehr große Da-
tenbanken sämtliche zugleich für die Schnitte benötigten Transaktionsmengen im
Hauptspeicher abgelegt werden, ohne beispielsweise die Transaktionsdatenbank
aufteilen zu müssen, wie es für den Algorithmus Partition notwendig ist. In [Za-
ki et al., 1997a], [Zaki et al., 1997c] werden außerdem verschiedene Varianten von
Eclat vorgestellt.

Zu Eclat bleibt anzumerken, daß dieser Algorithmus in [Zaki et al., 1997a], [Zaki
et al., 1997c] auf die Generierung häufiger k-Ereigniskombinationen mit k ≥ 3
beschränkt ist. Die häufigen 1- und 2-Ereigniskombinationen werden als gegeben
vorausgesetzt.

FP-Growth [Han et al., 2000], [Han und Pei, 2000]

Mit FP-Growth wird in [Han et al., 2000], [Han und Pei, 2000] der mit AIS ein-
geführte Ansatz, den Suchraum datenorientiert zu durchlaufen, aufgegriffen. An-
ders als AIS basiert FP-Growth auf einer Tiefensuche sowie einer als FP-Baum
aufbereiteten Datenbasis.

Grundlage der Tiefensuche bildet die Menge aller häufigen Ereignisse als häufi-
ge 1-Ereigniskombinationen. In im Sinne der Relation < absteigender Reihenfolge
wird ausgehend von jedem dieser Ereignisse rekursiv im Suchraum abgestiegen,
indem zu der jeweils bearbeiteten Ereigniskombination ein einzelnes Ereignis hin-
zugenommen wird, welches zusammen mit dieser in mindestens einer Transaktion
enthalten ist. Um Ereigniskombinationen nicht mehrfach zu zählen, werden diese
nur um solche Ereignisse erweitert, die im Sinne der Relation < kleiner sind als
sämtliche in der Ereigniskombination bereits enthaltenen Ereignisse. Der Such-
raum aus Abbildung 3.1 wird folglich strikt von rechts nach links und von oben
nach unten durchlaufen, ohne die Äquivalenzklassenstruktur zu berücksichtigen.
Dabei wird nur zu tatsächlich in den Transaktionen vorkommenden Ereigniskom-
binationen abgestiegen.

Für die Häufigkeitsbestimmung zählt FP-Growth das direkte Vorkommen von Er-
eigniskombinationen. Dazu greift der Algorithmus nicht jeweils auf die gesamte
Datenbank zurück, sondern schränkt mit jedem rekursiven Aufruf schrittweise die
Datenbasis ein. Wird beispielsweise die Häufigkeit der Ereigniskombination {y, z}
bestimmt, dann werden nur die Transaktionen betrachtet, die Ereignis z enthal-
ten. Wird weiter rekursiv zu Ereigniskombination {x, y, z} abgestiegen, so werden
lediglich die Transaktionen, die {y, z} enthalten, betrachtet etc. Dieses Vorgehen
wird von den in Abschnitt 3.1.4 vorgestellten FP-Bäumen effizient implementiert.18

18In [Wang et al., 2002] wird eine Variante von FP-Growth vorgestellt, die den Hauptspeicher
effizienter nutzt, indem die bedingten FP-Bäume nicht mehr explizit erzeugt werden.



3.2. ETABLIERTE VERFAHREN 63

dEclat: [Zaki und Gouda, 2001]

Als Weiterentwicklung von Eclat wird in [Zaki und Gouda, 2001] der Algorithmus
dEclat,

”
diffset Eclat“, vorgestellt. dEclat erzeugt die häufigen Ereigniskombina-

tionen ebenfalls mittels Tiefensuche und basierend auf Transaktionsmengen. Im
Unterschied zu Eclat werden jedoch Differenzmengen (vgl. Abschnitt 3.1.4) für
die Supportbestimmung zumindest der Kandidaten höherer Mächtigkeiten ver-
wendet. Als sinnvoller Schwellenwert für den Wechsel von Transaktionsmengen zu
Differenzmengen werden in [Zaki und Gouda, 2001] die Mächtigkeiten 2 oder 3
angegeben, in Abhängigkeit von den zugrundeliegenden Daten.

3.2.2 Generierung taxonomer Assoziationsregeln

Für die Generierung taxonomer Assoziationsregeln (vgl. Abschnitt 2.2.3) finden
verschiedene Varianten des Apriori-Algorithmus Anwendung. Apriori wird dazu
so erweitert, daß dieser die Taxonomie als zusätzliches Mittel zur Beschneidung
des Suchraums nutzen kann. Da sämtliche Nachkommen eines nichthäufigen Ereig-
nisses ebenfalls nichthäufig sind, ermöglichen die als Baum oder DAG vorliegenden
Taxonomien dieses Vorgehen.

ML [Han und Fu, 1995], [Fu und Han, 1995]

ML (multiple level) bezeichnet eine Familie von Algorithmen, die verschiedene Va-
rianten eines direkt an den einzelnen Ebenen der Taxonomie ausgerichteten Vor-
gehens implementieren. Für jede Ebene wird ein separater Durchlauf mit den auf
die jeweilige Ebene transformierten Transaktionen durchgeführt. Um die Häufig-
keiten zu bestimmen, findet das Apriori-Verfahren Verwendung. Die Verfahren
der ML-Familie beginnen in der obersten Ebene der Taxonomie und steigen dann
ebenenweise ab, bis keine häufigen Ereigniskombinationen mehr gefunden werden.
Während des Abstiegs können die bereits aus den höheren Ebenen bekannten In-
formationen über Häufigkeiten genutzt werden, um den Suchraum zu beschneiden.

Basic [Srikant und Agrawal, 1995]

Der Algorithmus Basic realisiert die Generierung taxonomer Assoziationsregeln
auf Basis des ursprünglichen Apriori-Algorithmus, wobei jedoch keine Optimie-
rungen genutzt werden, welche auf die Taxonomie zurückgreifen. Um mit Apriori
taxonome Assoziationsregeln generieren zu können, werden die vorliegenden Trans-
aktionen jeweils mit den Ereignissen angereichert, die Vorfahr mindestens eines der
bereits in der Transaktion enthaltenen Ereignisse sind. Die auf diese Weise erzeug-
ten häufigen Ereigniskombinationen ermöglichen die Ableitung taxonomer Asso-
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ziationsregeln. Um das Kopieren der unter Umständen sehr großen zugrundeliegen-
den Datenmengen zu vermeiden, werden die Transaktionen in einem zusätzlichen
Schritt während der Generierung der häufigen Ereigniskombinationen dynamisch
aufbereitet. Dazu wird jede Transaktion vor dem Auszählen der Häufigkeiten, das
heißt direkt vor dem Absteigen im Hashbaum, um die entsprechenden Ereignis-
se erweitert. Unmittelbar nachdem eine angereicherte Transaktion bearbeitet ist,
wird der von dieser belegte Speicherbereich wieder freigegeben, so daß die Anrei-
cherung der Transaktionen in jedem Durchlauf über die Datenbank erneut erfolgt.
Der durch das wiederholte Aufbereiten der Transaktionen entstehende Mehrauf-
wand ist vergleichsweise gering.

Cumulate [Srikant und Agrawal, 1995]

Der Algorithmus Cumulate erweitert den Basic-Algorithmus, indem die Anreiche-
rung der Transaktionen optimiert und die Taxonomie teilweise für das Beschneiden
des Suchraums herangezogen wird. Im einzelnen handelt es sich um die folgenden
Optimierungen:

• Es werden nicht mehr sämtliche Vorfahren der Ereignisse zu den Transaktio-
nen hinzugenommen, sondern lediglich solche, die in mindestens einem der
gerade gültigen Kandidaten vorkommen. Es werden außerdem die Ereignisse
selbst, sofern sie ebenfalls in keinem der Kandidaten enthalten sind, aus den
Transaktionen entfernt.

• Zu jedem Ereignis können dessen Vorfahren im voraus ermittelt werden,
so daß der die Taxonomie repräsentierende Baum oder Graph während des
Auszählens nicht aufwendig durchlaufen werden muß. Werden die Vorfahren
vor jedem Datenbankdurchlauf neu ermittelt, dann können an dieser Stelle
effizient die ungültigen, das heißt die in keinem der Kandidaten vorkommen-
den Ereignisse ausgefiltert werden.

• Die Kandidaten müssen nicht ausgezählt werden, die ein Ereignis x sowie
einen Vorfahr x̂ dieses Ereignisses enthalten, da die Häufigkeit eines Kandi-
daten K∪{x, x̂} der des Kandidaten K∪{x} entspricht.19 Weiterhin genügt
es, vor dem Auszählen der Kandidaten der Mächtigkeit 2, die Kandidaten zu
streichen und als nichthäufig zu markieren, die aus einem Ereignis und einem

19Sei x̂ Vorfahr von x. Offensichtlich wird jede Transaktion, die den Zähler eines Kandidaten
K = {x, x̂, . . .} um 1 erhöht, auch den Zähler des Kandidaten K \ {x̂} um genau 1 erhöhen, und
umgekehrt. Selbst wenn zugelassen wird, daß eine Transaktion nur x̂ nicht aber x enthält, dann
erhöht diese Transaktion weder den Zähler für K noch für K \ {x̂}.
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Vorfahr dieses Ereignisses bestehen, um auch in den folgenden Durchläufen
keinen der im obigen Sinn redundanten Kandidaten auszuzählen.20

Stratify, Estimate, EstMerge [Srikant und Agrawal, 1995]

Der Algorithmus Stratify ist eine Erweiterung von Cumulate, welche das Beschnei-
den des Suchraums mit Hilfe einer vorhandenen Taxonomie weiterentwickelt. Stra-
tify liegt zugrunde, daß eine Ereigniskombination X nur häufig sein kann, wenn
sämtliche Ereigniskombinationen X̂, die dadurch entstehen, daß mindestens ei-
nes der Ereignisse aus X durch einen Vorfahren dieses Ereignisses ersetzt wird,
ebenfalls häufig sind. X̂ wird auch als Vorfahr von X bezeichnet.21 Werden die
Häufigkeiten der aus Ereignissen der oberen Taxonomieebenen bestehenden Er-
eigniskombinationen zuerst bestimmt und wird dann sukzessive zu den tieferen
Ebenen der Taxonomie abgestiegen, können Kandidaten gezielt von der Häufig-
keitsbestimmung ausgeschlossen werden. Da bei diesem Vorgehen die Kandidaten
der gleichen Mächtigkeit nicht mehr zu einer Kandidatenmenge zusammengefaßt
werden können, sind zusätzliche Durchläufe über die Transaktionen der Datenbank
notwendig.

Stratify basiert darauf, daß die Ereigniskombinationen, die aus Ereignissen der
oberen und mittleren Ebenen der Taxonomie bestehen, bereits selten in den Da-
ten vorkommen, und daher viele der aus Ereignissen der unteren Ebenen beste-
henden Ereigniskombinationen nicht ausgezählt werden müssen. Ist hingegen von
den Ereigniskombinationen, die aus Ereignissen der oberen und mittleren Ebe-
nen bestehen, ein großer Teil häufig, werden im Vergleich zu Cumulate zusätzliche
Durchläufe über die Transaktionen notwendig.

Von den Varianten Estimate und EstMerge aus [Srikant und Agrawal, 1995] kann
diese Problematik teilweise durch Sampling umgangen werden.

3.2.3 Systematisierung

Im folgenden wird basierend auf den in Abschnitt 3.1 identifizierten algorithmi-
schen Grundlagen eine Systematisierung der vorgestellten etablierten Verfahren
entwickelt. Neben den speziellen Optimierungen auf Datenstrukturebene, die an

20Bei der Kandidatengenerierung entfernt Apriori und damit auch Cumulate die Kandidaten
aus dem Suchraum, die eine nichthäufige Teilmenge enthalten. Da sämtliche Kandidaten, die
aus einem Ereignis und einem Vorfahr dieses Ereignisses bestehen, bereits im zweiten Durchlauf
über die Transaktionen als nichthäufig markiert wurden (unabhängig von ihrer tatsächlichen
Häufigkeit), werden wie gefordert in den folgenden Schritten die Kandidaten vor dem Auszählen
entfernt, die sowohl ein Ereignis als auch gleichzeitig einen Vorfahr dieses Ereignisses enthalten.

21Bisher war eine Vorfahrenbeziehung nicht zwischen Ereigniskombinationen definiert, sondern
lediglich zwischen einzelnen Ereignissen.
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dieser Stelle als Details nicht zu der angestrebten Allgemeingültigkeit der Systema-
tisierung beitragen würden, wurden in dieser Arbeit drei Bereiche herausgearbeitet,
in denen sich die etablierten Verfahren grundlegend unterscheiden:

(a) Im Rahmen der Kandidatengenerierung werden entweder die zugrundeliegen-
den Transaktionen berücksichtigt, das heißt es wird datenorientiert vorge-
gangen, oder der Abstieg im Suchraum erfolgt ohne diese Zusatzinformation,
das heißt nicht datenorientiert.

(b) Die Bestimmung von Häufigkeiten erfolgt entweder direkt durch das Zählen
von Vorkommen oder alternativ indirekt durch das Schneiden von Transak-
tionsmengen.

(c) Als Suchstrategie findet entweder eine Tiefensuche oder eine Breitensuche
Verwendung.

Anhand der sich daraus ergebenden drei Hierarchiestufen werden in Abbildung 3.15
die vorgestellten Verfahren systematisiert (vgl. dazu auch [Hipp et al., 2000a]). Es
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Abbildung 3.15: Systematisierung der vorgestellten Verfahren anhand der in Abschnitt 3.1
eingeführten Kriterien
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fällt auf, daß zu drei der insgesamt acht möglichen Kombinationen keine algorith-
mische Entsprechung bekannt ist. Insbesondere ist keines der heute etablierten Ver-
fahren datenorientiert und bestimmt außerdem die Häufigkeiten durch Schneiden.
Ebenfalls scheint die Kombination von Zählen und Tiefensuche wenig vielverspre-
chend zu sein, wenn nicht datenorientiert vorgegangen wird. Umgekehrt existie-
ren fünf Varianten der datenorientierte Breitensuche mit Zählen von Häufigkeiten
sowie zwei Verfahren, die das nicht datenorientierte Schneiden von Transaktions-
mengen mit einer Tiefensuche kombinieren. Die im nächsten Abschnitt folgende
Evaluierung untersucht unter anderem die Hintergründe für diese Unterschiede.

3.3 Evaluierung

In diesem Abschnitt werden das Laufzeitverhalten und der Speicherbedarf der
vorgestellten etablierten Algorithmen untersucht. Bei vergleichbaren Evaluierun-
gen liegt der Schwerpunkt zumeist auf synthetisch erzeugten Daten, und es sind
gewöhnlich nur wenige der bekannten Algorithmen in die Experimente einbezo-
gen.22 Die folgende Evaluierung geht bezüglich der berücksichtigten Verfahren und
Datensätzen über diese Evaluierungen hinaus. Außerdem wird erstmals der Haupt-
speicherbedarf der Verfahren systematisch untersucht.

3.3.1 Grundlagen

Für die Evaluierung der Algorithmen wurden Implementierungen der Verfahren
erstellt und sowohl die in der Literatur üblichen synthetischen Datensätze erzeugt
als auch Datensätze aus verschiedenen realen Anwendungen beschafft. Auf diese
Grundlagen der später im Rahmen der vorliegenden Arbeit durchgeführten Expe-
rimente wird im folgenden näher eingegangen:

Implementierungen und Experimentierumgebung

Die Verfahren wurden in C++ implementiert und sorgfältig bezüglich Laufzeit und
Speicherallokation optimiert. Die im Rahmen dieser Arbeit erstellten Implemen-
tierungen konnten ihre Effizienz bereits in verschiedenen Projekten aus Anwen-
dung und Forschung beweisen, wobei die erreichten Laufzeiten vielfach veröffent-
licht wurden (vgl. u. a. [Hipp et al., 1998], [Hipp und Lindner, 1999], [Hipp et al.,

22Bei der Veröffentlichung neuer Verfahren beschränken sich die Autoren meist auf einen Ver-
gleich der neu eingeführten Algorithmen mit dem Apriori-Algorithmus aus [Agrawal und Srikant,
1994a]. [Zheng et al., 2001] ist keine Ausnahme, da Apriori und FP-Growth die einzigen in die
Evaluierung einbezogenen Algorithmen sind, die das dieser Arbeit zugrundeliegende Assoziati-
onsproblem (vgl. Abschnitt 3.1.1) bearbeiten.



68 3. ANALYSE DER ETABLIERTEN VERFAHREN

2000a], [Hipp et al., 2000b], [Wirth und Hipp, 2000], [Hipp et al., 2001a], [Hipp
et al., 2001b], [Wirth et al., 2001], [Hipp und Güntzer, 2002], [Hipp et al., 2002a],
[Hipp et al., 2002b]). In den folgenden Experimenten wird außerdem gegebenen-
falls ein direkter Bezug zu den erreichten Laufzeiten anderer Implementierungen
der Verfahren unter vergleichbaren Rahmenbedingungen hergestellt.

Als Rechnersystem wird für die Experimente eine Sun Workstation eingesetzt.23

Die zu analysierenden Daten sind jeweils auf der lokalen Festplatte des Rechners
gespeichert.

Die während der Experimente gemessenen Zeiten beziehen sich jeweils auf die
komplette Laufzeit für die Generierung der häufigen Ereigniskombinationen. Es
wird die tatsächlich vom Start des Algorithmus bis zum Abschluß der Analyse
vergangene Zeit gemessen, das heißt der Datenzugriff und eventuelle systeminterne
Vorgänge wie das Auslagern von Hauptspeicherseiten auf externe Speichermedien
sind eingeschlossen. Die Zeiterfassung erfolgt durch das Betriebssystem, indem
die unabhängig von der Ausführung der Algorithmen laufenden Systemuhr des
eingesetzten Rechners ausgelesen wird.24

Die Messung des Hauptspeicherbedarfs der Algorithmen erfolgt ebenfalls über das
Betriebssystem. Dazu wird fortlaufend während der Generierung der häufigen Er-
eigniskombinationen der momentan belegte Speicher abgefragt25 und über den
gesamten Ablauf der erreichte Spitzenwert ermittelt.

Daten

Grundlage der Experimente sind sowohl synthetisch generierte Daten als auch
Daten aus verschiedenen realen Anwendungen.

Synthetische Daten Die verwendeten synthetischen Datensätze wurden mit
einem am Forschungszentrum der IBM in Almaden, USA, entwickelten Datenge-
nerator erzeugt (vgl. [Agrawal und Srikant, 1994a], [Srikant und Agrawal, 1995],

23Der Prozessor dieses Rechnersystems vom Typ UltraSPARC III ist mit 900 MHz getaktet,
und als Betriebssystem kommt Solaris in Version 2.9 zum Einsatz. Auf dem System stehen
2 Gigabyte physikalischer Hauptspeicher zur Verfügung. Alle implementierten Verfahren sind mit
dem GNU-Compiler gcc in Version 3.2.1 mit den Optimierungsoptionen -O3 sowie -mcpu=sun4u
übersetzt (vgl. u. a. [Griffith, 2002]).

24Die Zeitmessung erfolgt über die Funktion clock t times(struct tms *buf), welche unter dem
verwendeten Betriebssystem in der Headerdatei systimes.h deklariert ist (vgl. z. B. [Mauro und
McDougall, 2000]).

25Die Belegung des Hauptspeichers wird über das Proc-Pseudodateisystem bestimmt (vgl.
z. B. [Mauro und McDougall, 2000]). Da die Bestimmung der Hauptspeicherbelegung vergleichs-
weise rechenzeitaufwendig ist, wurde bei der Implementierung der Verfahren sehr kritisch mit
dieser Abfrage umgegangen.
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[Srikant, 1996]). Durch ihre weite Verbreitung in der Literatur haben sich die mit
diesem Datengenerator erzeugten Datensätze als ein Standard für die Evaluierung
von Assoziationsregelverfahren etabliert. Grundlage der im Rahmen dieser Arbeit
durchgeführten Evaluierung sind die in [Agrawal und Srikant, 1994a] eingeführ-
ten und beispielsweise in [Savasere et al., 1995a], [Zaki et al., 1997c], [Brin et al.,
1997b], [Zheng et al., 2001], [Hipp et al., 2000a], [Hipp et al., 2000b] wieder aufge-
griffenen Datensätze. Die Bezeichnungen der Datensätze sind im folgenden nach
einem Schema aufgebaut, das die grundlegenden Charakteristika der Transaktio-
nen widerspiegelt. So bezeichnet beispielsweise T10I4D1000K einen Datensatz, der
pro Transaktion im Schnitt 10 Ereignisse enthält, auf vorgegebenen häufigen Er-
eigniskombinationen der durchschnittlichen Mächtigkeit 4 basiert und aus einer
Million Transaktionen besteht.26 Zusätzlich zu den üblichen Datensätzen wurden
zwei Datensätze aus [Han et al., 2000], hier mit T25I10D10K und T25I20D100K
bezeichnet, hinzugenommen, die ebenfalls mit dem Datengenerator erzeugt wur-
den.27

Die synthetischen Datensätze TmInDsK werden anhand der durchschnittlichen An-
zahl von Ereignissen m in jeder Transaktion und der durchschnittlichen Mächtig-
keit n der vorgegebenen häufigen Ereigniskombinationen in weniger anspruchsvolle
Datensätze für kleinere Werte und anspruchsvolle Datensätze für größere Werte
unterschieden. Die Werte für m liegen in den meisten Experimenten zwischen 5
und 20, die Werte für n zwischen 2 und 6. Die Anzahl der Transaktionen s geht
in diese Unterscheidung nicht ein.

Mit dem Datengenerator kann außerdem eine Taxonomie zu den Ereignissen er-
zeugt werden. Die Generierung dieser Taxonomie läßt sich durch verschiedene Pa-
rameter steuern, auf die in Abschnitt 4.2 im Kontext der Generierung taxonomer
Assoziationsregeln näher eingegangen wird.

Datensatz EINZELHANDEL Für die Evaluierung werden neben den synthe-
tischen Daten auch anonym erfaßte Kundentransaktionen eines in Deutschland
ansässigen Einzelhandelsunternehmens herangezogen. Das betrachtete Unterneh-
men verfügt über eine Verkaufsfläche von 6200m2 und ein Warensortiment von

26Die den Experimenten in der Literatur zugrundeliegenden Datensätze bestehen üblicherweise
aus lediglich 100.000 Transaktionen. Der Schritt zu 1.000.000 Transaktionen trägt zur Aussage-
kräftigkeit der Experimente auf der heutigen und seit den ersten vergleichbaren Evaluierungen
aus [Agrawal und Srikant, 1994a] weiterentwickelten Hardware bei. Die andernfalls zu beobach-
tenden Meßergebnisse liegen teilweise in Bereichen von weniger als einer Sekunde. Ein Verzerrung
der Ergebnisse ist nicht zu befürchten, da alle herangezogenen Verfahren annähernd linear mit
der Anzahl zugrundeliegender Transaktionen skalieren (vgl. die folgenden Abschnitte).

27Die exakten Vorgaben für den Datengenerator sind für beide Datensätze anhand von [Han
et al., 2000] nicht mit Sicherheit nachvollziehbar. Für die Durchführung der Experimente wurden
die Datensätze jedoch direkt von den Autoren zur Verfügung gestellt.
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19.535 Artikeln. Der Schwerpunkt der Verkäufe liegt im Bereich Lebensmittel, der
28% des Umsatzes ausmacht und einen Artikelanteil von 44% in den Kundentrans-
aktionen aufweist. Die Daten wurden mittels eines Scannerkassensystems über
einen Zeitraum von 4 vollständigen und aufeinander folgenden Wochen erfaßt. Die
resultierende Datenbank besteht aus 77.588 Transaktionen, mit denen insgesamt
ein Umsatz von ungefähr 2 Millionen Euro erwirtschaftet wurde. Durchschnittlich
enthält jede Transaktion ungefähr 10,5 verschiedene Artikel. Die Kundentransak-
tionen belegen binär als Integerwerte aufbereitet (vgl. Abschnitt 3.1.4) 4,1 Mega-
byte. Zu den Transaktionen steht außerdem eine Taxonomie zur Verfügung, die
das gesamte Warensortiment umfaßt und aus 5 Ebenen besteht.

Datensatz FAHRZEUG Des weiteren stehen für die Evaluierung Produktions-
daten von Fahrzeugen der Marke Mercedes-Benz zur Verfügung. Diese Daten ent-
halten Informationen zu den Sonderausstattungen von ungefähr 10 Millionen Fahr-
zeugen aus den Bereichen Personenkraftwagen und Nutzfahrzeuge. Jedes Fahrzeug
entspricht einer Transaktion, wobei die Transaktionen im Durchschnitt ungefähr
22 aus einer Menge von fast 10.000 möglichen Sonderausstattungen enthalten. Die
Daten stammen aus dem Qualitätsinformationssystem QUIS der DaimlerChrys-
ler AG, auf das in Abschnitt 5.1 näher eingegangen wird.

Datensatz BMS-POS Der Datensatz BMS-POS aus [Zheng et al., 2001] enthält
Kundentransaktionen eines im Internet tätigen Versandhandels. Jede Transaktion
besteht aus den zu einem bestimmten Zeitpunkt von einem Kunden gemeinsam ge-
kauften Artikeln. Den Transaktionen liegt ein zu 1.657 Artikelgruppen zusammen-
gefaßtes Warensortiment zugrunde. Insgesamt besteht der Datensatz aus 515.597
Transaktionen, die das Einkaufverhalten der Kunden über einen Zeitraum von
mehreren Jahren wiedergeben. Jede Transaktion enthält im Durchschnitt 6 bis 7
Ereignisse.

Datensätze BMS-WEBVIEW-1 und BMS-WEBVIEW-2 Die beiden Daten-
sätze BMS-WEBVIEW-1 und BMS-WEBVIEW-2, ebenfalls aus [Zheng et al., 2001],
spiegeln das Navigationsverhalten der Besucher auf den Internetseiten zweier ver-
schiedener Unternehmen des E-Commerce wider. Jede Transaktion entspricht ei-
ner Benutzersitzung, die sämtliche Produktseiten als Ereignisse enthält, die der
Besucher während dieser Sitzung betrachtet hat. Der Datensatz BMS-WEBVIEW-
1 besteht aus 59.602 Transaktionen, denen insgesamt 497 verschiedene Ereignisse
enthalten. Der Datensatz BMS-WEBVIEW-2 hingegen besteht aus 77.512 Transak-
tionen, die sich aus 3.340 Ereignissen zusammensetzen. Die Transaktionen umfas-
sen im Durchschnitt 2 bis 3 beziehungsweise 5 Ereignisse.
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3.3.2 Experimente

Anhand der beschriebenen Datensätze werden die Regelgenerierungsverfahren be-
züglich Laufzeit und Speicherallokation evaluiert und verglichen. In einen typi-
schen Experiment werden zu einem festen Datensatz die von den einzelnen Ver-
fahren erreichten Werte für Laufzeit und Speicherallokation in Abhängigkeit von
verschiedenen minimalen Schwellenwerten minsupp für die Häufigkeit ermittelt.
Die Speicherzugriffe sämtlicher Verfahren sind nicht lokal auf einzelne Speicher-
bereiche beschränkt und außerdem schwer prognostizierbar, so daß das Auslagern
von Hauptspeicherseiten den Generierungsprozeß annähernd zum Erliegen bringt.
Es werden daher die Experimente vorzeitig abgebrochen, welche mehr Speicher
benötigen als physikalischer Hauptspeicher verfügbar ist. Entsprechend sind für
manche der Verfahren nicht zu jeder der minimalen Häufigkeiten die Laufzeit und
der Speicherbedarf bekannt.

Um die Untersuchungsergebnisse geeignet aufzubereiten, werden die Verfahren in
zählende und schneidende Ansätze unterteilt (vgl. dazu die Systematisierung der
Verfahren in Abschnitt 3.2, insbesondere Abbildung 3.15).

Zählende Algorithmen

Von den in Abschnitt 3.2 als zählend klassifizierten Verfahren wurden im Rahmen
der vorliegenden Arbeit die Algorithmen Apriori, DIC und FP-Growth implemen-
tiert.

Für den Algorithmus AIS wird bereits in [Agrawal und Srikant, 1994a], [Agrawal
et al., 1996] gezeigt, daß diesem Apriori in jeder Hinsicht überlegen ist. AIS wurde
daher im Rahmen dieser Arbeit nicht weiter berücksichtigt. Gleiches gilt für den
Algorithmus OCD aus [Mannila et al., 1994a], [Mannila et al., 1994b], der sich als
direkter Vorläufer von Apriori von diesem lediglich dadurch unterscheidet, daß kei-
ne speziellen Datenstrukturen, wie beispielsweise ein Hashbaum für das Auszählen
der Kandidaten, beschrieben sind.

Apriori selbst wird hier als Stellvertreter für die Gruppe der in [Agrawal und
Srikant, 1994a], [Agrawal et al., 1996] eingeführten Algorithmen ausgewählt. Seit
seiner Veröffentlichung hat sich Apriori zu einem Referenzalgorithmus entwickelt,
so daß fast jede bis heute veröffentlichte Evaluierung auf diesen Algorithmus als
Bezugspunkt zurück greift.

Der Algorithmus DHP aus [Park et al., 1995a], [Park et al., 1997] als Variante
von Apriori basiert auf einem expliziten Hashing der 2-Kandidaten. Gegenüber
Apriori bietet dieses Vorgehen jedoch nur einen Vorteil, wenn die Häufigkeiten der
2-Kandidaten mittels eines Hashbaums bestimmt und nicht anhand einer zweidi-
mensionalen Matrix ausgezählt werden. Die Optimierung des Apriori-Algorithmus
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mittels einer Matrix wurde erst in [Srikant und Agrawal, 1995] veröffentlicht und
fand daher keinen Eingang in [Park et al., 1995a].28 Des weiteren beschneidet DHP
die der Analyse zugrundeliegenden Transaktionen. Diese werden dazu nach [Park
et al., 1995a], [Park et al., 1997] im Hauptspeicher gehalten, ein Vorgehen, das dem
ursprünglichen Apriori-Algorithmus widerspricht. Vor diesem Hintergrund wird die
Erweiterung DHP des Apriori-Algorithmus im Rahmen dieser Arbeit als von ein-
geschränkter praktischer Bedeutung betrachtet.

Vielversprechend erscheint DIC aus [Brin et al., 1997b] als Erweiterung von Aprio-
ri, die entsprechend in die im Rahmen der vorliegenden Arbeit durchgeführten
Evaluierungen aufgenommen wurde.29

Vervollständigt wird die Evaluierung der etablierten Verfahren durch den Algorith-
mus FP-Growth aus [Han et al., 2000], der als datenorientiertes Verfahren ebenfalls
auf dem Zählen von Häufigkeiten basiert.

Synthetische Daten Der Vergleich der von den Algorithmen Apriori und DIC
erreichten Laufzeiten auf den synthetischen Datensätzen (siehe insbesondere die
Abbildungen 3.16 bis 3.18 sowie die ergänzenden Messungen aus Anhang A.1.1)
ergibt ein differenziertes Bild.

Auf dem Datensatz T5I2D1000K erreicht DIC bis zu 50% kürzere Laufzeiten als
Apriori und ist in beinahe allen Experimenten effizienter. Auf dem Datensatz
T10I4D1000K hingegen ist Apriori in fast allen Experimenten effizienter als DIC
und die Laufzeiten von DIC sind bis zu Faktor 5 länger als die von Apriori. Der
Abstand der Verfahren vergrößert sich für den Datensatz T20I6D1000K, auf dem
Apriori in allen Experimenten effizienter als DIC ist und im Maximum um mehr
als 90% kürzere Laufzeiten als DIC erreicht. Während also auf dem weniger an-
spruchsvollen Datensatz T5I2D1000K DIC effizienter als Apriori ist, ist auf den
zunehmend anspruchsvolleren Datensätzen T10I4D1000K und T20I6D1000K um-
gekehrt Apriori das effizientere Verfahren.

28Die in [Agrawal und Srikant, 1994a] für die Evaluierungen genutzten Implementierungen
basieren bereits auf zweidimensionalen Matrizen anstelle von Hashbäumen für die Speicherung
der 2-Kandidaten. Dieses Implementierungsdetail wurde laut Ramakrishnan Srikant aber bewußt
erst in [Srikant und Agrawal, 1995] veröffentlicht (Quelle: persönliches Gespräch mit Ramakris-
hnan Srikant am Rande der PAKDD-Konferenz Anfang Mai 2002). Ramakrishnan Srikant und
Rakesh Agrawal stehen daher den Ergebnissen in [Park et al., 1995a] skeptisch gegenüber (Quelle:
erwähntes Gespräch mit Ramakrishnan Srikant, sowie Gespräch mit Rakesh Agrawal am Rande
der KDD-Konferenz im August 1999).

29Unklar ist in [Brin et al., 1997b], welche Partitionsgröße für DIC auf den synthetischen Da-
ten zu verwenden ist. In [Brin et al., 1997b] wird zwar für die dort analysierten jedoch nicht
frei zugänglichen Zensusdaten erklärt, daß den Experimenten eine Partitionsgröße von 10.000
zugrunde liegt. In der hier vorliegenden Arbeit wurde auf den synthetischen Daten allerdings
eine Partitionsgröße von 20.000 als optimal ermittelt und verwendet.
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Abbildung 3.16: Effizienz zählender Verfahren auf T5I2D1000K bei variierendem minsupp
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Abbildung 3.17: Effizienz zählender Verfahren auf T10I4D1000K bei variierendem minsupp
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Abbildung 3.18: Effizienz zählender Verfahren auf T20I6D1000K bei variierendem minsupp

Bezüglich der Speichereffizienz ergibt sich ein eindeutiges Bild. Apriori ist das über-
legene Verfahren und benötigt auf T5I2D1000K bis zu 60% weniger Hauptspeicher
als DIC. Für geringere minimale Häufigkeiten minsupp und mit zunehmend an-
spruchsvolleren Datensätzen gleicht sich der Speicherbedarf beider Verfahren an,
bis diese ab minsupp = 0,125% für T10I4D1000K und T20I6D1000K nahezu den
gleichen Speicherbedarf aufweisen.

Der Vergleich der Laufzeiten von Apriori und FP-Growth ergibt, daß insgesamt
FP-Growth das wesentlich effizientere der Verfahren ist. Dieser Vorteil von FP-
Growth gegenüber Apriori wird jedoch mit zunehmend anspruchsvolleren Daten
geringer. So erreicht FP-Growth auf T5I2D1000K bis zu 70% kürzere Laufzeiten
als Apriori. Für T10I4D1000K ist FP-Growth noch um maximal 60% schneller,
während auf dem Datensatz T20I6D1000K Apriori teilweise kürzere Laufzeiten
als FP-Growth erreicht und FP-Growth im Maximum 40% kürzere Laufzeiten als
Apriori erreicht.

Hinsichtlich des Hauptspeicherbedarfs ist Apriori gegenüber FP-Growth eindeutig
das effizientere Verfahren. Auf allen drei Datensätzen steigt der Hauptspeicherbe-
darf von FP-Growth bereits für vergleichsweise große minimale Häufigkeiten steil
an, während dieser Anstieg bei Apriori erst für vergleichsweise geringe Werte zu
beobachten ist. Auf allen drei Datensätzen kann Apriori jeweils weit mehr als 90%
des Hauptspeichers von FP-Growth einsparen.

Auf den Datensätzen T25I10D10K und T25I20D100K (vgl. die Abbildungen 3.19
und 3.20) ergibt sich ein ähnliches Bild, das allerdings zugunsten von FP-Growth
verschoben ist. So kann FP-Growth seinen Laufzeitvorteil gegenüber Apriori ver-
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Abbildung 3.19: Effizienz zählender Verfahren auf T25I10D10K bei variierendem minsupp
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Abbildung 3.20: Effizienz zählender Verfahren auf T25I20D100K bei variierendem minsupp
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größern und erreicht auf T25I10D10K bis zu 90% und auf T25I20D100K bis zu
80% kürzere Laufzeiten als Apriori, soweit die Zeiten gemessen wurden.30 Auch
der Hauptspeicherbedarf von FP-Growth ist auf diesen Daten zumindest für ver-
gleichsweise geringe minimale Häufigkeiten bis zu 90% geringer als der von Apriori.
DIC ist auf diesen Daten sowohl hinsichtlich der Laufzeiten als auch des Speicher-
bedarfs wie bisher wesentlich ineffizienter als die beiden anderen Verfahren.

In den Experimenten aus Abbildung 3.21 wird die Skalierbarkeit der Verfahren
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Abbildung 3.21: Skalierbarkeit zählender Verfahren auf synthetischen Daten bei variierender
Anzahl von Transaktionen in Tausend

evaluiert. Dazu wurden mit dem in Abschnitt 3.3.1 beschriebenen Datengenerator
bei ansonsten gleichen Parametereinstellungen Datensätze mit wachsender Anzahl
von Transaktionen generiert. Für jeden der erzeugten Datensätze T10I4DnK, wobei
n für die Anzahl der Transaktionen in Tausend steht, werden bei festem Schwel-
lenwert minsupp = 0,5% von den Verfahren alle häufigen Ereigniskombinationen
generiert.31 Bei ansonsten gleichbleibenden Einstellungen wird die Anzahl der zu-
grundeliegenden Transaktionen zwischen eintausend und einer Milliarde variiert.
Abbildung 3.21(a) ist zu entnehmen, daß die Laufzeit für alle drei Verfahren na-
hezu linear mit der Anzahl Transaktionen skaliert. Während für Apriori und DIC

30Einige der Experimente wurden abgebrochen, da für diese der verfügbare Hauptspeicher
nicht ausreichte.

31Anstelle der Sun Workstation kommt für die Experimente zur Skalierung ein auf Linux 2.4.18
basierendes PC-System zum Einsatz, das mit einem 1,8 GHz Pentium IV Prozessor und ebenfalls
2 Gigabyte Hauptspeicher ausgestattet ist. Hintergrund ist, daß auf der Sun Workstation für die
mit zum Teil mehr als 50 Gigabyte sehr großen Dateien nicht ausreichend zusammenhängender
lokaler Plattenplatz zur Verfügung stand.
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eine obere Schranke für den benötigten Hauptspeicher existiert, skaliert gleichzei-
tig der Hauptspeicherbedarf von FP-Growth linear mit der Anzahl Transaktionen
(vgl. Abbildung 3.21(b)).32

Interpretation Zunächst fällt auf, daß Apriori und DIC unterschiedliche Lauf-
zeiten erreichen und insbesondere DIC als Weiterentwicklung von Apriori zumeist
die schlechteren Ergebnisse erzielt. Der Grund ist darin zu sehen, daß DIC vor
allem die Anzahl der benötigten Datenbankdurchläufe optimiert. Diese kann DIC
zwar merklich verringern, in den Experimenten teilweise um mehr als 60%, insge-
samt ist der Aufwand dafür jedoch zumeist größer als der Laufzeitgewinn.

Problematisch für die Laufzeit von DIC im Vergleich zu Apriori ist unter ande-
rem die wesentlich schwierigere Kandidatengenerierung. So kann Apriori die n-
Kandidatengenerierung basierend auf einer vollständigen und sortierten Liste der
(n − 1)-Kandidaten durch zwei ineinander verschachtelte Schleifen sehr effizient
implementieren. DIC hingegen muß für jede neu als häufig erkannte Ereigniskom-
bination deren direkte Obermengen auf Häufigkeit sämtlicher Teilmengen über-
prüfen. Dieser bereits sehr aufwendige Schritt wird zusätzlich erschwert, da unter
Umständen die Häufigkeiten der Teilmengen des möglichen Kandidaten noch nicht
bekannt sind. Dadurch müssen Kandidaten zurückgestellt werden. Ein geeignetes
Ablegen der Zwischenergebnisse zusammen mit deren späterer Suche erscheint
kaum effizient realisiertbar und in [Brin et al., 1997b] ist kein Hinweis auf einen
solchen Ansatz zu finden. Somit werden die Teilmengen eines Kandidaten unter
Umständen mehrfach erzeugt und auf Häufigkeit überprüft.

Weiterhin speichert DIC sämtliche aktiven Kandidaten und häufigen Ereigniskom-
binationen in einem einzigen Präfixbaum und nicht wie Apriori in einer Men-
ge von Hashbäumen. Während bei Apriori bereits ausgezählte häufige Ereignis-
kombinationen im aktuellen Hashbaum nicht enthalten sind, sondern lediglich die
tatsächlich zu zählenden Ereigniskombinationen, enthält der Präfixbaum von DIC
auch die bereits bestimmten Ereigniskombinationen. Dadurch wird das Auszählen
der aktiven Kandidaten erschwert, da zwangsläufig auch zu den inaktiven und be-
reits als häufig erkannten Kandidaten im Baum abgestiegen wird. Hier fällt insbe-
sondere ins Gewicht, daß der Präfixbaum insbesondere die häufig in den Transak-
tionen vorkommenden Ereigniskombinationen enthält. Zum anderen ist es für DIC
nicht möglich, für das Auszählen von Kandidaten der Mächtigkeit 2 auf die effi-
zientere zweidimensionale Matrix auszuweichen (vgl. dazu auch Abschnitt 3.1.4),
da der Präfixbaum sonst unvollständig aufgebaut würde. Des weiteren benötigt

32In Abbildung 3.21 brechen die Werte für FP-Growth bereits nach wenigen Messungen ab.
Die Ursache dafür ist, daß auch die vergleichsweise üppige Ausstattung des für die Experimente
eingesetzten Rechnersystems mit Hauptspeicher nicht ausreicht, um mit FP-Growth größere
Datenmengen zu analysieren.
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die Speicherung der häufigen Ereigniskombinationen in einem Präfixbaum wesent-
lich mehr Hauptspeicher als die für Apriori mögliche Speicherung in Form einer
sortierten Liste. Als problematisch für den Hauptspeicherbedarf erweist sich au-
ßerdem, daß der Präfixbaum bereits aufgebaut wird, während die häufigen Ereig-
nisse bestimmt werden. Anders als für Apriori ist es für DIC daher nicht möglich,
den Präfixbaum so zu initialisieren, daß dieser in den einzelnen Knoten lediglich
Einträge für die häufigen Ereignisse vorsieht, da diese noch nicht bekannt sind.
Letztere Optimierung des Hashbaums wurde in Abschnitt 3.1.4 eingeführt.

Der Vergleich von Apriori und FP-Growth zeigt, daß die Aufbereitung der Trans-
aktionen als FP-Baum kürzere Laufzeiten ermöglicht. Lediglich auf anspruchsvol-
leren Datensätzen wie T20I6D1000K wird die Erzeugung des initialen FP-Baums
und der bedingten FP-Bäume so aufwendig, daß Apriori teilweise kürzere Laufzei-
ten erzielt. Der Hauptspeicherbedarf von FP-Growth ist wegen der als FP-Baum
aufbereiteten Datenbasis jedoch wesentlich größer als der von Apriori.

Begünstigt wird FP-Growth gegenüber Apriori insbesondere auf den Datensätzen
T25I10D10K und T25I20D100K (vgl. die Abbildungen 3.19 und 3.20). Beide Daten-
sätze enthalten mit 10.000 beziehungsweise 100.000 vergleichsweise wenige Trans-
aktionen. Der Aufbau des initialen FP-Baums sowie der bedingten FP-Bäume ist
dadurch sowohl bezüglich der Laufzeit als auch des Speicherbedarfs wenig aufwen-
dig. Zugleich wirken sich die vielen häufigen Ereigniskombinationen in den Daten
bezüglich Laufzeit und Speicherbedarf negativ auf die Kandidatengenerierung von
Apriori aus. Es bleibt allerdings anzumerken, daß diese beiden Datensätze in [Han
et al., 2000] gerade für den Vergleich von Apriori mit dem dort neu eingeführ-
ten FP-Growth erzeugt wurden, und ein Vergleich auf den üblichen synthetischen
Datensätzen, wie beispielsweise T10I4D1000K, in [Han et al., 2000] fehlt.

Vergleichbare Evaluierungen in der Literatur Eine Evaluierung von Aprio-
ri und DIC findet sich in [Brin et al., 1997b]. Im Widerspruch zu den Ergebnissen
im Rahmen der vorliegenden Arbeit erreicht DIC in [Brin et al., 1997b] auf dem
Datensatz T20I4D100K (vgl. Anhang A.1.1) zum Teil kürzere Laufzeiten als Aprio-
ri.33 Die Messungen sind jedoch insoweit zu relativieren, als nach Auffassung der
Autoren Apriori als eine spezielle Version von DIC verstanden werden kann, bei
der die Partitionsgröße gleich der Anzahl Transaktionen gesetzt wird.34 In diesem

33Beim Vergleich der absoluten Laufzeiten ist zu beachten, daß den Messungen in der vorlie-
genden Arbeit eine um Faktor 10 größere Transaktionsmenge als in [Brin et al., 1997b] zugrunde
liegt. Auch sind in [Brin et al., 1997b] keinerlei Hinweise auf die Architektur und Leistungsfähig-
keit des eingesetzten Rechnersystems zu finden.

34

”
The implementations were mostly the same since Apriori can be thought of as a special

case of DIC – the case where the interval size, was the size of the datafile, not M .“ (siehe [Brin
et al., 1997b]). Die Konstante M steht hier für die Partitionsgröße m.
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Fall ist Apriori von den oben für DIC beschriebenen Nachteilen betroffen, ohne
von einer Verringerung der Anzahl notwendiger Datenbankdurchläufe profitieren
zu können und ist daher zwangsläufig weniger effizient als der den Messungen im
Rahmen dieser Arbeit zugrundeliegende nach [Agrawal und Srikant, 1994a], [Agra-
wal und Srikant, 1994b], [Agrawal et al., 1996] mittels Hashbäumen implementierte
Apriori-Algorithmus.

In [Han et al., 2000] werden Apriori und FP-Growth evaluiert, wobei aber lediglich
die Datensätze T25I10D10K und T25I20D100K herangezogen werden, auf denen bis
dahin keine Experimente in der Literatur beschrieben wurden. FP-Growth erreicht
weit kürzere Laufzeiten als Apriori, ein Ergebnis, das grundsätzlich im Einklang
mit den Messungen im Rahmen der vorliegenden Arbeit steht (vgl. die Abbildun-
gen 3.19 und 3.20). Der Vorteil von FP-Growth gegenüber Apriori ist allerdings
in [Han et al., 2000] wesentlich ausgeprägter als in den hier durchgeführten Ex-
perimenten. Um diesen Unterschied zu erklären, wurden ergänzende Messungen
auf einem Rechnersystem durchgeführt, das mit dem in [Han et al., 2000] einge-
setzten vergleichbar ist.35 Auf diesem System erreicht die im Rahmen der vorlie-
genden Arbeit erstellte Implementierung von FP-Growth bei minsupp = 0.2% auf
T25I10D10K eine Laufzeit von ungefähr 13,5 Sekunden im Vergleich zu 17-18 Se-
kunden,36 welche FP-Growth in [Han et al., 2000] erreicht. Zugleich wurden für
Apriori ungefähr 56 Sekunden gemessen, während in [Han et al., 2000] für Apriori
bei minsupp = 0.2% kein Wert mehr angegeben wird, sondern die entsprechen-
den Abbildung eine fast als unendlich zu interpretierende Laufzeit suggeriert. Die
letzte in [Han et al., 2000] nachvollziehbare Messung für Apriori auf T25I20D100K
erreicht für minsupp = 1.5% einen Wert zwischen 60 und 70 Sekunden, während
für die im Rahmen dieser Arbeit erstellte Implementierung ungefähr 21 Sekunden
gemessen wurden. Für FP-Growth, ebenfalls auf T25I20D100K, erreicht die Im-
plementierung in [Han et al., 2000] für minsupp = 1% ungefähr 25-30 Sekunden,
während im Rahmen dieser Arbeit mit nur 15,3 Sekunden eine fast um Faktor 2
kürzere Laufzeit gemessen wurde. Die im Rahmen dieser Arbeit erstellten Imple-
mentierungen beider Verfahren sind somit effizienter als die in [Han et al., 2000]
genutzten Implementierungen, wobei diese Effizienzsteigerung für Apriori größer
ist. Damit ist der Vorteil von FP-Growth gegenüber Apriori zwar wesentlich, aber
letztendlich deutlich geringer ausgeprägt als in [Han et al., 2000] gemessen.

35Zum Einsatz kam ein auf Linux 2.4.18 basierendes PC-System, welches über einem mit
150 MHz getakteten Pentium III Prozessor sowie 96 Megabyte Hauptspeicher verfügt. Um die
absoluten Zeiten mit denen in [Han et al., 2000] auf einem 450 MHz Pentium System gemessenen
vergleichen zu können, wurden die im folgenden angegebenen Laufzeiten durch Division mit 3
aus den tatsächlichen Laufzeiten ermittelt. Diese Abschätzung ist als ausreichend für die hier
verfolgten Zwecke anzusehen.

36Diese und die weiteren Zeiten wurden aus verschiedenen Abbildungen in [Han et al., 2000]
abgelesen und können daher oft nicht exakt angegeben werden.
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[Zheng et al., 2001] sehen ebenfalls FP-Growth näher an Apriori als in [Han et al.,
2000] dargestellt. Die Laufzeiten in [Zheng et al., 2001] konnten im Rahmen der
vorliegenden Arbeit jedoch nicht nachvollzogen werden, zum einen weil kein Rech-
nersystem, das zu dem in [Zheng et al., 2001] eingesetzten vergleichbar gewesen
wäre, zur Verfügung stand, zum anderen weil die verwendete Implementierung
von Apriori nicht mehr mit dem herkömmlichen Apriori aus [Agrawal und Srikant,
1994a], [Agrawal und Srikant, 1994b], [Agrawal et al., 1996] vergleichbar ist, son-
dern unter anderem Elemente von FP-Growth beinhaltet (vgl. dazu [Borgelt und
Kruse, 2002]).

Abschließender Vergleich auf Daten realer Anwendungen In den Ab-
bildungen 3.22 bis 3.24 zeigt sich die Praxistauglichkeit der Verfahren anhand
verschiedener ausgewählter realer Analyseanwendungen. Ergänzende Experimente
auf realen Daten sind in Anhang A.1.1 zu finden.
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Abbildung 3.22: Effizienz zählender Verfahren auf EINZELHANDEL bei variierendem minsupp

Grundsätzlich bestätigen die Ergebnisse auf den realen Daten die auf den syn-
thetischen Daten gewonnenen Einschätzungen der Verfahren. So bleibt Apriori
gegenüber DIC das effizientere Verfahren und FP-Growth ist zumindest bezüglich
der Laufzeit Apriori eindeutig überlegen. Insbesondere hinsichtlich der Analyse des
Datensatzes FAHRZEUG wird jedoch auch deutlich, daß die in realen Szenarien
unter Umständen sehr großen Datenmengen für den Algorithmus FP-Growth pro-
blematisch sind. Ähnlich lassen sich auch die Ergebnisse auf dem Datensatz EIN-
ZELHANDEL interpretieren. Die von FP-Growth erreichten Laufzeiten sind bis zu
90% kürzer als die von Apriori. Der Datensatz EINZELHANDEL enthält allerdings
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Abbildung 3.23: Effizienz zählender Verfahren auf FAHRZEUG bei variierendem minsupp
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Abbildung 3.24: Effizienz zählender Verfahren auf BMS-WEBVIEW1 bei variierendem minsupp
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lediglich die Daten einer Filiale über einen Monat. Werden die Daten über den Zeit-
raum eines Jahres für n Filialen analysiert, dann bedeutet das für FP-Growth bei
minsupp = 0,03125% einen Speicherbedarf von ungefähr 12n·61 Megabyte = 732n
Megabyte, während für Apriori der Speicherbedarf unabhängig von n bei ungefähr
130 Megabyte konstant bleibt.

Schneidende Algorithmen

Von den in Abschnitt 3.2 als schneidend klassifizierten Algorithmen wurden im
Rahmen der vorliegenden Arbeit die Verfahren Partition, Eclat und dEclat imple-
mentiert.

Die indirekte Bestimmung der Häufigkeiten von Ereigniskombinationen durch das
Schneiden von Transaktionsmengen wurde in [Savasere et al., 1995a] mit dem Al-
gorithmus Partition eingeführt. Die folgenden Evaluierungen basieren auf einer
Implementierung dieses Algorithmus, welche die Daten nicht zerlegt. Damit kann
der abschließende Lauf über die Transaktionen, der die tatsächlichen Häufigkei-
ten der Ereigniskombinationen bestimmt, entfallen. Diese Variante des Partition-
Algorithmus ist bezüglich der Laufzeit effizienter als der ursprüngliche Algorith-
mus aus [Savasere et al., 1995a]. Die Ergebnisse der Hauptspeichermessungen sind
jedoch nur eingeschränkt gültig. So skaliert der Hauptspeicherbedarf umgekehrt li-
near mit der Anzahl der Partitionen und kann auch für große Datenmengen nahezu
beliebig klein gehalten werden. Diese Möglichkeit besteht entsprechend nicht für
die hier verwendete Implementierung von Partition. Eine wachsende Anzahl von
Partitionen bedeutet allerdings zugleich längere Laufzeiten. Mit SPINC und AS-
CPA aus [Mueller, 1995] wurden zur Lösung dieses Problems zwei Varianten von
Partition eingeführt, welche die Partitionierung bezüglich der Laufzeit optimieren.
Beide Ansätze werden in der folgenden Evaluierung von dem hier herangezogenen
Partition-Algorithmus bezüglich der Laufzeit mit abgedeckt, da dieser die zugrun-
deliegende Transaktionsdatenbank nicht zerlegt und daher am effizientesten ist.

Neben Partition wurde im Rahmen der vorliegenden Arbeit stellvertretend für die
in [Zaki et al., 1997a], [Zaki et al., 1997c] eingeführte Algorithmenfamilie der Algo-
rithmus Eclat implementiert.37 Um Eclat mit den anderen Verfahren vergleichen
zu können, muß dieser Algorithmus so erweitert werden, daß nicht nur häufige
Ereigniskombinationen mit einer Mächtigkeit größer gleich 3 erzeugt werden, son-
dern ebenfalls die häufigen Ereigniskombinationen, die aus einem einzelnen Ereig-
nis oder zwei Ereignissen bestehen. Dazu werden die Transaktionsmengen für die
einzelnen Ereignisse generiert und Eclat für die Äquivalenzklasse E(∅) aufgerufen
(vgl. Abschnitt 3.1.2 und [Hipp et al., 2000a]).

37Mohammed J. Zaki wählt ebenfalls für seine Experimente in [Zaki und Gouda, 2001] diesen
Algorithmus aus [Zaki et al., 1997a], [Zaki et al., 1997c] als Benchmark.
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Mit dEclat aus [Zaki und Gouda, 2001] wurde in die Evaluierung außerdem ei-
ne Variante von Eclat aufgenommen, welche für Ereigniskombinationen höherer
Mächtigkeit anstelle der üblichen Transaktionsmengen auf Differenzmengen ba-
siert. Als Schwellenwert für den Wechsel von Transaktionsmengen zu Differenz-
mengen wurde nach [Zaki und Gouda, 2001] der Wert 3 gewählt (vgl. auch Ab-
schnitt 3.2). Entsprechend wird im folgenden dEclat auch als dEclat3 bezeichnet.

Synthetische Daten Der Vergleich der Verfahren auf den synthetischen Da-
ten ergibt keine wesentlichen Unterschiede bezüglich der Laufzeiten (vgl. z. B. die
Abbildungen 3.25(a) und 3.26(a) sowie die ergänzenden Evaluierungen aus An-
hang A.1.2). Lediglich wenn für den minimalen Support sehr kleine Werte gewählt
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Abbildung 3.25: Effizienz schneidender Verfahren auf T10I4D1000K bei variierendem minsupp

werden, zeigen die Algorithmen Partition und dEclat schlechtere Laufzeiten als
Eclat.

Größere Unterschiede ergeben sich bezüglich des Hauptspeicherbedarfs der Ver-
fahren (vgl. z. B. die Abbildungen 3.25(b) und 3.26(b) sowie die ergänzenden Eva-
luierungen aus Anhang A.1.2). Während Eclat und dEclat ein nahezu identisches
Speicherverhalten zeigen, übersteigt der Hauptspeicherbedarf von Partition die
Werte der beiden anderen Verfahren bei weitem.

Des weiteren skalieren alle berücksichtigten Ansätze sowohl hinsichtlich der Lauf-
zeit als auch des Hauptspeicherbedarfs nahezu linear mit der Anzahl Transaktionen
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Abbildung 3.26: Effizienz schneidender Verfahren auf T25I20D100K bei variierendem minsupp

(vgl. Abbildung 3.27).38 Entsprechend kann auf dem eingesetzten Rechnersystem
keines der Verfahren für die mit 100 Millionen beziehungsweise einer Milliarde
Transaktionen vergleichsweise großen Datensätze die häufigen Ereigniskombina-
tionen generieren.

Interpretation Die Kandidatengenerierung von Partition ist effizienter als die
von Eclat, so daß bei der Generierung häufiger Ereigniskombinationen mittels Par-
tition im Vergleich zu Eclat weniger Schnitte über Transaktionsmengen notwendig
sind. Umgekehrt basiert Eclat auf Schnellschnitten, welche die Schnittmengenbil-
dung selbst effizienter machen. Beide Aspekte können sich in den durchgeführten
Experimenten ungefähr ausgleichen. Es ist allerdings zu berücksichtigen, daß die
hier evaluierte Variante des Partition-Algorithmus nicht vollständig ist. Es fehlt die
Zerlegung der zugrundeliegenden Transaktionsdatenbank, welche zwar das Haupt-
speicherproblem von Partition löst, sich jedoch wegen des zusätzlichen Analyse-
laufs negativ auf die Laufzeit auswirkt. Insgesamt ist somit Eclat als das gegenüber
Partition überlegene Verfahren anzusehen.

Der Wechsel zu Differenzmengen von dEclat hat hingegen keinen bemerkenswerten
Einfluß auf die Effizienz gegenüber Eclat.

38Anstelle der Sun Workstation kommt für die Experimente zur Skalierung erneut das dazu
bereits eingesetzte PC-System zum Einsatz.
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Abbildung 3.27: Skalierbarkeit schneidender Verfahren auf synthetischen Daten bei variieren-
der Anzahl von Transaktionen in Tausend

Vergleichbare Evaluierungen in der Literatur Ein Vergleich der Laufzeiten
von Eclat und dEclat ist in [Zaki und Gouda, 2001] zu finden. In Übereinstim-
mung mit den im Rahmen dieser Arbeit ermittelten Ergebnissen sind sich auch
in [Zaki und Gouda, 2001] die Laufzeiten beider Verfahren auf den synthetischen
Daten sehr ähnlich. Die Experimente in [Zaki und Gouda, 2001] zeigen außerdem
einen deutlichen Vorteil für dEclat, wenn dieser Algorithmus auf besonders dich-
ten Datensätzen, sogenannten

”
dense dataset“, eingesetzt wird. Diese Datensätze

zeichnen sich dadurch aus, daß sie sehr viele häufige Ereigniskombinationen ent-
halten und in diesem Sinne

”
dicht“ sind. Aufgrund der sehr großen Anzahl häufiger

Ereigniskombinationen ist es jedoch nicht mehr sinnvoll beziehungsweise praktisch
möglich, die den Schwellenwerten genügenden Assoziationsregeln vollständig zu
erzeugen. Entsprechend sind solche dichten Datensätze im Rahmen des Support-
Konfidenz-Ansatzes nicht von Bedeutung (vgl. u. a. [Bayardo et al., 1999]) und
werden in dieser Arbeit nicht weiter betrachtet.

Abschließender Vergleich auf Daten realer Anwendungen In den Abbil-
dungen 3.28 bis 3.30 werden die schneidenden Verfahren anhand von Datensätzen
aus realen Anwendungen bezüglich ihrer Praxistauglichkeit evaluiert (für weitere
Experimente siehe Anhang A.1.2).

Grundsätzlich werden die auf den synthetischen Daten gewonnenen Ergebnisse und
Einschätzungen bestätigt. Die Laufzeiten der Verfahren sind sich ähnlich, wobei
Eclat gegenüber Partition und dEclat die kürzeren Laufzeiten erreicht. Anhand
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Abbildung 3.28: Effizienz schneidender Verfahren auf EINZELHANDEL bei variierendem min-
supp

64s

128s

256s

512s

1024s

2048s

4096s

8192s

32% 16% 8% 4% 2%

partition
eclat

declat3

(a) Laufzeit in Sekunden

32MB

64MB

128MB

256MB

512MB

1024MB

2048MB

32% 16% 8% 4% 2%

partition
eclat

declat3

(b) Speicherbedarf in Megabyte

Abbildung 3.29: Effizienz schneidender Verfahren auf FAHRZEUG bei variierendem minsupp
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Abbildung 3.30: Effizienz schneidender Verfahren auf BMS-WEBVIEW2 bei variierendem min-
supp

des Datensatzes FAHRZEUG (vgl. Abbildung 3.29) wird jedoch offensichtlich, daß
in praktischen Anwendungen unter Umständen der von den Verfahren benötigte
Hauptspeicher als kritisch einzuschätzen ist.

Zusammenfassender Vergleich

Im folgenden werden aufgrund der obigen Auswertungen die Algorithmen Apriori,
FP-Growth, Eclat und dEclat als die effizientesten der vorgestellten etablierten
Verfahren für einen abschließenden und zusammenfassenden Vergleich ausgewählt.

Synthetische Daten In den Abbildungen 3.31 bis 3.33 werden zählende und
schneidende Verfahren direkt miteinander verglichen. Zunächst fällt auf, daß Aprio-
ri als zählendes Verfahren und Eclat sowie dEclat als schneidende Verfahren in
vielen der Experimente sehr ähnliche Laufzeiten erreichen. Lediglich in einigen der
Experimente liegen die Laufzeiten der Verfahren bis zu Faktor 2 auseinander. FP-
Growth hingegen ist auf den weniger anspruchsvollen Datensätzen T5I2D1000K
und T10I4D1000K deutlich das schnellste Verfahren. Auf T5I2D1000K kann FP-
Growth um bis zu 70% kürzere Laufzeiten als die anderen Verfahren erreichen,
auf T10I4D1000K um bis zu 60%. Auf den anspruchsvolleren Datensätzen, wie
beispielsweise T20I6D1000K, relativiert sich dieser Vorteil und in einzelnen Ex-
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perimenten erreicht Apriori Laufzeiten, die bis zu 75% kürzer sind als die von
FP-Growth (siehe auch die ergänzenden Experimente auf synthetischen Daten in
Anhang A.1.3).
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Abbildung 3.31: Effizienz ausgewählter etablierter Verfahren auf T5I2D1000K bei variierendem
minsupp

Bezüglich des Hauptspeicherbedarfs sind die Unterschiede zwischen den Verfahren
wesentlich ausgeprägter. So sind für Apriori bei vergleichsweise großen Schwellen-
werten minsupp auf den drei Datensätzen 12 Megabyte Hauptspeicher ausreichend,
während Eclat für die gleiche Aufgabe bis zu 49, 74 beziehungsweise 159 Mega-
byte benötigt. Mit sinkendem minsupp steigt der Hauptspeicherbedarf von Apriori
jedoch steil an und liegt in vielen der Experimente weit über dem von Eclat.
Auf T10I4D1000K benötigt Apriori bis zu 500% mehr Hauptspeicher als Eclat,
auf T20I6D1000K bis zu 400%. Der Hauptspeicherbedarf von Eclat bleibt nach ei-
nem anfänglichen Anstieg nahezu konstant. Ebenso steigt der Hauptspeicherbedarf
von FP-Growth zunächst steil an und wächst aber auf hohem Niveau nur wenig
weiter. Im einzelnen liegt auf den drei Datensätzen der Hauptspeicherbedarf von
FP-Growth um bis zu 240%, 500% beziehungsweise 430% über dem von Eclat.

In Abbildung 3.34 werden die grundsätzlichen Unterschiede bezüglich der Skalier-
barkeit der Verfahren deutlich, wobei wieder für den festen Schwellenwert minsupp
= 0,5% alle häufigen Ereigniskombinationen generiert werden.39 Während hin-

39Anstelle der Sun Workstation kommt für die Experimente zur Skalierung erneut das dazu
bereits eingesetzte PC-System zum Einsatz.
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Abbildung 3.32: Effizienz ausgewählter etablierter Verfahren auf T10I4D1000K bei variieren-
dem minsupp
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Abbildung 3.33: Effizienz ausgewählter etablierter Verfahren auf T20I6D1000K bei variieren-
dem minsupp
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Abbildung 3.34: Skalierbarkeit ausgewählter etablierter Verfahren auf synthetischen Daten bei
variierender Anzahl von Transaktionen in Tausend

sichtlich der Laufzeiten alle Verfahren linear mit der Anzahl der Transaktionen
skalieren, ist der Speicherbedarf von Apriori insbesondere für größere Datensätze
weitgehend konstant. Im Gegensatz dazu wächst der Speicherbedarf der anderen
Verfahren linear mit der Anzahl der Transaktionen. Lediglich Apriori kann daher
auf der gegebenen Hardware die Grenze von 10 Millionen Transaktionen über-
schreiten und die Menge der häufigen Ereigniskombinationen erfolgreich auf einer
Milliarde Transaktionen generieren.

Abschließender Vergleich auf Daten realer Anwendungen In den Abbil-
dungen 3.35 bis 3.39 werden die ausgewählten Verfahren auf sämtlichen in Ab-
schnitt 3.3.1 eingeführten und auf realen Anwendungen basierenden Datensätzen
hinsichtlich ihrer Praxistauglichkeit evaluiert. Die Experimente bestätigen FP-
Growth als das bezüglich der Laufzeit deutlich effizienteste Verfahren, das jedoch
in Abhängigkeit von der Anzahl und dem Umfang der zugrundeliegen Transaktio-
nen schnell einen kritischen Hauptspeicherbedarf erreicht. Das zählende Verfahren
Apriori zeigt gegenüber dem schneidenden Verfahren Eclat auf dem Datensatz
EINZELHANDEL fast durchweg kürzere Laufzeiten, auf sämtlichen anderen Da-
tensätzen ist hingegen Eclat das effizientere der beiden Verfahren.

Vergleichbare Evaluierungen in der Literatur Experimente, die Eclat mit
Apriori vergleichen, sind in [Zaki et al., 1997a], [Zaki et al., 1997c] zu finden. Die
Ergebnisse dort sind allerdings nur bedingt aussagekräftig, da lediglich die Zei-
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Abbildung 3.35: Effizienz ausgewählter etablierter Verfahren auf EINZELHANDEL bei variie-
rendem minsupp
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Abbildung 3.36: Effizienz ausgewählter etablierter Verfahren auf FAHRZEUG bei variierendem
minsupp
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Abbildung 3.37: Effizienz ausgewählter etablierter Verfahren auf BMS-WEBVIEW1 bei variie-
rendem minsupp
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Abbildung 3.38: Effizienz ausgewählter etablierter Verfahren auf BMS-WEBVIEW2 bei variie-
rendem minsupp
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Abbildung 3.39: Effizienz ausgewählter etablierter Verfahren auf BMS-POS bei variierendem
minsupp

ten für die Generierung der häufigen Ereigniskombinationen ab einschließlich der
Mächtigkeit 3 angegeben werden. Die experimentellen Vergleiche von dEclat mit
Apriori [Zaki und Gouda, 2001] betreffen fast ausschließlich dichte Datensätze,
die im Rahmen dieser Arbeit nicht weiter untersucht werden. Eine systematische
Betrachtung des Speicherbedarfs der Verfahren fehlt bisher in der Literatur.

3.3.3 Zusammenfassung und Bewertung

In diesem Abschnitt wurden die wichtigsten der heute als etabliert anzusehenden
Verfahren zur Generierung häufiger Ereigniskombinationen evaluiert. Dazu wur-
de eine Vielzahl verschiedener Experimente sowohl auf synthetischen Datensätzen
als auch auf Datensätzen aus realen Anwendungen durchgeführt. Die Eigenschaf-
ten der synthetischen Datensätze konnten gezielt verändert und auf diese Weise
Aussagen bezüglich des Einflusses der Charakteristika der Datensätze abgeleitet
werden. Die Experimente auf den realen Daten zeigten, inwieweit die Verfahren
für praktische Anwendungen geeignet sind.

Die hier durchgeführte Evaluierung zeichnet sich unter anderem durch die voll-
ständige Abdeckung der zusammen mit den etablierten Verfahren veröffentlichten
Datensätze und Experimente aus. Des weiteren wurden die beschriebenen Verfah-
ren erstmals gemeinsam und unter gleichen Rahmenbedingungen evaluiert. Insbe-
sondere werden zum ersten Mal nicht nur die Laufzeiten, sondern auch der Haupt-
speicherbedarf der Verfahren einbezogen. Letzterer entscheidet darüber, ob ein
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Verfahren auf einen Datensatz anwendbar ist, da aufgrund der wenig lokalen Spei-
cherzugriffe der Beginn des Auslagerns von Hauptspeicherseiten auf Sekundärspei-
cher die Verfahren nahezu zum Erliegen bringt.

Erstes Ergebnis der hier vorliegenden umfassenden Untersuchungen ist, daß, an-
ders als verschiedene veröffentlichte Vergleiche im einzelnen den Eindruck erwecken
(vgl. z. B. [Savasere et al., 1995a], [Zaki et al., 1997a], [Zaki et al., 1997c], [Han et al.,
2000], [Zaki und Gouda, 2001]), ein allgemein

”
effizientestes Verfahren“ nicht exi-

stiert. Vielmehr ergibt sich insgesamt ein sehr differenziertes Bild. In Abhängig-
keit von den zu analysierenden Daten erreichen unterschiedliche Verfahren die
kürzesten Laufzeiten, wobei kurze Laufzeiten jedoch unter Umständen mit einem
hohen Speicherbedarf einhergehen, so daß große Datenmengen oder besonders klei-
ne Schwellenwerte für den minimalen Support gegebenenfalls nicht mehr bearbeitet
werden können.

Als die vielversprechendsten Verfahren zur Assoziationsregelgenerierung wurden
in der vorliegenden Arbeit die Algorithmen Apriori, FP-Growth, Eclat und dEclat
identifiziert.

Im einzelnen zeichnet sich der Algorithmus Apriori dadurch aus, daß er für nicht
zu klein vorgegebene minimale Häufigkeiten praktisch beliebig große Transakti-
onsdatenbanken analysieren kann. Die dabei erreichten Laufzeiten sind durchaus
mit denen der anderen Verfahren vergleichbar, wenn Apriori auch für besonders
anspruchsvolle Datensätze oder vergleichsweise geringe Werte für den minimalen
Support den anderen Verfahren bezüglich der Laufzeit unterlegen ist. Der benötigte
Hauptspeicher ist nahezu unabhängig von der Anzahl zugrundeliegender Transak-
tionen, skaliert allerdings in Abhängigkeit von den Daten teilweise exponentiell
mit dem vorgegebenen Schwellenwert für den Support.

FP-Growth als datenorientiertes Verfahren erreicht auf vielen der Datensätze die
mit Abstand kürzesten Laufzeiten. Für anspruchsvollere Datensätze mit Transak-
tionen und häufigen Ereigniskombinationen größerer Mächtigkeit nähern sich die
Laufzeiten von FP-Growth allerdings zunehmend an die der anderen Verfahren
an. Die Generierung häufiger Ereigniskombinationen mittels FP-Growth weist au-
ßerdem in den meisten Fällen einen sehr hohen Speicherbedarf auf, wobei dieser
ungefähr linear mit der Anzahl zugrundeliegender Transaktionen skaliert. Für die
Analyse sehr großer Datenbanken erscheint FP-Growth daher nicht geeignet.

Die Laufzeiten der schneidenden Verfahren Eclat und dEclat sind zumeist ver-
gleichbar mit den von Apriori erreichten Laufzeiten beziehungsweise sogar kürzer
als diese, wobei unter bestimmten Umständen dEclat auch wesentlich schlechtere
Werte erreichen kann. Der Hauptspeicherbedarf beider Verfahren skaliert eben-
falls wie der Hauptspeicherbedarf von FP-Growth ungefähr linear mit der Anzahl
zugrundeliegender Transaktionen, die gemessenen Werte liegen jedoch weit unter
denen von FP-Growth.



3.3. EVALUIERUNG 95

Zusammenfassend ist FP-Growth als das effizienteste Verfahren bezüglich der Lauf-
zeit anzusehen. Allerdings können in Abhängigkeit vom verfügbaren Hauptspei-
cher bereits Datensätze mittlerer Größenordnungen unter Umständen mit FP-
Growth nicht mehr analysiert werden. Für solche Datensätze sind die Algorithmen
Eclat beziehungsweise dEclat vorzuziehen, wobei diese Verfahren mit zunehmen-
der Anzahl von Transaktionen ebenfalls die Grenzen des Hauptspeichers erreichen
können. Letztlich ist für sehr große Datensätze lediglich der Algorithmus Apriori
geeignet, dessen Einsatz jedoch zumeist mit einer weiteren Verschlechterung der
Laufzeiten einhergeht.

Insgesamt sind die etablierten Verfahren mit den erwähnten Einschränkungen ge-
eignet, auch große Datenmengen zu analysieren. Die erreichten Laufzeiten sind
allerdings insbesondere vor dem Hintergrund des in Abschnitt 2.1.1 beschriebenen
interaktiven Wissensentdeckungsprozesses als wenig befriedigend anzusehen.
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Kapitel 4

Neu- und Weiterentwicklungen

In diesem Kapitel werden verschiedene Optimierungen der bereits vorgestellten
Algorithmen und neue Ansätze zur Generierung einfacher und taxonomer Asso-
ziationsregeln eingeführt. Grundlage bildet die Analyse der etablierten Verfahren
aus Kapitel 3. In Abschnitt 4.1 werden zwei neue Ansätze zur Generierung einfa-
cher Assoziationsregeln vorgestellt. Der erste Ansatz basiert auf einer optimierten
Suchstrategie für die Tiefensuche. Mit dieser ist es möglich, den Suchraum an-
hand nichthäufiger Teilmengen von Ereigniskombinationen zu beschneiden und
so die Häufigkeitsbestimmung für viele der Kandidaten einzusparen. Der zweite
eingeführte Ansatz kombiniert Tiefensuche und Breitensuche sowie direkte und
indirekte Häufigkeitsbestimmung. Das resultierende hybride Verfahren erreicht in
vielen Experimenten weit kürzere Laufzeiten und weist einen geringeren Speicher-
bedarf auf als die zugrundeliegenden Ansätze im einzelnen. Die neuen Verfahren
werden im Vergleich mit den etablierten Ansätzen ausführlich evaluiert. In Ab-
schnitt 4.2 werden die etablierten Algorithmen dann erweitert, so daß diese Taxo-
nomien in die Regelgenerierung einbeziehen können. Außerdem werden neue Ver-
fahren eingeführt, welche die Taxonomie effizient zur Beschneidung des Suchraums
nutzen. Eine Evaluierung zeigt, daß diese Verfahren wesentlich kürzere Antwortzei-
ten erreichen als die erweiterten etablierten Algorithmen. Das Kapitel schließt in
Abschnitt 4.3 mit einer zusammenfassenden Bewertung der hier neu eingeführten
Verfahren zur Generierung einfacher und taxonomer Assoziationsregeln.

4.1 Einfache Assoziationsregeln

In diesem Abschnitt werden die Erweiterungen und Optimierungen der Verfahren
zur Generierung einfacher Assoziationsregeln eingeführt. Dazu wird zunächst die
Tiefensuche erweitert und im Anschluß der hybride Ansatz vorgestellt. Es folgt die
Evaluierung der neuen Ansätze gemeinsam mit den etablierten Verfahren.

97
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4.1.1 Optimierte Tiefensuche für schneidende Verfahren

Das Verfahren Eclat durchläuft den Suchraum mittels einer Tiefensuche (vgl. Ab-
schnitt 3.2). Für Eclat ist es daher nicht möglich, den Suchraum anhand nichthäufi-
ger Teilmengen von Ereigniskombinationen vollständig zu beschneiden. Der Hin-
tergrund dieser in [Zaki et al., 1997a], [Zaki et al., 1997c] nicht erwähnten Ein-
schränkung ist, daß zum Zeitpunkt der Häufigkeitsbestimmung eines Kandida-
ten nicht immer die Häufigkeiten sämtlicher Teilmengen des Kandidaten bekannt
sind. Beispielsweise kann eine Tiefensuche im Baum aus Abbildung 3.3 die Äqui-
valenzklasse E({a}) und damit E({a, c}) vor der Äquivalenzklasse E({c}) besu-
chen. In diesem Fall ist zum Zeitpunkt der Häufigkeitsbestimmung des Kandi-
daten {a, c, d} ∈ E({a, c}) nicht bekannt, daß dessen Teilmenge {c, d} ∈ E({c})
nichthäufig ist. Die Häufigkeit des Kandidaten {a, c, d} wird folglich aufwendig an-
hand der Datenbank bestimmt, obwohl dieser Kandidat aufgrund seiner nichthäufi-
gen Teilmenge {c, d} nicht häufig sein kann.

Die Anzahl von Vorkommen in der Datenbank wird lediglich für die häufigen
der betrachteten Kandidaten während der Tiefensuche gespeichert, da betrach-
tete nichthäufige Ereignisse abzulegen einen großen zusätzlichen Speicherbedarf
bedeuten würde. Ist während des Abstiegs im Suchraum zu der Häufigkeit ei-
ner Ereigniskombination nichts bekannt, dann ist diese Ereigniskombination folg-
lich entweder nichthäufig oder wurde bisher nicht betrachtet. Daher ist auch ein
teilweises Heranziehen nichthäufiger Ereigniskombinationen zur Beschneidung des
Suchraums nicht ohne weiteres möglich.

Erweiterter Ansatz

Um die Beschneidung des Suchraums anhand nichthäufiger Ereigniskombinatio-
nen auch für die auf einer Tiefensuche beruhenden Verfahren möglich zu machen,
müssen zwei Voraussetzungen erfüllt sein:

(a) Bevor bestimmt wird, ob ein Kandidat K häufig ist, müssen sämtliche Teil-
mengen von K bereits bearbeitet worden sein.

(b) Ein effizienter Zugriff auf die Häufigkeiten der bereits ausgezählten Ereignis-
kombinationen ist zu gewährleisten, damit die Häufigkeiten der Teilmengen
eines Kandidaten schnell gefunden werden können.

Sei X.itemn, X ⊆ E , das n-te Ereignis der eineindeutig auf die natürlichen Zahlen
abgebildeten und aufsteigend sortierten Ereignisse aus X (vgl. dazu auch Ab-
schnitt 3.1.2). Nach [Hipp et al., 1998] sei außerdem die Relation <L für Paare
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X,Y von Ereigniskombinationen gleicher Mächtigkeit, X,Y ∈ Km, Km = {K ⊆
E | |K| = m}, wie folgt definiert:

X <L Y :⇔ ∃n ∈ � , n ≤ m : X.itemn < Y.itemn ∧

∀n′ ∈ � ∧ n′ < n : X.itemn′ = Y.itemn′

Die Relation <L definiert eine lexikographische Ordnung auf Ereigniskombinatio-
nen gleicher Mächtigkeit. Für jede Teilmenge K ′

m von Km existiert daher genau
eine im Sinne der Relation <L größte Ereigniskombination.

Sei K = {k1, . . . , kn} mit ki = K.itemi eine Ereigniskombination. Sei außerdem
P = {k1, . . . , kn−1} das (|K| − 1)-Präfix von K. Für alle S ⊆ K mit |S| = |K| − 1
gilt dann:

S 6= P ⇒ ∃j ∈ � : S = {k1, . . . , kj−1, kj+1, . . . , kn}

⇒ ∃j ∈ � : P.itemj < S.itemj ∧ ∀n′ ∈ � , n′ < j : P.itemn′ = S.itemn′

⇒ P <L S.

¤

In Abschnitt 3.1.2 wurde der Suchraum in Äquivalenzklassen eingeteilt, wobei die
Ereigniskombinationen einer Äquivalenzklasse E(P ) das gleiche (|P | − 1)-Präfix
P haben. Folglich gilt für alle Teilmengen S mit |S| = |K| − 1, S 6= P , der Er-
eigniskombinationen K ∈ E(P ) die Eigenschaft P <L S. Sind alle nichthäufigen
Ereigniskombinationen S mit P <L S bekannt, können folglich die Kandidaten K
aus E(P ) anhand nichthäufiger Teilmengen beschnitten werden.1 Um zu erreichen,
daß die nichthäufigen Ereigniskombinationen S mit P <L S bekannt sind, bevor
die Häufigkeiten der Kandidaten in E(P ) bestimmt werden, müssen die Äquiva-
lenzklassen in der Weise abgearbeitet werden, daß jeweils die im Sinne der Relation
<L größte Ereigniskombination ausgewählt wird, wenn die Wahl besteht zwischen:

• verschiedenen Kandidaten, deren Häufigkeiten zu bestimmen sind, oder

• verschiedenen Präfixen P , welche die nächste Äquivalenzklasse E(P ) bestim-
men, zu der abgestiegen wird.

Vor dem Hintergrund der Darstellungen des Suchraums in den Abbildungen 3.1
und 3.3 wird diese Suchstrategie im folgenden als rechtsorientierten Tiefensuche
bezeichnet. Für das Beispiel aus Abschnitt 3.1.2 ist die von der rechtsorientierten
Tiefensuche für die Bearbeitung der Äquivalenzklassen implizierte Reihenfolge in
Abbildung 4.1 veranschaulicht.

1Letztlich ist ausreichend, daß die Häufigkeiten der Ereigniskombinationen S mit |S| = |K|−1
bekannt sind.
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{a, b} {a, d}{a, c} {a, e}

{b} {c} {d} {e}{a}

{c, d} {c, e}{b, e}{b, d}{b, c}

{a, b, d, e} {a, c, d, e} {b, c, d, e}

{a, b, c, d, e}

{d, e}

{a, b, c, e}{a, b, c, d}

{a, b, c} {a, b, d} {a, b, e} {a, c, d} {a, c, e} {a, d, e} {b, c, d} {b, c, e} {b, d, e} {c, d, e}

Abbildung 4.1: Rechtsorientierte Tiefensuche zur Ereignismenge E = {a, b, c, d, e} aus Ab-
schnitt 3.1.2

Nachdem Voraussetzung (a) gegeben ist, bleibt Voraussetzung (b), der effiziente
Zugriff auf die häufigen Ereigniskombinationen, geeignet umzusetzen. Dazu stellt
Eclat als auf einer Tiefensuche und Schnittmengenbildung beruhendes Verfahren
keine Datenstrukturen zur Verfügung.

Im folgenden wird vorgeschlagen, die häufigen Ereigniskombinationen anhand der
eingeführten Relation <L lexikographisch sortiert und für jede Mächtigkeit separat
in einem Array abzulegen. Aufgrund der verwendeten rechtsorientierten Tiefensu-
che werden die häufigen Ereigniskombinationen absteigend sortiert erzeugt und
können somit direkt nacheinander in das jeweilige Array geschrieben werden. Der
Speicherplatz wird auf diese Weise effizient genutzt, und die Sortierung der häufi-
gen Ereigniskombinationen erlaubt einen schnellen Zugriff auf die Häufigkeiten
mittels einer Binärsuche.

Der aus Eclat anhand der beschriebenen Optimierung abgeleitete Algorithmus
zur Generierung häufiger Ereigniskombinationen wird mit Optra, abgeleitet von

”
optimized lattice traversal“, bezeichnet.

Erste Evaluierung

Der Algorithmus Optra wird hier zusammen mit Eclat exemplarisch auf dem Da-
tensatz T10I4D1000K evaluiert. In Abbildung 4.2 ist zu verschiedenen Mindestvor-
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gaben für die Häufigkeit in Prozent die Anzahl der Kandidaten, deren Häufigkeiten
von Eclat und Optra bestimmt werden, zueinander in Bezug gesetzt. Mit sinkender
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Abbildung 4.2: Anzahl von Kandidaten, deren Häufigkeiten Eclat und Optra bei variierender
Mindesthäufigkeit auf dem Datensatz T10I4D1000K bestimmen (Anzahl zumeist gerundet)

Mindesthäufigkeit steigt die absolute Anzahl von Kandidaten für beide Verfahren,
wobei dieser Anstieg für Optra im beschriebenen Experiment jedoch wesentlich
geringer als für Eclat ausfällt. Schließlich kann Optra bei einer Mindesthäufigkeit
von minsupp = 0,015625% mit 5.673.647 Kandidaten gegenüber Eclat mit 8.481.455
das Auszählen von fast einem Drittel der Kandidaten einsparen.

Bezüglich des Speicherbedarfs ist kein Vorteil von Optra gegenüber Eclat zu er-
warten. Das optimierte Beschneiden des Suchraums impliziert nicht, daß Optra
weniger Äquivalenzklassen als Eclat besucht, sondern lediglich, daß die Häufigkei-
ten einzelner Kandidaten nicht bestimmt werden müssen, um diese als nichthäufig
zu erkennen.

In Abbildung 4.3 sind die Laufzeiten von Optra und Eclat auf den Datensätzen
T10I4D1000K und BMSPOS dargestellt. Offensichtlich kann Optra den Vorteil
durch das Beschneiden des Suchraums kaum direkt in kürzere Laufzeiten umsetzen.
Für besonders geringe Mindesthäufigkeiten liegen die Zeiten von Optra sogar über
denen von Eclat. Lediglich in einigen Experimenten auf dem Datensatz BMSPOS
erreicht Optra um mehr als 30% kürzere Laufzeiten als Eclat. Daß die Zeiten von
Eclat und Optra sehr ähnlich sind, ist in Anbetracht des hohen Anteils von Kan-
didaten, die Optra gegenüber Eclat aufgrund der rechtsorientierten Tiefensuche
nicht auszählt, sondern direkt als nichthäufig verwirft, zunächst erstaunlich. Die
Erklärung für dieses Verhalten ist in Abbildung 4.4 zu finden, wo auf dem Daten-
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Abbildung 4.3: Laufzeiten in Sekunden von Optra und Eclat bei variierendem minsupp

satz T10I4D1000K bei ansonsten gleichen Parametereinstellungen die maximale
Mächtigkeit der zu erzeugenden häufigen Ereigniskombinationen von 1 bis 10 vari-
iert wird. Die angegebenen Werte entsprechen jeweils den summierten Laufzeiten
für die Erzeugung der häufigen Ereigniskombinationen der Mächtigkeit 1 bis zur
der jeweiligen maximalen Mächtigkeit. Aus den gemessenen Laufzeiten läßt sich
ablesen, daß der Aufwand für die Erzeugung der häufigen Ereigniskombinationen
der Mächtigkeit 2 den Gesamtaufwand dominiert. Der zusätzlich für die Generie-
rung der häufigen Ereigniskombinationen der Mächtigkeit 3 erforderliche Aufwand
ist wesentlich geringer, während für die Mächtigkeiten größer 3 fast kein weiterer
Aufwand entsteht (zur Erklärung siehe auch den folgenden Abschnitt 4.1.2).

Für die Kandidaten der Mächtigkeit 2 kann Optra keine Häufigkeitsbestimmun-
gen einsparen, da diese jeweils aus zwei einelementigen Teilmengen bestehen. Diese
Teilmengen müssen immer häufig sein, da jeder Kandidat genau aus diesen beiden
Teilmengen erzeugt wurde. Umgekehrt wirken sich eingesparte Häufigkeitsbestim-
mungen für die Kandidaten größerer Mächtigkeit kaum auf die Laufzeiten aus, da
der Anteil dieser Kandidaten am Gesamtaufwand gering ist. In Extremfällen kann
sich der Effekt sogar umkehren, wenn die zu schneidenden Transaktionsmengen
sehr kleine Mächtigkeiten aufweisen und gleichzeitig die zugehörigen Kandidaten
viele Ereignisse enthalten. In diesen Fällen kann der Aufwand für die Überprüfung
der Teilmengen auf Häufigkeit den alternativen Aufwand für das Schneiden der
Transaktionsmengen übersteigen. Auf dem Datensatz T10I4D1000K bleiben die
Kandidaten der Mächtigkeit 3, 4 und 5, für welche die vorgestellte optimierte
Beschneidung des Suchraums sich merklich auf die Laufzeit auswirken kann. Da
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Abbildung 4.4: Laufzeiten von Optra und Eclat auf T10I4D1000K bei variierender maximaler
Mächtigkeit der zu erzeugenden häufigen Ereigniskombinationen

diese Kandidaten die Gesamtlaufzeit nicht dominieren, ist die letztlich erreichte
Verkürzung der Laufzeit durch die vorgestellte Optimierung gering bezüglich der
Gesamtlaufzeit.

Insgesamt bleibt festzuhalten, daß die eingeführte optimierte Beschneidung des
Suchraums zwar einen großen Teil der Schnitte über Transaktionsmengen einspa-
ren kann, es sich jedoch vor allem um die weniger aufwendigen Schnitte über die
Transaktionsmengen der Kandidaten höherer Mächtigkeiten handelt, die für die
Gesamtlaufzeiten von untergeordneter Bedeutung sind. Eine umfassende Evalu-
ierung von Optra zusammen mit einer Auswahl der etablierten Verfahren wird
in Abschnitt 4.1.3 durchgeführt. Erst bei der Generierung taxonomer Assoziati-
onsregeln kann die beschriebene Beschneidung des Suchraums in Laufzeitvorteile
umgesetzt werden, wie in Abschnitt 4.2 gezeigt wird.

4.1.2 Hybrides Verfahren

Im folgenden wird ein hybrides Verfahren eingeführt, das auf etablierten Ansätzen
beruht. Mit diesem Verfahren wird das Ziel verfolgt, durch geeignete Kombination
zählender und schneidender Häufigkeitsbestimmung, die Laufzeiten gegenüber den
etablierten Ansätzen zu verkürzen.

Motivation

In den Evaluierungen aus Abschnitt 3.3 ist zu beobachten, daß Apriori gegenüber
Eclat und Partition auf den Datensätzen kürzere Laufzeiten erreicht, die vor allem
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häufige Ereigniskombinationen kleinerer Mächtigkeit enthalten, wie beispielsweise
T5I2D1000K, während auf den anspruchsvolleren Datensätzen, wie beispielsweise
T20I6D1000K, Eclat und Partition die bezüglich der Laufzeit effizienteren Verfah-
ren sind.

Apriori zählt die Häufigkeiten unter Verwendung eines Hashbaums (vgl. dazu Ab-
schnitt 3.1). In diesem Hashbaum wird beim Zählen lediglich für jedes tatsächli-
che Vorkommen eines Kandidaten abgestiegen und der zugehörige Zähler erhöht.
Das Zählen eines Kandidaten, der selten in den Transaktionen vorkommt, erzeugt
somit einen vernachlässigbaren Aufwand. Die Laufzeiten von Apriori profitieren
demzufolge von Ereigniskombinationen, die als Kandidaten erzeugt werden, je-
doch trotzdem selten in den Daten vorkommen. Der Anteil häufiger Kandidaten
an der Menge der erzeugten Kandidaten ist insbesondere für die von den Assoziati-
onsregelalgorithmen erzeugten Kandidatenmengen, die aus Ereigniskombinationen
der Mächtigkeit 2 und 3 bestehen, vergleichsweise gering, wie exemplarisch in Ta-
belle 4.1 für den Datensatz T10I4D1000K dargestellt.

n = 1 n = 2 n = 3 n = 4 n = 5 n = 6
minsupp = 0,5% 28,1% 0,3% 67% 88,9% 87,5% 92,8%
minsupp = 0,125% 39,9% 2,2% 28,7% 94,1% 96,3% 92,8%
minsupp = 0,03125% 43% 9,1% 1,1% 98,3% 99% 96,7%

Tabelle 4.1: Anteil häufiger Kandidaten in den Kandidatenmengen zu den Mächtigkeiten n und
verschiedenen Mindesthäufigkeiten minsupp auf dem Datensatz T10I4D1000K (bei Beschneidung
des Suchraums anhand nichthäufiger Teilmengen)

Allerdings wird das Zählen der Häufigkeiten unter Verwendung eines Hashbaums
zunehmend problematisch mit sinkenden Schwellenwerten für die minimale Häufig-
keit. Sinkende Schwellenwerte für die minimale Häufigkeit bedeuten in der Regel,
daß wesentlich mehr Ereigniskombinationen häufig sind und gleichzeitig die durch-
schnittliche Mächtigkeit der häufigen Ereigniskombinationen zunimmt. Entspre-
chend wachsen die während des Algorithmenlaufs erzeugten Hashbäume sowohl in
die Breite als auch in die Höhe, so daß der Aufwand für das Absteigen im Baum
anhand der Teilmengen der Transaktionen sehr aufwendig werden kann.

Eclat und Partition bestimmen die Häufigkeiten indirekt mittels Schnittmengen-
bildung (vgl. Abschnitt 3.1). Im Gegensatz zu dem Apriori zugrundeliegenden
Ansatz entsteht bei diesem Vorgehen auch für Kandidaten, die selten in den
Transaktionen vorkommen, ein Mindestaufwand, da die Häufigkeitsbestimmung
durch Schnittmengenbildung erfordert, daß zumindest die weniger mächtige der
beiden Transaktionsmengen durchlaufen wird. Dies gilt auch, wenn ein Kandidat
nicht in den Transaktionen vorkommt. Selbst der Aufwand für die Schnellschnit-
te, auf denen Eclat basiert (vgl. Abschnitt 3.1), ist unabhängig von der Häufig-
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keit der Kandidaten. Umgekehrt hat die Mächtigkeit der Kandidaten für Eclat
und Partition als schneidende Verfahren auf die Laufzeiten keinen Einfluß, da bei
der indirekten Häufigkeitsbestimmung durch Schnittmengenbildung lediglich de-
ren zugehörige Transaktionsmengen durchlaufen werden, anstatt die Kandidaten
in einem Hashbaum zu suchen.

Folglich ist insgesamt das Zählen von Häufigkeiten unter Verwendung eines Hash-
baums für Kandidaten kleinerer Mächtigkeit effizienter, während für Kandidaten
größerer Mächtigkeit die Schnittmengenbildung kürzere Laufzeiten ermöglicht. Es
stellt sich daher die Frage nach einem hybriden Verfahren, welches die Vorteile
beider Ansätze verbinden kann.

Umsetzung

Das hier vorgestellte hybride Verfahren basiert zunächst auf der Häufigkeitsbestim-
mung durch Zählen, der eine Breitensuche zugrunde liegt. Sobald eine festgelegte
Mächtigkeit s erreicht ist, findet ein Wechsel zu einer mit Tiefensuche kombinierten
Häufigkeitsbestimmung durch Schnittmengenbildung statt. Die Häufigkeiten der
Kandidaten kleinerer Mächtigkeit werden also durch Zählen anhand eines Hash-
baums ermittelt, während die Häufigkeiten der Kandidaten größerer Mächtigkeit
indirekt durch Schnittmengenbildung bestimmt werden. Der Wechsel von Breiten-
suche zu Tiefensuche ist notwendig, da weder für die Tiefensuche mit Häufigkeits-
bestimmung durch Zählen noch für die Breitensuche mit Häufigkeitsbestimmung
durch Schnittmengenbildung effiziente Ansätze bekannt sind (vgl. auch die Syste-
matisierung in Abbildung 3.15 und die Evaluierung in Abschnitt 3.3).2

Der Übergang von zählender Häufigkeitsbestimmung zu Schnittmengenbildung ist
problematisch, da diesen Ansätzen jeweils unterschiedliche Aufbereitungen der Da-
ten zugrunde liegen (vgl. Abschnitt 3.1). Das hier vorgeschlagene Verfahren be-
stimmt die Häufigkeiten der Kandidaten bis einschließlich der Mächtigkeit s durch
Zählen der tatsächlichen Vorkommen anhand von Hashbäumen. Sind die häufi-
gen Ereigniskombinationen der Mächtigkeit s bekannt, dann werden zu diesen die

2Der Algorithmus FP-Growth kombiniert eine Tiefensuche mit dem Zählen von Häufigkeiten,
basiert jedoch auf zu einem FP-Baum aufbereiteten Transaktionen. Neben der damit einherge-
henden Hauptspeicherproblematik (vgl. Abschnitt 3.3) können aus dieser aufbereiteten Form die
ursprünglichen Transaktionen nicht mehr ohne weiteres abgeleitet werden (vgl. Abschnitt 3.1).
Es ist außerdem nicht offensichtlich, ob FP-Growth derart erweitert werden kann, daß dieser
Algorithmus häufige Ereigniskombinationen nur bis zu einer maximalen Mächtigkeit effizient
erzeugt.

Partition basiert auf einer Tiefensuche und der Häufigkeitsbestimmung durch Schneiden von
Transaktionsmengen. Partition muß aber die Transaktionen wegen des ansonsten problemati-
schen Hauptspeicherbedarfs aufteilen und ist daher weniger effizient als der auf Tiefensuche
basierende Algorithmus Eclat.
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Transaktionsmengen erzeugt. Dazu wird wie zur Häufigkeitsbestimmung ein Hash-
baum verwendet, wobei, anstatt Zähler zu speichern und diese hochzuzählen, der
Hashbaum die Transaktionsmengen speichert und für jede in einer Transaktion
gefundene häufige Ereigniskombination die Transaktionsnummer der gerade ak-
tuellen Transaktion angefügt wird. Die Transaktionsmengen direkt zu sämtlichen
Kandidaten der Mächtigkeit s zu erzeugen, daß heißt ohne zuvor die häufigen der
Kandidaten separat zu bestimmen, ist in der Regel wegen des zu hohen Speicher-
bedarfs für die dadurch hinzukommenden Transaktionsmengen der nichthäufigen
Kandidaten unmöglich. Basierend auf den häufigen Ereigniskombinationen der
Mächtigkeit s und den zugehörigen Transaktionsmengen wird dann für jede Äqui-
valenzklasse die rekursive Tiefensuche auf Tiefe s + 1 gestartet.

Das neue Verfahren wird als Hybrid2 beziehungsweise Hybrid3 bezeichnet, wobei
2 und 3 die Konstante s angeben, welche die Mächtigkeit für den Wechsel der
zugrundeliegenden Suchstrategie bestimmt.

Evaluierung

Im folgenden Experiment wird auf dem Datensatz T10I4D1000K die maximale
Mächtigkeit der zu erzeugenden häufigen Ereigniskombinationen von 1 bis 12 bei
ansonsten gleichen Parametereinstellungen variiert. Die in Abbildung 4.5 ange-
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Abbildung 4.5: Effizienz ausgewählter Verfahren auf T10I4D1000K bei variierender maximaler
Mächtigkeit der zu erzeugenden häufigen Ereigniskombinationen

gebenen Werte summieren folglich die Laufzeit und den Speicherbedarf für die
Erzeugung der häufigen Ereigniskombinationen der Mächtigkeit 1 bis zur jeweili-



4.1. EINFACHE ASSOZIATIONSREGELN 107

gen maximalen Mächtigkeit (vgl. auch Abbildung 4.4). Die größte Mächtigkeit, die
von einer häufigen Ereigniskombination erreicht wird, ist 10.

Für die Algorithmen Apriori und Eclat ergibt sich das aus obigen Überlegungen
erwartete Bild. Während der Übergang von der maximalen Mächtigkeit 1 zur ma-
ximalen Mächtigkeit 2 für das zählende Verfahren Apriori nur einen moderaten An-
stieg der Laufzeit bedeutet, ist dieser Anstieg für das schneidende Verfahren Eclat
am stärksten ausgeprägt. Zugleich ist die Zunahme der Laufzeit mit wachsender
maximaler Mächtigkeit für Eclat wesentlich stärker abnehmend als für Apriori.

Neben Eclat und Apriori sind in Abbildung 4.5 auch die Ergebnisse für den hybri-
den Ansatz mit s = 2 und s = 3, Hybrid2 und Hybrid3, wiedergegeben. Die beiden
hybriden Varianten zeigen ebenfalls das erwartete Verhalten.3 Bis zum Wechsel der
Methode zur Häufigkeitsbestimmung verhalten sich Hybrid2 und Hybrid3 weit-
gehend wie der Apriori-Algorithmus und steigen entsprechend nur mäßig beim
Übergang von Mächtigkeit 1 zu Mächtigkeit 2, um später die ebenfalls moderate
Steigung von Eclat zu zeigen. Die für die Generierung der Transaktionsmengen
benötigte Zeit ist in den Übergängen der maximalen Mächtigkeiten von 2 nach 3
beziehungsweise 3 nach 4 zu erkennen.

Bezüglich des Hauptspeicherbedarfs fällt auf, daß die beiden hybriden Verfahren
bis zum Wechsel der Such- und Zählstrategie zwar Apriori folgen, danach aber
jeweils wesentlich mehr Speicher benötigen als Eclat. Der Grund dafür ist, daß die
Transaktionsmengen sämtlicher häufiger Ereigniskombinationen der Mächtigkeit s
gleichzeitig im Hauptspeicher gehalten werden. Würden die Transaktionsmengen
nur für die jeweils aktuelle Äquivalenzklasse generiert, wäre für jede dieser Äquiva-
lenzklassen ein separater Durchlauf über die Datenbank notwendig, wodurch das
Verfahren insgesamt ineffizient werden würde (vgl. auch Abschnitt 3.1).

4.1.3 Vergleich mit den etablierten Verfahren

Das neu vorgestellte Verfahren Optra sowie die ebenfalls neuen hybriden Ansätze
werden im folgenden entsprechend Abschnitt 3.3 auf verschiedenen synthetischen
Datensätzen und Datensätzen aus realen Anwendung evaluiert. Außerdem werden
die Algorithmen Apriori, Eclat und FP-Growth als die effizientesten der etablierten
Verfahren in die Evaluierung aufgenommen (vgl. dazu ebenfalls Abschnitt 3.3).

3Experimente mit der eingeführten optimierten Tiefensuche ergeben für das hybride Vorgehen
keine Verbesserung und werden im folgenden nicht weiterverfolgt.
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Synthetische Daten

In den Abbildungen 4.6 bis 4.9 sind die Ergebnisse von Experimenten auf den in
Abschnitt 3.3 eingeführten Datensätzen wiedergegeben.
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Abbildung 4.6: Effizienz ausgewählter Verfahren auf T5I2D1000K bei variierendem minsupp

Wie in Abschnitt 4.1.1 zeigen Eclat und Optra sowohl bezüglich der Laufzeiten als
auch des Speicherbedarfs ein sehr ähnliches Verhalten.

Der neue hybride Ansatz ist hinsichtlich der Laufzeiten in fast allen Experimen-
ten den anderen Verfahren überlegen. Selbst auf dem Datensatz T5I2D1000K,
auf dem FP-Growth das bisher bei weitem effizienteste Verfahren war, erreicht
Hybrid zumeist kürzere Laufzeiten als FP-Growth. Lediglich bei besonders klei-
nen Mindestvorgaben für die Häufigkeit bleibt FP-Growth auf den Datensätzen
T5I2D1000K und T10I4D1000K in den Experimenten das effizienteste Verfahren.
Im einzelnen erreicht Hybrid2 auf den Datensätzen T5I2D1000K, T10I4D1000K
und T20I6D1000K um bis zu 15%, 50% beziehungsweise fast 60% kürzere Lauf-
zeiten als das bisher effizienteste Verfahren. Auch auf den speziell für FP-Growth
erzeugten Daten T25I20D100K ist Hybrid2 dem Algorithmus FP-Growth zumeist
überlegen oder erreicht vergleichbare Laufzeiten. Für weitere Experimente sei auf
Anhang A.2 verwiesen.

Auf dem weniger anspruchsvollen Datensatz T5I2D1000K und bei moderaten Vor-
gaben für die Mindesthäufigkeit auf den anderen Datensätzen liegt in den durch-
geführten Experimenten der Speicherbedarf von Hybrid zwischen dem von Apriori
und dem von Eclat. Hybrid benötigt lediglich für geringe Mindesthäufigkeiten auf
den anspruchsvolleren Datensätzen T10I4D1000K und T20I6D1000K mehr Haupt-
speicher als Apriori und Eclat, jedoch noch wesentlich weniger als FP-Growth.
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Abbildung 4.7: Effizienz ausgewählter Verfahren auf T10I4D1000K bei variierendem minsupp
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Abbildung 4.8: Effizienz ausgewählter Verfahren auf T20I6D1000K bei variierendem minsupp
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Abbildung 4.9: Effizienz ausgewählter Verfahren auf T25I20D100K bei variierendem minsupp

Interpretation

Wie in Abschnitt 4.1.2 exemplarisch für den Datensatz T10I4D1000K bei fester
Vorgabe einer minimalen Häufigkeit und variierender maximaler Mächtigkeit ge-
zeigt, kann das eingeführte hybride Verfahren die Vorteile von Apriori und Eclat
bezüglich der erreichten Laufzeiten miteinander verbinden. Entsprechend effizient
ist der resultierende Algorithmus, der nicht nur kürzere Laufzeiten als die ihm zu-
grundeliegenden Ansätze erreicht, sondern hinsichtlich der Laufzeit zumeist auch
effizienter als das bisher effizienteste Verfahren FP-Growth ist.

Hinsichtlich des Speicherbedarfs stellt sich die Frage, ob die von Hybrid gemeinsam
im Hauptspeicher zu haltenden Transaktionsmengen gegenüber Apriori und Eclat
von Nachteil sind. Zwar ist das hybride Verfahren weit vom Speicherbedarf des
Algorithmus FP-Growth entfernt,

”
erbt“ jedoch die jeweils negativen Aspekte des

Speicherverhaltens von Apriori und Eclat. So steigt der Speicherbedarf von Hybrid
für kleine Vorgaben für die minimale Häufigkeit stark an, da ähnlich wie bei Apriori
sehr viele Zähler für Kandidaten zum selben Zeitpunkt im Hauptspeicher gehalten
werden müssen. Zugleich skaliert der Hauptspeicherbedarf von Hybrid wie der von
Eclat linear mit der Anzahl zugrundeliegender Transaktionen, das heißt ist nicht
wie bei Apriori unabhängig von dieser Größe.
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Abschließender Vergleich auf Daten realer Anwendungen

Im folgenden werden die neu eingeführten Ansätze zusammen mit den ausgewähl-
ten etablierten Verfahren auf Datensätzen aus realen Anwendungen evaluiert. Die
Ergebnisse der Evaluierung sind in den Abbildungen 4.10 bis 4.14 dargestellt.
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Abbildung 4.10: Effizienz ausgewählter Verfahren auf EINZELHANDEL bei variierendem min-
supp

Insgesamt bestätigen die Messungen die auf den synthetischen Daten gewonnenen
Erkenntnisse. Die Laufzeiten und der Speicherbedarf der Algorithmen Eclat und
Optra liegen weiterhin sehr nahe beieinander. Hybrid erreicht auf den Datensätzen
EINZELHANDEL, BMS-WEBVIEW1 und BMS-WEBVIEW2 bis zu annähernd 50%,
20% beziehungsweise ebenfalls 50% kürzere Laufzeiten als der jeweils effizienteste
der beiden zugrundeliegenden Algorithmen Apriori und Eclat. Hybrid zeigt außer-
dem bezüglich des Hauptspeicherbedarfs die negativen Eigenschaften dieser bei-
den Algorithmen. Im Vergleich mit FP-Growth verschieben sich allerdings auf den
Daten aus realen Anwendungen die von Hybrid erzielten Ergebnisse. FP-Growth
erreicht in fast allen Experimenten die kürzeren Laufzeiten, wobei außerdem Hy-
brid unter bestimmten Bedingungen für die gleiche Aufgabe mehr Hauptspeicher
als FP-Growth benötigt.

Letztlich ergibt sich ein deutlicher Vorteil für Hybrid auf den synthetisch erzeugten
Datensätzen, jedoch nicht auf den Datensätzen aus realen Anwendungen. Optra
hingegen kann die verbesserte Kandidatenbestimmung nur in wenigen Experimen-
ten auf den synthetischen Daten und den Datensätzen aus realen Anwendungen
in kürzere Laufzeiten umsetzen.
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Abbildung 4.11: Effizienz ausgewählter Verfahren auf FAHRZEUG bei variierendem minsupp
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Abbildung 4.12: Effizienz ausgewählter Verfahren auf BMS-WEBVIEW1 bei variierendem min-
supp
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Abbildung 4.13: Effizienz ausgewählter Verfahren auf BMS-WEBVIEW2 bei variierendem min-
supp
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Abbildung 4.14: Effizienz ausgewählter Verfahren auf BMSPOS bei variierendem minsupp
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4.2 Taxonome Verfahren

In Abschnitt 2.2.3 wurden taxonome Assoziationsregeln als eine Erweiterung der
einfachen Assoziationsregeln vorgestellt. In diesem Abschnitt folgt nun die Ein-
führung von Verfahren zur Generierung dieser Regeln. Dazu werden zunächst die
etablierten Verfahren so erweitert, daß diese taxonome Assoziationsregeln erzeugen
können. Anschließend werden neue Ansätze eingeführt, die auf den etablierten Ver-
fahren beruhen und durch Einbeziehung der Taxonomie kürzere Laufzeiten als die
erweiterten etablierten Verfahren erreichen können. Der Abschnitt schließt mit ei-
ner Evaluierung der im Rahmen dieser Arbeit erweiterten etablierten Ansätze und
der hier neu vorgestellten Verfahren auf verschiedenen synthetischen Datensätzen
sowie einem Datensatz aus einer realen Anwendung.

4.2.1 Erweiterung der etablierten Verfahren

Um mit den Ansätzen zur Generierung einfacher Assoziationsregeln auch taxonome
Assoziationsregeln erzeugen zu können, müssen die Verfahren die auf den Ereig-
nissen definierte Taxonomie mit in die Regelgenerierung einbeziehen. Zu diesem
Zweck ist es nicht erforderlich, die im Taxonomiegraphen enthaltene Informati-
on vollständig zu nutzen, sondern es genügt, wenn zu jedem Ereignis sämtliche
Vorfahren bekannt sind. Damit ist es möglich, jede Transaktion mit all den Ereig-
nissen zu erweitern, die Vorfahr mindestens eines der bereits in der Transaktion
enthaltenen Ereignisse sind (vgl. auch Abschnitt 3.2.2). Die Transaktionen sind
weiterhin Mengen von Ereignissen, das heißt, jede Transaktion kann ein Ereignis
nur einmal enthalten. Anhand derart aufbereiteter Transaktionen werden dann mit
einem der in den Abschnitten 3.1 und 4.1 beschriebenen Verfahren häufige Er-
eigniskombinationen erzeugt. Die resultierenden häufigen Ereigniskombinationen
enthalten nicht nur die Ereignisse aus den Blättern des Taxonomiebaums, sondern
ebenfalls die Ereignisse aus den höheren Ebenen. Durch die Anreicherung trägt
jede Transaktion ohne weitere Anpassung der Verfahren auch zur Häufigkeit der
Ereigniskombinationen bei, die Vorfahren der Ereignisse aus der ursprünglichen
Transaktion enthalten. Die aus diesen häufigen Ereigniskombinationen mit dem
in Abschnitt 3.1.1 beschriebenen Verfahren abgeleiteten Assoziationsregeln sind
taxonome Assoziationsregeln, wie in [Srikant und Agrawal, 1995], [Srikant, 1996]
gezeigt wird.

Im folgenden werden die Taxonomien jeweils als Menge sortierter Arrays von Vor-
fahren zu den Ereignissen vorausgesetzt. Die Aufbereitung der einzelnen Transak-
tionen wird implementiert, indem für jedes in einer Transaktion vorkommende Er-
eignis dessen sämtliche Vorfahren zur aktuellen Transaktion hinzugefügt werden.
Die resultierende Transaktion wird sortiert und eventuell enthaltene Dubletten
werden entfernt.
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Von den etablierten Verfahren werden auf diese Weise Apriori, Eclat und FP-
Growth für die Evaluierungen erweitert, so daß diese Verfahren auch taxonome
Assoziationsregeln erzeugen können. Apriori reichert dazu in jedem Durchlauf über
die Datenbank die Transaktionen erneut mit den Vorfahren der Ereignisse an. Der
zusätzlich Aufwand für das wiederholte Aufbereiten der Transaktionen ist im Zu-
sammenhang mit dem Einlesen der Transaktionen von externem Speicher sowie
dem Generieren und Auszählen der Kandidaten vernachlässigbar. Da bei diesem
Vorgehen keine Transaktionen im Hauptspeicher gehalten werden müssen, bleibt
das im Vergleich mit den anderen untersuchten Verfahren optimale Speicherver-
halten von Apriori (vgl. Abschnitt 3.3.2) erhalten. Bei dem in Abschnitt 3.2.2
vorgestellten Algorithmus Basic handelt es sich um eine ähnliche Variante von
Apriori. Allerdings berechnet Basic die Vorfahren der Ereignisse aus der als Graph
vorausgesetzten Taxonomie zur Laufzeit und ist damit weniger effizient als der hier
eingeführte erweiterte Apriori-Algorithmus.

Im Gegensatz zu Apriori bestimmen die Algorithmen Eclat und FP-Growth die
Häufigkeiten der Ereigniskombinationen nicht direkt auf den Transaktionen, son-
dern bereiten die Transaktionen im Hauptspeicher als Transaktionsmengen oder
FP-Bäume auf. Sobald diese Aufbereitung abgeschlossen ist, wird auf die mittels
der Taxonomie erweiterten Transaktionen nicht mehr zugegriffen und diese können
verworfen werden. Ein wiederholtes Aufbereiten der Transaktionen im Verlauf der
Generierung der häufigen Ereigniskombinationen, wie bei Apriori, ist nicht not-
wendig.

Die Erweiterungen der Algorithmen Eclat und FP-Growth für die Generierung
taxonomer Assoziationsregeln werden im Rahmen der vorliegenden Arbeit erst-
mals eingeführt. Entsprechend ist eine Evaluierung dieser erweiterten etablierten
Verfahren bisher nicht in der Literatur zu finden.

Erste Evaluierung

In die folgende Evaluierung wird neben den erweiterten etablierten Verfahren der
speziell für die Generierung taxonomer Assoziationsregeln entwickelte Algorithmus
Cumulate aus [Srikant und Agrawal, 1995] (vgl. auch Abschnitt 3.2.2) einbezogen.
Dieser Algorithmus steht stellvertretend für die ebenfalls in [Srikant und Agrawal,
1995] eingeführten Varianten Stratify, Estimate und EstMerge, die dort ähnliche
Evaluierungsergebnisse wie Cumulate erreichen.

Die Erzeugung und Bezeichnung der synthetischen Datensätze erfolgt wie in Ab-
schnitt 3.3.1 beschrieben. Neben den Transaktionen wird für die Experimente
außerdem eine Taxonomie mit dem Datengenerator erzeugt.4 In den Abbildun-
gen 4.15 bis 4.17 sind die von den Verfahren auf den in Abschnitt 3.3 eingeführten

4Die Generierung der Taxonomie erfolgt auf Basis der Standardvorgaben des eingesetzten
Datengenerators, die auch den Evaluierungen in [Srikant und Agrawal, 1995], [Hipp et al., 1998]
zugrunde liegen. Zu den Einzelheiten der synthetischen Generierung der Taxonomien sei auf den
folgenden Abschnitt 4.2.3 verwiesen.
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Standarddatensätzen benötigten Laufzeiten und der erreichte Speicherbedarf dar-
gestellt.
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Abbildung 4.15: Effizienz erweiterter etablierter Verfahren auf T5I2D1000K bei variierendem
minsupp

Während der für die Generierung taxonomer Assoziationsregeln erweiterte Algo-
rithmus Apriori in sämtlichen Experimenten bezüglich der Laufzeit das ineffizien-
teste der Verfahren ist, kann für die anderen Verfahren keine eindeutige Aussage
abgeleitet werden. So erreichen auf dem Datensatz T5I2D1000K die beiden zählen-
den Verfahren Cumulate und FP-Growth gegenüber Eclat um bis zu 50% bezie-
hungsweise 70% kürzere Laufzeiten. Auf dem Datensatz T10I4D1000K sind sich die
Laufzeiten der Verfahren sehr ähnlich, während auf zunehmend anspruchsvolleren
Daten, beispielsweise auf T20I6D1000K, Eclat als schneidendes Verfahren um bis
zu 55% effizienter als Cumulate ist und FP-Growth aufgrund des Hauptspeicher-
bedarfs nur sehr beschränkt eingesetzt werden kann (vgl. auch die ergänzenden
Evaluierungen in Anhang A.3.1). Ein ähnlicher Effekt wurde in Abschnitt 3.3.2
bereits bei der Generierung einfacher Assoziationsregeln beobachtet.

Hinsichtlich des Hauptspeicherbedarfs ergibt sich kein wesentlicher Unterschied
zu den Ergebnissen bei der Generierung einfacher Assoziationsregeln (vgl. Ab-
schnitt 3.3.2). Apriori und der auf Apriori basierende Algorithmus Cumulate zei-
gen zunächst die mit Abstand günstigsten Werte, die aber mit zunehmend gerin-
geren minimalen Häufigkeiten aufgrund der vielen zu generierenden Kandidaten
stark ansteigen und schließlich über denen der anderen Verfahren liegen. Cumulate
benötigt zumindest für geringere minimale Häufigkeiten etwas weniger Hauptspei-
cher als Apriori. Der Hauptspeicherbedarf von Eclat liegt zumeist zwischen dem
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Abbildung 4.16: Effizienz erweiterter etablierter Verfahren auf T10I4D1000K bei variierendem
minsupp
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Abbildung 4.17: Effizienz erweiterter etablierter Verfahren auf T20I6D1000K bei variierendem
minsupp
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von Apriori beziehungsweise Cumulate und dem von FP-Growth. FP-Growth zeigt,
wie im Fall der Generierung einfacher Assoziationsregeln, den mit Abstand größten
Hauptspeicherbedarf, so daß mit diesem Algorithmus auf dem zugrundeliegenden
Rechnersystem für anspruchsvollere Datensätze nur eingeschränkt Experimente
möglich waren (vgl. insbesondere Abbildung 4.17).

Somit sind Eclat und mit Einschränkungen Cumulate für die Generierung taxono-
mer Assoziationsregeln als besonders geeignet anzusehen. FP-Growth ist nicht nur
wegen seines hohen Speicherbedarfs wenig geeignet, sondern kann außerdem, an-
ders als im Fall der Generierung einfacher Assoziationsregeln (vgl. Abschnitt 3.3.2),
bei der Generierung taxonomer Assoziationsregeln nicht durch kürzere Laufzeiten
überzeugen.

4.2.2 Eigene Ansätze

Vor dem Hintergrund der bisher in dieser Arbeit vorgestellten Ergebnisse ist die Er-
weiterung von Eclat als der vielversprechendste Ansatz zur Generierung taxonomer
Assoziationsregeln einzuschätzen. Im folgenden wird daher ein Verfahren vorge-
stellt, das auf einer Tiefensuche kombiniert mit der Häufigkeitsbestimmung durch
Schnittmengenbildung beruht, wobei außerdem erstmals spezielle Optimierungen
zur Generierung taxonomer Assoziationsregeln verwendet werden. Des weiteren
wird ein auf dem in Abschnitt 4.1.2 neu eingeführten hybriden Verfahren basieren-
der Algorithmus vorgestellt, der die Häufigkeiten der Kandidaten der Mächtigkeit 2
mittels Breitensuche und Zählen bestimmt und für die verbleibenden Kandidaten
eine Tiefensuche kombiniert mit der Häufigkeitsbestimmung durch Schnittmengen-
bildung und ebenfalls den speziellen Optimierungen verwendet. Mit diesen beiden
neuen Verfahren gelingt es erstmals, die Taxonomie effizient zur Beschneidung des
Suchraums heranzuziehen.

Vorgehensweise

Der Algorithmus Cumulate optimiert die Bestimmung der Häufigkeiten unter ande-
rem dadurch, daß von der Häufigkeitsbestimmung die Kandidaten ausgeschlossen
werden, die Ereignisse und zugleich einen oder mehrere Vorfahren der enthaltenen
Ereignisse enthalten. Solche Kandidaten sind als redundant zu betrachten, da ihre
Häufigkeit mit der Häufigkeit der Ereigniskombination übereinstimmt, welche aus
dem Kandidaten abgeleitet werden kann, indem die Vorfahren aller enthaltenen
Ereignisse entfernt werden (vgl. auch Abschnitt 3.2.2).

Cumulate überprüft nicht für jeden der Kandidaten, ob dieser ein Ereignis sowie
einen Vorfahr dieses Ereignisses enthält, denn es genügt, dies genau für die Kandi-
daten der Mächtigkeit 2 sicherzustellen. Werden die Kandidaten der Mächtigkeit 2,
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die ein Ereignis und einen Vorfahr dieses Ereignisses enthalten, als nichthäufig mar-
kiert, dann werden wegen der Abgeschlossenheitseigenschaft des Supports (vgl.
Abschnitt 3.1.1) von Cumulate keine redundanten Kandidaten der Mächtigkeit
größer 2 erzeugt (vgl. dazu Abschnitt 3.1.2 und [Srikant und Agrawal, 1995]).

Für auf einer Tiefensuche beruhende Verfahren, wie beispielsweise Eclat, ist die-
ses Vorgehen nicht möglich, da dazu sichergestellt sein muß, daß kein Kandidat
ausgezählt wird, der als Teilmenge eine als nichthäufig markierte, das heißt ge-
gebenenfalls redundante Ereigniskombination enthält. Erst das in Abschnitt 4.1
eingeführte Verfahren Optra, das auf der optimierten Tiefensuche beruht, bietet
diese Voraussetzung.

Weiteres Optimierungspotential ergibt sich wie folgt aus der Taxonomie: Sei ein
Vorfahr (ancestor) der Ereigniskombination X definiert als die Ereigniskombina-
tion X̂ mit |X̂| = |X|, wobei X̂ aus X erzeugt werden kann, indem ein beliebiges
Ereignis x in X durch einen der Vorfahren x̂ ∈ anc(x) von x ersetzt wird. X̂ sei ein
direkter Vorfahr (direct ancestor) von X, wenn kein X ′ existiert, das Vorfahr von
X ist und zugleich X̂ Vorfahr von X ′ ist. Offensichtlich können die Kandidaten, zu
denen ein nichthäufiger direkter Vorfahr bekannt ist, ohne Häufigkeitsbestimmung
als nichthäufig verworfen werden.

Da Ereigniskombinationen, die nach obiger Definition in einem Vorfahrenverhältnis
stehen, die gleiche Mächtigkeit aufweisen, kann die Beschneidung des Suchraums
anhand nichthäufiger Vorfahren für eine Breitensuche, auf der beispielsweise der
Algorithmus Cumulate basiert, nicht effizient umgesetzt werden. Der Grund ist,
daß die Breitensuche voraussetzt, daß sämtliche Kandidaten gleicher Mächtigkeit
gemeinsam oder zumindest in Gruppen und nicht einzeln ausgezählt werden, in-
dem für eine Menge von Kandidaten jeweils sämtliche Datenbanktransaktionen
durchlaufen werden (vgl. auch Abschnitt 3.1). Die im Sinne der Vorfahrendefi-
nition oberen beziehungsweise allgemeineren Ereigniskombinationen zuerst aus-
zuzählen und dann sukzessive abzusteigen, ist aufgrund der vielen zusätzlich er-
forderlichen Datenbankdurchläufe ineffizient. Für die Tiefensuche wurde hingegen
in Abschnitt 4.1.1 gezeigt, daß die Kandidaten einzeln nacheinander ausgezählt
werden können.

Voraussetzung für das Beschneiden des Suchraums anhand nichthäufiger direkter
Vorfahren ist, daß zum Zeitpunkt der Häufigkeitsbestimmung eines Kandidaten
die Häufigkeiten seiner sämtlichen direkten Vorfahren bereits bekannt sind. Ent-
sprechend wird eine Ordnung auf den Ereigniskombinationen einer Mächtigkeit
benötigt, welche die Vorfahrenbeziehung widerspiegelt und beim Durchlaufen des
Suchraums einzuhalten ist. Dazu wird die Tiefe (depth) einer Ereigniskombination
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definiert (vgl. [Srikant und Agrawal, 1995], [Hipp et al., 1998]):

depth : P(E) → � : X 7→







0, falls {X̂ | X̂ ist Vorfahr von X} = ∅

max({depth(X̂ | X̂ ist Vorfahr von X}) + 1, sonst

Für jeden Vorfahr K̂ eines Kandidaten K gilt dann depth(K̂) < depth(K). Um
sicherzustellen, daß sämtliche direkten und nichthäufigen Vorfahren eines Kan-
didaten bekannt sind, wenn dessen Häufigkeit bestimmt werden soll, genügt es,
die Häufigkeiten der Kandidaten K mit depth(K) = d zu bestimmen, bevor die
Häufigkeiten der Kandidaten K ′ mit depth(K ′) = d + 1 und |K ′| = |K| bestimmt
werden.

Im Widerspruch dazu setzt die in Abschnitt 4.1.1 vorgestellte optimierte Tiefensu-
che voraus, daß die von der dort ebenfalls eingeführten Abbildung map induzierte
Ordnung <L beim Durchlaufen des Suchraums eingehalten wird. Dieser Wider-
spruch läßt sich dahingehend auflösen, daß zwar die von depth erzeugte Ordnung
durch die Taxonomie fest vorgegeben ist, die Abbildung map aber lediglich als eine
beliebige Basis für die Relation <L auf den Ereigniskombinationen dient. Welche
Ordnung die Abbildung map in Form von <L induziert, ist letztlich jedoch uner-
heblich. Wichtig ist für die optimierte Tiefensuche nur, daß für das Durchlaufen
des Suchraums genau eine verbindliche Ordnung definiert wird. Sei xn das n-te
Element des Vektors aller Ereignisse x ∈ E , die anhand der Tiefe der Ereignisse
innerhalb der Taxonomie, das heißt der Entfernung der Ereignisse von der Wur-
zel des Taxonomiebaums, absteigend sortiert wurden. Die Abbildung map sei so
gewählt, daß map(xn) = n für alle n gilt:5

map(x) < map(x̂) ⇔ depth({x}) ≥ depth({x̂}).

Für beliebige X, X̂ ⊆ E mit |X| = |X̂| folgt dann:

X <L X̂ ⇒ ∃n ∈ � : X.itemn < X̂.itemn

⇒ ∃n ∈ � : depth({X.itemn}) ≥ depth({X̂.itemn})

⇒ X ist kein Vorfahr von X̂.

Damit gilt K <L K̂ für alle Vorfahren K̂ von K.6 Wird der optimierten Tiefensuche
aus Abschnitt 4.1.1 die oben definierte Abbildung map zugrunde gelegt, ist für
jeden Kandidaten K sichergestellt, daß sämtliche nichthäufigen Vorfahren K̂ von

5Da die verwendete Sortierung auf Basis der Entfernungen von der Wurzel nicht eindeutig ist,
gibt es im allgemeinen mehrere Möglichkeiten, die Abbildung map zu wählen.

6Die Umkehrung, aus K <L K ′ folgt K ′ ist Vorfahr von K, gilt nicht.
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K vor der Bestimmung der Häufigkeit von K bekannt sind und der Suchraum
daher anhand der Taxonomie beschnitten werden kann.

Das resultierende Verfahren, das auf einer optimierten Tiefensuche beruht und den
Suchraum wie beschrieben anhand redundanter Ereigniskombinationen sowie der
Taxonomie beschneidet, wird mit Prutax, abgeleitet von

”
prune by taxonomy“

bezeichnet.

Neben dem ausschließlich auf der Häufigkeitsbestimmung mittels Schnittmengen-
bildung beruhenden Verfahren Prutax wird im folgenden ein hybrider Ansatz
eingeführt, der entsprechend dem in Abschnitt 4.1.2 vorgestellten Vorgehen die
Häufigkeiten der Kandidaten der Mächtigkeit 2 durch direktes Zählen bestimmt
und zu den dabei als häufig erkannten Kandidaten die zugehörigen Transaktions-
mengen anhand der Datenbank erzeugt. Basierend auf diesen Transaktionsmengen
wird dann das als Prutax bezeichnete Verfahren zur Bestimmung der verbleiben-
den häufigen Ereigniskombinationen verwendet. Dieser hybride Ansatz wird mit
Prutax+ bezeichnet.

Erste Evaluierung

In den Abbildungen 4.18 bis 4.20 werden die Laufzeiten und der Speicherbedarf
von Prutax und Prutax+ auf verschiedenen Datensätzen miteinander verglichen,
wobei die Laufzeiten dieser neuen Ansätze insgesamt vergleichsweise ähnlich sind.
Anders als bei der Generierung einfacher Assoziationsregeln erreicht jedoch nicht
das hybride Verfahren die kürzeren Laufzeiten, sondern Prutax ist insbesondere
auf den anspruchsvolleren Datensätzen das effizientere der beiden Verfahren und
erreicht um bis zu 30% kürzere Laufzeiten.

Bei sinkender minimaler Häufigkeit fällt der hybride Ansatz durch einen stark an-
steigenden Hauptspeicherbedarf auf. Während für größere minimale Häufigkeiten
Prutax+ wesentlich weniger Hauptspeicher benötigt als Prutax, ist für geringe mi-
nimale Häufigkeiten die Situation umgekehrt. Beispielsweise benötigt Prutax+ auf
dem Datensatz T20I6D1000K bei minsupp = 16% nur 25% des Hauptspeichers von
Prutax, während bei minsupp = 1% der Hauptspeicherbedarf von Prutax ungefähr
25% des Hauptspeicherbedarfs von Prutax+ beträgt. Dieser Effekt verstärkt sich
mit zunehmend anspruchsvolleren Datensätzen.

Insgesamt ist Prutax auf den angeführten Datensätzen sowohl bezüglich der Lauf-
zeiten als auch des Hauptspeicherbedarfs effizienter als die hybride Erweiterung
Prutax+.

4.2.3 Abschließender Vergleich

Zunächst ist zu betrachten, wie sich die Hinzunahme der Taxonomie auf die Ei-
genschaften der angereicherten Daten auswirkt. In einer angereicherten Transakti-
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Abbildung 4.18: Effizienz der Verfahren Prutax und Prutax+ auf T5I2D1000K bei variierendem
minsupp
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Abbildung 4.19: Effizienz der Verfahren Prutax und Prutax+ auf T10I4D1000K bei variieren-
dem minsupp
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Abbildung 4.20: Effizienz der Verfahren Prutax und Prutax+ auf T20I6D1000K bei variieren-
dem minsupp

on kommt ein Ereignis immer dann vor, wenn es entweder bereits in der Aus-
gangstransaktion enthalten ist oder die Ausgangstransaktion mindestens einen
Nachkommen dieses Ereignisses enthält. Entsprechend sind die aus den oberen
Ebenen des Taxonomiebaums zu den Transaktionen hinzukommenden Ereignisse
meist weit häufiger als die bereits enthaltenen Ereignisse. Unter anderem durch die
Anzahl der Ebenen des Taxonomiebaums und die mittlere Anzahl von Sohnknoten
pro Vaterknoten, das heißt durch Breite und Höhe, hat offensichtlich die Taxono-
mie großen Einfluß auf die Eigenschaften der angereicherten Transaktionen.7

Mit dem in Abschnitt 3.3.1 vorgestellten Datengenerator werden im folgenden
Taxonomien zu den Transaktionsmengen erzeugt. Ergänzend zu den Parametern,
welche die Generierung der Transaktionen steuern, kann die Erzeugung einer Ta-
xonomie durch die Vorgabe weiterer Parameter beeinflußt werden. Zum einen ist
es möglich, die Anzahl der Ereignisse auf der zweiten Ebene der Taxonomie sowie
die durchschnittliche Anzahl von Sohnknoten für die Ereignisse vorzugeben. Zum
anderen kann das sogenannte Tiefenverhältnis angegeben werden, das beeinflußt,
ob die Ereignisse der häufigen Ereigniskombinationen eher aus den oberen Ebe-
nen der Taxonomie stammen oder aus den unteren. Wenn nicht anders angegeben,
dann ist die Anzahl der Ereignisse auf der zweiten Ebene der Taxonomie auf 250
gesetzt, die Vorgabe für die durchschnittliche Anzahl von Söhnen pro Ereignis ist

7Dies gilt sinngemäß auch für eine als gerichteter azyklischer Graph modellierte Taxonomie.
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mit 5 initialisiert und das Tiefenverhältnis beträgt 1.8 Eine ausführliche Diskussi-
on der Parameter sowie der Datengenerierung ist in [Srikant und Agrawal, 1995],
[Srikant, 1996] zu finden.

Für die abschließende Evaluierung werden von den im Rahmen dieser Arbeit er-
weiterten etablierten Verfahren die Algorithmen Cumulate und Eclat, die sich in
den ersten Experimenten für die Generierung taxonomer Assoziationsregeln als die
effizientesten Verfahren erwiesen haben, ausgewählt. Außerdem werden die beiden
Neuentwicklungen Prutax und Prutax+ aufgenommen.

In Abbildung 4.21 wird die Anzahl von Ereignissen auf der zweiten Ebene der Ta-
xonomie variiert. Mit abnehmender Anzahl von Ereignissen auf der zweiten Ebene
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Abbildung 4.21: Effizienz taxonomer Verfahren bei variierender Anzahl Ereignisse auf der
zweiten Ebene der Taxonomie

wird der Taxonomiebaum schlanker und höher, da die Anzahl von Ereignissen ins-
gesamt beschränkt ist. Aufgrund der dadurch vergleichsweise häufigen Ereignisse
aus den oberen Ebenen der Taxonomie, ist die Generierung der häufigen Ereignis-
kombinationen entsprechend aufwendiger.

Die beiden neuen Verfahren Prutax und Prutax+ erreichen in fast allen Experi-
menten wesentlich kürzere Laufzeiten als Cumulate und Eclat. Die Laufzeiten von
Prutax und Prutax+ sind sich in den Experimenten recht ähnlich, wobei Prutax

8Im Unterschied zur Generierung von Transaktionen ohne Taxonomie (vgl. Abschnitt 3.3.1)
wird im Fall der Generierung von Transaktionen mit Taxonomie nach [Srikant und Agrawal,
1995], [Srikant, 1996] die Anzahl der potentiell häufigen Ereigniskombinationen von 2.000 auf
10.000 und die Anzahl der Ereignisse von 1.000 auf 10.000 heraufgesetzt.
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nahezu in jedem Fall das effizientere der beiden Verfahren ist. Prutax erreicht
um bis zu 75% kürzere Laufzeiten als das effizienteste der erweiterten etablierten
Verfahren.

Hinsichtlich des Hauptspeicherbedarfs ist Cumulate das bei weitem effizienteste
Verfahren. Eclat und Prutax benötigen mehr Hauptspeicher, wobei Prutax mit zu-
nehmend schlankerer und höherer Taxonomie gegenüber Eclat etwas bessere Werte
erreicht. Prutax benötigt in den Experimenten mindestens 20% mehr Hauptspei-
cher als Cumulate. Prutax+ hingegen zeichnet sich zwar durch einen moderaten
Hauptspeicherbedarf für vergleichsweise viele Ereignisse in der zweiten Ebene der
Taxonomie aus, der Hauptspeicherbedarf steigt aber mit abnehmender Anzahl von
Ereignissen in Ebene 2 steil an und liegt schließlich weit über dem der anderen
Verfahren.

In Abbildung 4.22 wird die vorgegebene mittlere Anzahl von Söhnen pro Ereig-
nis variiert. Für kleinere Werte nimmt die Höhe des Taxonomiebaums zu. Anders
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Abbildung 4.22: Effizienz taxonomer Verfahren bei variierender mittlerer Anzahl von Söhnen
pro Ereignis

als die Verringerung der Anzahl von Ereignissen auf der zweiten Ebene der Ta-
xonomie wirkt sich die durchschnittliche Anzahl der Söhne pro Ereignis auf die
Struktur des gesamtem Baums aus. Die Ergebnisse sind trotzdem mit denen aus
dem vorherigen Experiment vergleichbar, das heißt, Prutax und Prutax+ sind
bezüglich der Laufzeiten im Vergleich mit den erweiterten etablierten Verfahren
die bei weitem effizienteren Ansätze, und Prutax erreicht in den Experimenten um
bis zu 80% kürzere Laufzeiten als die erweiterten etablierten Verfahren. Zugleich
bleibt Cumulate das hinsichtlich des Hauptspeicherbedarfs effizienteste Verfahren,
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auf das direkt Prutax und anschließend Eclat und Prutax+ folgen, wobei bereits
Prutax in den Experimenten um mindestens 100% mehr Hauptspeicher als Cumu-
late benötigt.

In Abbildung 4.23 wird das der Datengenerierung zugrundeliegende Tiefenverhält-
nis variiert. Ein hoher Wert für das Tiefenverhältnis begünstigt die Häufigkeit von
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Abbildung 4.23: Effizienz taxonomer Verfahren bei variierendem Wert für das Tiefenverhältnis

Ereigniskombinationen aus den unteren Ebenen der Taxonomie, deren Vorfahren
aus den oberen Ebenen dadurch zugleich häufiger werden. Entsprechend nimmt
der Aufwand für die Generierung der häufigen Ereigniskombinationen mit stei-
gendem Wert für das Tiefenverhältnis zu. Die Laufzeiten der neu entwickelten
Verfahren sind erneut wesentlich kürzer als die der erweiterten etablierten Verfah-
ren. Prutax ist in jedem der Experimente effizienter als die hybride Erweiterung
Prutax+ und erreicht zwischen 50% und 80% kürzere Laufzeiten als die erweiter-
ten etablierten Verfahren. Hinsichtlich des Hauptspeicherbedarfs bleibt Cumulate
das mit Abstand effizienteste der Verfahren, gefolgt von Prutax und Eclat und in
einigem Abstand von Prutax+, wobei Prutax ebenfalls um mindestens 100% mehr
Hauptspeicher als Cumulate benötigt.

Nach der expliziten Untersuchung des Einflusses der Taxonomie auf die Laufzei-
ten und den Hauptspeicherbedarf der Verfahren werden in den Abbildungen 4.24
bis 4.26 die Algorithmen auf den bekannten synthetischen Datensätzen evaluiert
(für weitere Experimente auf synthetischen Daten vgl. Anhang A.3.2). Die Taxo-
nomie wird jeweils auf Basis der Standardwerte für die Parameter erzeugt.

Hinsichtlich der Laufzeiten bestätigen sich die bisherigen Ergebnisse. Auf dem Da-
tensatz T5I2D1000K erreicht Cumulate nahezu in jedem Fall kürzere Laufzeiten als
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Abbildung 4.24: Effizienz ausgewählter taxonomer Verfahren auf T5I2D1000K bei variierendem
minsupp
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Abbildung 4.25: Effizienz ausgewählter taxonomer Verfahren auf T10I4D1000K bei variieren-
dem minsupp
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Abbildung 4.26: Effizienz ausgewählter taxonomer Verfahren auf T20I6D1000K bei variieren-
dem minsupp

Eclat, während beide Verfahren auf T10I4D1000K für vergleichsweise geringe mini-
male Häufigkeiten ähnliche Zeiten erreichen. Auf T20I6D1000K ist Eclat effizienter
als Cumulate. Wieder erreichen Prutax und Prutax+ gegenüber den erweiterten
etablierten Verfahren deutlich kürzere Laufzeiten. Im einzelnen erreicht Prutax
auf den Datensätzen T5I2D1000K, T10I4D1000K und T20I6D1000K gegenüber den
erweiterten etablierten Verfahren um bis zu 50%, 70% beziehungsweise ebenfalls
bis zu 70% kürzere Laufzeiten.

Auch bezüglich des Hauptspeicherbedarfs der Verfahren werden die bisherigen Er-
gebnisse bestätigt. Cumulate ist der mit Abstand effizienteste Ansatz, solange die
Menge der zu untersuchenden Kandidaten nicht zu groß ist. Mit zunehmend kleine-
ren Vorgaben für die minimale Häufigkeit geht der Vorteil von Cumulate gegenüber
den anderen Verfahren jedoch verloren. Für besonders geringe minimale Häufig-
keiten benötigt Cumulate schließlich mehr Hauptspeicher als die anderen Verfah-
ren. Dieser Effekt ist noch ausgeprägter für Prutax+, das als hybrides Verfahren
meist sehr große Transaktionsmengen und zugleich sehr große Kandidatenmengen
erzeugt. Der Hauptspeicherbedarf von Eclat und Prutax ist sehr ähnlich, wobei
Prutax das effizientere der beiden Verfahren ist.

Für die Evaluierung der Verfahren auf Daten aus einer realen Anwendungen wurde
der in Abschnitt 3.3.1 eingeführte Datensatz EINZELHANDEL herangezogen. Zu
diesem Datensatz stand die ebenfalls in Abschnitt 3.3.1 vorgestellte Taxonomie
zur Verfügung.

Die Laufzeiten und der Speicherbedarf der ausgewählten taxonomen Verfahren
sind für den Datensatz EINZELHANDEL in Abbildung 4.27 wiedergegeben. Eclat
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Abbildung 4.27: Effizienz taxonomer Verfahren auf EINZELHANDEL bei variierendem minsupp

erreicht auf diesen Daten sowohl hinsichtlich der Laufzeiten als auch des Speicher-
bedarfs die schlechtesten Ergebnisse. Bereits für minimale Häufigkeiten von 0,5%
und 0,25% genügt der Hauptspeicher des eingesetzten Rechnersystems nicht mehr,
um die häufigen Ereigniskombinationen mit Eclat zu generieren. Cumulate erreicht
kürzere Laufzeiten als Eclat, kann aber ebenfalls aufgrund des Hauptspeicherbe-
darfs für minimale Häufigkeiten von 0,25% und weniger keine häufigen Ereignis-
kombinationen erzeugen. Die beiden neu entwickelten Verfahren schneiden sowohl
hinsichtlich der Laufzeiten als auch des Hauptspeicherbedarfs wesentlich besser ab
als die erweiterten etablierten Ansätze. Selbst bei einer minimalen Häufigkeit von
0,25% benötigen Prutax und Prutax+ weit weniger als die Hälfte des verfügbaren
Hauptspeichers. Die Laufzeiten von Prutax und Prutax+ liegen zumeist weit unter
denen von Eclat und Cumulate, und Prutax erreicht in den Experimenten bis zu
80% kürzere Laufzeiten als die erweiterten etablierten Verfahren.

Zusammenfassend kann festgehalten werden, daß die hybride Erweiterung Prutax+
insbesondere wegen des teilweise hohen Hauptspeicherbedarfs nicht durchweg über-
zeugen kann. Hingegen ist das ebenfalls neu entwickelte Verfahren Prutax bezüglich
der Laufzeiten und des Hauptspeicherbedarfs in den durchgeführten Experimenten
weit effizienter als die erweiterten etablierten Verfahren sowie Cumulate. In vielen
der Experimente erreicht Prutax um bis zu 80% kürzere Laufzeiten.
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4.3 Zusammenfassung und Bewertung

In diesem Kapitel wurden verschiedene Erweiterungen bekannter Verfahren vor-
gestellt und neu entwickelte Ansätze zur Generierung einfacher und taxonomer
Assoziationsregeln eingeführt.

Mit den bisher bekannten Verfahren zur Generierung häufiger Ereigniskombinatio-
nen, die auf einer Tiefensuche basieren, ist es nicht möglich, den Suchraum anhand
nichthäufiger Teilmengen von Kandidaten zu beschneiden. Der Nachteil von Ver-
fahren wie beispielsweise Eclat besteht darin, daß beim Abstieg im Suchraum nicht
sichergestellt ist, daß vor der Häufigkeitsbestimmung eines Kandidaten die Häufig-
keiten zu dessen sämtlichen Teilmengen bekannt sind. Außerdem kann aufgrund
der vielen Kandidaten nicht mitgeführt werden, ob die Häufigkeit einer Ereignis-
kombination bereits bestimmt wurde oder nicht. Damit ist während des Durchlau-
fens des Suchraums nicht bekannt, ob eine Ereigniskombination nichthäufig oder
häufig aber noch nicht ausgezählt ist. Der Suchraum kann folglich auch nicht teil-
weise über nichthäufige Teilmengen von Kandidaten beschnitten werden.

Mit dem hier neu vorgestellten Ansatz konnte erstmals eine Ordnung auf den Er-
eigniskombinationen definiert werden, die beim Abstieg im Suchraum garantiert,
daß die Häufigkeiten sämtlicher Teilmengen eines Kandidaten bekannt sind, sobald
dieser Kandidat selbst ausgezählt werden soll. Die auf dieser Ordnung basierende
spezielle Tiefensuche wird als rechtsorientierte Tiefensuche bezeichnet. Erfolgt der
Abstieg im Suchraum als rechtsorientierte Tiefensuche, dann ist die Beschneidung
des Suchraums anhand nichthäufiger Ereigniskombinationen ohne Einschränkun-
gen möglich. Das resultierende Verfahren Optra ermöglicht in verschiedenen Expe-
rimenten, daß bis zu 30% der Kandidaten direkt verworfen werden können, ohne
aufwendig deren Häufigkeiten anhand der Daten zu bestimmen. Trotzdem gelingt
es nur beschränkt, diesen Vorteil in kürzere Laufzeiten umzusetzen. Die eigentliche
Bedeutung von Optra wird erst bei der Generierung taxonomer Assoziationsregeln
deutlich, da hier die vollständige Beschneidung des Suchraums anhand nichthäufi-
ger Teilmengen neue Optimierungsmöglichkeiten eröffnet.

Neben der Verbesserung der Suchstrategie wurde außerdem ein hybrider Ansatz
zur Generierung einfacher Assoziationsregeln eingeführt. Dieser Ansatz beruht auf
Erkenntnissen aus der Analyse der etablierten Verfahren in Kapitel 3. Dort wurde
unter anderem gezeigt, daß in Abhängigkeit von den Eigenschaften der zugrunde-
liegenden Daten jeweils andere Verfahren die kürzeren Laufzeiten erreichen. Auf
Basis der verschiedenen Experimente wurde hier in diesem Kapitel die These ab-
geleitet, daß die Häufigkeitsbestimmung durch direktes Zählen insbesondere für
Kandidaten kleinerer Mächtigkeiten vorteilhaft ist, während das Schneiden von
Transaktionsmengen für Kandidaten größerer Mächtigkeiten eine höhere Effizienz
verspricht. Diese These wurde anhand von Laufzeitmessungen überprüft und ein
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entsprechender hybrider Ansatz vorgestellt. Die Effizienz des neuen Verfahrens
Hybrid wurde in verschiedenen Experimenten gezeigt, wobei Hybrid oft wesent-
lich kürzere Laufzeiten als die bisherigen Verfahren aufwies, größtenteils ohne daß
diese Zeiten mit dem problematischen Hauptspeicherbedarf einhergehen, der bei-
spielsweise für FP-Growth typisch ist. Im einzelnen wurden für das neu entwickelte
Verfahren auf verschiedenen Datensätzen zwischen 15% und 60% kürzere Laufzei-
ten als für die etablierten Verfahren gemessen.

Für die Generierung taxonomer Assoziationsregeln wurden zunächst die vielver-
sprechendsten der etablierten Verfahren derart erweitert, daß diese eine Taxonomie
einbeziehen und taxonome Assoziationsregeln generieren können. In den folgenden
Experimenten fiel insbesondere auf, daß FP-Growth, anders als es aufgrund der
Laufzeiten bei der Generierung einfacher Assoziationsregeln zu erwarten gewesen
wäre, nicht mehr wesentlich kürzere Laufzeiten als die anderen Verfahren erreicht.
Zugleich stieg der bereits für die Generierung einfacher Assoziationsregeln pro-
blematische Hauptspeicherbedarf von FP-Growth bei der Generierung taxonomer
Assoziationsregeln weiter an.

Mit Prutax und Prutax+ wurden anschließend zwei neue Verfahren eingeführt,
die erstmals eine Taxonomie auf den Ereignissen umfassend zur Beschneidung des
Suchraums einsetzen können. Mit den bisher üblichen Verfahren zur Generierung
taxonomer Assoziationsregeln ist die Beschneidung des Suchraums anhand einer
Taxonomie nur eingeschränkt möglich, da der Algorithmus Cumulate und seine Va-
rianten auf dem Zählen von Häufigkeiten beruhen und damit aus Effizienzgründen
die Kandidaten gruppenweise auszählen müssen. Auch Verfahren, die wie Eclat
auf einer Tiefensuche beruhen, sind nur beschränkt für die Generierung taxono-
mer Assoziationsregeln geeignet, da eine wichtige Optimierung zur Vermeidung des
Auszählens von im Sinne einer Taxonomie redundanten häufigen Ereigniskombina-
tionen darauf basiert, daß der Suchraum anhand der nichthäufigen Teilmengen von
Kandidaten beschnitten wird. Erst mit der zuvor für die Generierung der einfachen
Assoziationsregeln eingeführten rechtsorientierten Tiefensuche wird es möglich,
die im Sinne einer Taxonomie redundanten häufigen Ereigniskombinationen auch
bei einer Tiefensuche effizient auszuschließen. Schließlich wurden aufgrund dieser
Überlegungen und der anhand verschiedener Experimente gewonnenen Erkenntnis-
se zwei neue Algorithmen abgeleitet. Der Algorithmus Prutax basiert ausschließlich
auf indirekter Häufigkeitsbestimmung durch Schneiden von Transaktionsmengen,
während der hybride Algorithmus Prutax+ außerdem Häufigkeiten ausgewählter
Ereigniskombinationen durch direktes Zählen von Häufigkeiten bestimmt. Beide
Algorithmen können erstmals effizient eine Taxonomie für die Beschneidung des
Suchraums umfassend nutzen. In verschiedenen Experimenten konnte insbesonde-
re für Prutax gezeigt werden, daß dieses Verfahren durchweg wesentlich kürzere
Laufzeiten und einen günstigeren Speicherbedarf als die bisherigen Verfahren er-
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reicht. Im einzelnen wurden für Prutax auf verschiedenen Datensätzen bis zu 80%
kürzere Laufzeiten als für die erweiterten etablierten Verfahren beziehungsweise
die bisher speziell für die Generierung taxonomer Assoziationsregeln entwickelten
Verfahren ermittelt.



Kapitel 5

Integration in den
Wissensentdeckungsprozeß

Der Prozeß der Wissensentdeckung in Datenbanken wurde in Abschnitt 2.1 als
nicht trivial, iterativ und hochgradig interaktiv eingeführt. Als für den Erfolg eines
Wissensentdeckungsprozesses entscheidend wurde der Analyst mit seinen Fähig-
keiten, seiner Motivation und Kreativität identifiziert. Im Kontext dieses

”
human

centered process“ kommt der Integration der Analyseverfahren in den Wissensent-
deckungsprozeß eine entscheidende Bedeutung zu. In der Forschung im Bereich der
Assoziationsregelgenerierung wurde diesem Aspekt bisher allerdings wenig Beach-
tung zuteil, auch wenn die grundsätzliche Problematik im Umfeld der Wissensent-
deckung in Datenbanken bekannt ist (vgl. u. a. [Dalkilic et al., 1995], [Johnson und
Dasu, 1998], [Sarawagi et al., 1998a], [Quinlan, 2000]).

Bei der Wissensentdeckung mit Assoziationsregeln auf Basis großer Datenmengen
addieren sich die Antwortzeiten für die Regelgenerierung (vgl. Kapitel 3 und 4) und
die Extraktion und Aufbereitung der relevanten Daten typischerweise zu mehreren
Minuten oder sogar Stunden. Im Kontext des Wissensentdeckungsprozesses sind
solche Laufzeiten als äußerst problematisch anzusehen, da bereits die Verfolgung
einer auch nur spekulativen Analyseidee potentiell einen erneuten Regelgenerie-
rungslauf impliziert. Zumindest mittelfristig ist vor diesem Hintergrund anzuneh-
men, daß der Analyst sich während des Prozesses eher kritisch und zurückhaltend
verhalten wird, statt spontan zu handeln. Letztlich wird daher die in praktischen
Anwendungen für den Erfolg der Wissensentdeckung in Datenbanken entscheiden-
de Kreativität und Inspiration des Analysten durch die unzureichende Effizienz
der zugrundeliegenden Technologie entscheidend gehemmt.

In diesem Kapitel werden drei für die Integration der Assoziationsregelverfahren in
den Wissensentdeckungsprozeß zentrale Aspekte identifiziert. Zu diesen Aspekten
werden jeweils eigene Ansätze entwickelt und mit den bisher bekannten Ansätzen

133
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verglichen. Zu Beginn des Kapitels wird in Abschnitt 5.1 die Problematik des
Datenzugriffs untersucht und die Anbindung der Verfahren an relationale Da-
tenbanksysteme vorgeschlagen. Eine konkrete Implementierung wird beschrieben
und diese gemeinsam mit verfügbaren kommerziellen Lösungen evaluiert. In Ab-
schnitt 5.2 wird ein sogenannter Regelcache eingeführt, der es in Verbindung mit
einer ebenfalls vorgestellten Retrievalsprache ermöglicht, Iterationen des Wissen-
sentdeckungsprozesses auf Basis bereits erzeugter Regeln durchzuführen, ohne die
aufwendige Regelgenerierung erneut anstoßen zu müssen. Des weiteren wird in
Abschnitt 5.3 der auf dem Regelcache basierende Ansatz erweitert, so daß auch
Anfragen aus dem Cache beantwortet werden können, die auf Selektionen der zu-
grundeliegenden Transaktionen beruhen. Auf diese Weise können Regeln direkt
aus dem Cache abgeleitet werden, die beispielsweise darauf basieren, daß die zu-
grundeliegende Transaktionsmenge auf einzelne Wochentage oder Fahrzeugtypen
eingeschränkt wird.

5.1 Anbindung an relationale Datenbanksyste-

me

Die prototypischen Implementierungen der Verfahren zur Generierung von Assozia-
tionsregeln basieren im Bereich der Forschung zumeist auf proprietären Dateifor-
maten zur Speicherung der Analysedaten. Soweit die Entwicklung und Evaluierung
neuer Algorithmen das eigentliche Ziel ist, sind einfach zu implementierende und
trotzdem effiziente Lösungen für den Datenzugriff naheliegend und angemessen.
Auch im Kontext forschungsgetriebener Pilotanwendungen, die von den Entwick-
lern der Algorithmen selbst oder ähnlich technisch ausgerichteten Personen durch-
geführt werden, sind solche Anbindungen noch als ausreichend anzusehen. Sobald
allerdings die Verfahren in Geschäftsprozesse integriert und von technisch weniger
versierten Anwendern eingesetzt werden, ist dieser Ansatz nicht mehr befriedi-
gend und wird zu einem oft unterschätzten Hemmnis für den Transfer von Data
Mining-Technologien in operative Umgebungen (vgl. [Hipp und Lindner, 1999],
[Hipp et al., 2001b]).

In der Praxis werden für die permanente Datenspeicherung zunehmend relationale
Datenbanksysteme eingesetzt. Die Daten sind demzufolge für die Data Mining-
Algorithmen nicht direkt zugänglich, sondern müssen für Analysen erst aus den
Datenbanksystemen exportiert werden. Da damit zumeist die Aufbereitung der
Daten in ein proprietäres Dateiformat verbunden ist, gestaltet sich ein Exportieren
oft als aufwendig und fehleranfällig (vgl. auch [Hipp und Lindner, 1999], [Hipp
et al., 2001b]). Insbesondere im Kontext des interaktiven und iterativen Prozesses
der Wissensentdeckung ist diese Problematik nicht zu unterschätzen. So bedeutet
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jede Iteration, die zu einer der frühen Phasen des Wissensentdeckungsprozesses
zurückkehrt, ein erneutes Exportieren und eine erneute Aufbereitung der Daten.

Anstatt die Daten den Verfahren zuzuführen, wird in dieser Arbeit mit der Inte-
gration der Algorithmen in das relationale Datenbanksystem ein entgegengesetzter
Ansatz verfolgt. Dieser Ansatz kann als Weiterführung der Forderung von Quin-
lan angesehen werden, daß die Verfahren der Wissensentdeckung mit relationalen
Daten effizient umgehen können sollen (vgl. [Quinlan, 2000]).

5.1.1 Anforderungsanalyse

Die klassische Anwendungsdomäne der Assoziationsregelgenerierung ist die Wa-
renkorbanalyse. Während dieses Szenario in der wissenschaftlichen Literatur als
anschauliche Beispielanwendung sehr populär ist, geht in der Praxis die Komple-
xität der meisten Anwendungen weit über die Analyse von zu Warenkörben zu-
sammengefaßten Artikeln hinaus (vgl. z. B. Abschnitt 2.3). Im folgenden werden
anhand einer solchen erweiterten Anwendung, der Analyse des Qualitätsinforma-
tionssystems QUIS aus dem Bereich Fahrzeugproduktion, Garantie und Kulanz
der DaimlerChrysler AG, verschiedene Anforderungen an die Integration der As-
soziationsregelverfahren mit relationalen Datenbanksystemen abgeleitet.

Die Datenbank QUIS im Vergleich

In Tabelle 5.1 ist die typische relationale Repräsentation von Warenkörben an-

trans id item id

...
...

1147 4553
1147 5596

1148 8933
1148 12780
1148 27453

...
...

Tabelle 5.1: Relationale Repräsentation von Warenkörben

hand eines Beispiels dargestellt (vgl. ebenfalls [Agrawal und Shim, 1996], [Sarawa-
gi et al., 1998a], [Sarawagi et al., 1998b]). Jede Kundentransaktion und jeder Arti-
kel aus dem Sortiment wird eindeutig durch einen ganzzahligen Schlüssel trans id
beziehungsweise item id identifiziert. Die Modellierung durch zwei Spalten ist not-
wendig, da es sich bei den Kundentransaktionen um Mengen von Artikeln handelt
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und die Anzahl der Artikel in einer Transaktion stark variieren kann sowie eine
maximale Transaktionsgröße im voraus nicht bekannt ist.

Die Datenbank QUIS wurde in den frühen achtziger Jahren bei der damaligen
Daimler-Benz AG in Betrieb genommen und speichert seitdem Informationen über
jedes produzierte Fahrzeug der Marke Mercedes-Benz aus den Bereichen Perso-
nenkraftwagen und Nutzfahrzeuge. QUIS enthält neben detaillierten Informatio-
nen über die Produktion auch die komplette Historie der Werkstattaufenthalte
während der Garantie- und Kulanzzeit (vgl. auch [Hipp und Lindner, 1999], [Hotz
et al., 1999]). Heute sind Informationen über weit mehr als 10 Millionen Fahrzeuge
in der Datenbank gespeichert. In Abbildung 5.1 ist ein vereinfachter Ausschnitt
des Entity-Relationship-Modells von QUIS wiedergegeben. Die Tabellen 5.2 und
5.3 enthalten zwei Beispiele für typische Tabellen aus QUIS.

ve_en_pl
model
engine

plant
production

vehicle

ve_gv

gv_ga

gv_cl

ve_speq

garage

claim

special
equipment

garage
visit

Abbildung 5.1: Vereinfachter Ausschnitt des Entity-Relationship-Modells zu QUIS

vehicle id model type type prod date . . .

...
...

...
...

...

A23943CI W202 R34 Jan 10 2003 . . .

C33467CI W202 R56 Feb 12 2003 . . .

C45940CI W220 R56 Feb 12 2003 . . .

C59612CI W220 R56 Feb 12 2003 . . .

C59613CI W220 R56 Feb 12 2003 . . .
...

...
...

...
...

Tabelle 5.2: Fahrzeuginformationen in Tabelle vehicle
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vehicle id equip id

...
...

A23943CI A48543
A23943CI A59032

C33467CI B89494
C33467CI A59032
C33467CI B89569

C45940CI A48543
...

...

Tabelle 5.3: Sonderausstattungen in Tabelle ve speq

Im Vergleich zur Warenkorbanalyse fallen insbesondere drei Unterschiede auf:

(a) Anstatt mit einer einzelnen Tabelle, die sämtliche für die Erzeugung der
Transaktionen relevanten Daten enthält, ist der Analyst mit mehreren Ta-
bellen konfrontiert, über welche die zu analysierenden Daten verteilt sind.
Beispielsweise enthält die Datenbanktabelle vehicle aus Tabelle 5.2 Daten
über die Fahrzeuge selbst, wie Modelltyp, Typ oder Produktionsdatum. Hin-
gegen sind die Daten über die Werkstattaufenthalte der Fahrzeuge in Tabelle
garage visit abgelegt, während Details über die in den Fahrzeugen verbauten
Sonderausstattungen in der Datenbanktabelle special equipment zu finden
sind. Außerdem werden die Beziehungen zwischen den Entitäten teilweise in
eigenen Tabellen abgelegt, wie beispielsweise in Tabelle ve sqeq, die in Ta-
belle 5.3 wiedergegeben ist und die n:m-Beziehung zwischen Fahrzeugen und
in diesen Fahrzeugen verbauten Sonderausstattungen modelliert. Diese Ver-
teilung von Information ist eine Folge der Datenbanknormalisierung und da-
mit typisch für relationale Datenbanken (zur Normalisierung vgl. u. a. [Date,
2000, S. 348ff.]).

(b) In QUIS speichern nur wenige der Tabellen Mengen beliebiger Mächtigkeit,
wie beispielsweise die Datenbanktabelle ve speq (vgl. Tabelle 5.3), die der
kanonischen Modellierung der Einzelhandelstransaktionen in Tabelle 5.1 ent-
spricht. Die meisten Tabellen enthalten hingegen genau einen Datensatz für
jedes Objekt, wie etwa die Datenbanktabelle vehicle aus Tabelle 5.2, die für
jedes Fahrzeug genau eine Zeile speichert.

(c) Anders als die Einzelhandelstransaktionen aus Tabelle 5.1 enthält eine Da-
tenbank wie QUIS typischerweise nicht ausschließlich als ganzzahlige Schlüs-
sel kodierte Ereignisse, sondern ist aus vielen verschiedenen Datentypen auf-
gebaut. Häufig sind für symbolische Werte Zeichenketten wie

”
W202“, in
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QUIS der Fahrzeugtyp, oder für Sonderausstattungen beispielsweise eine
Zeichenkette wie

”
AirCondition“. Selbst Schlüssel enthalten zumeist nicht

ausschließlich Ziffern und werden daher als Zeichenketten gespeichert (vgl.
u. a. Tabelle 5.3).

Nicht nur die Datenmodellierung ist in QUIS komplexer als im Kontext der klassi-
schen Warenkorbanalyse, sondern auch der Analysebedarf ist deutlich vielschich-
tiger. Während bei der Warenkorbanalyse die Aufgabe typischerweise darin be-
steht, zu einer Menge von Warenkörben alle Assoziationsregeln zu generieren, die
bestimmten Schwellenwerten für die Gütemaße der Regeln genügen, und die Re-
geln allenfalls anhand der Artikel eingeschränkt werden, sind die Freiheitsgrade im
Zusammenhang mit der Analyse einer Datenbank wie QUIS deutlich höher:

Zum einen sind die Analyseanfragen nicht mehr auf isolierte Tabellen beschränkt.
So können beispielsweise Abhängigkeiten zwischen Sonderausstattungen der Fahr-
zeuge und späteren Werkstattaufenthalten von Interesse sein. Zum anderen ist die
Wahl der Bezugsobjekte nicht mehr vorgegeben, sondern abhängig von der An-
wendung. Beispielsweise können Zusammenhänge zwischen den Eigenschaften der
Fahrzeuge analysiert werden oder auch Zusammenhänge zwischen Eigenschaften
der Werkstätten und den von diesen ausgeführten Arbeiten, beispielsweise den
eingereichten Garantiekosten oder häufig durchgeführten Reparaturen.

Die Warenkorbanalyse, so wie sie heute zumeist im Mittelpunkt der Arbeiten zur
Assoziationsregelgenerierung steht, ist demzufolge lediglich als ein Spezialfall der
Wissensentdeckung mit Assoziationsregeln anzusehen.

Abgeleitete Anforderungen

Im folgenden werden verschiedene Anforderungen an einen Ansatz zur Integration
der Assoziationsregelverfahren mit relationalen Datenbanksystemen abgeleitet:

1. Die Anzahl zu analysierender Transaktionen ist oft groß und unterliegt nahe-
zu keinen Einschränkungen seitens der Analyseverfahren (vgl. Abschnitt 3.3).
Große Datenmengen als Text in das Dateisystem zu exportieren, ist hinsicht-
lich der Laufzeiten und des notwendigen Plattenplatzes sehr aufwendig, so
daß ein direkter Zugriff der Verfahren auf die Daten erstrebenswert ist.

2. Die üblichen Implementierungen der Assoziationsregelalgorithmen arbeiten
intern auf natürlichen Zahlen (vgl. Abschnitt 3.1). Die dazu notwendige Ab-
bildung der in der Datenbank beispielsweise als Zeichenketten abgelegten
symbolischen Werte auf natürliche Zahlen sollte für den Benutzer transpa-
rent erfolgen.
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3. Die Wissensentdeckung ist typischerweise eine Anwendung, die nachträg-
lich zu einem bereits eingeführten System hinzugefügt wird (vgl. auch Ab-
schnitt 2.1). Die Verfahren sollten daher keine Änderungen der Datenbank-
struktur erforderlich machen.

4. In der Datenbank sind zum einen Objekte abgelegt, denen jeweils eine fixe
Menge von Attributen zugewiesen ist, das heißt jedem Objekt entspricht ge-
nau ein Datensatz aus einer Tabelle. Zum anderen sind zugleich auch Objek-
te gespeichert, die durch eine variierende Anzahl von Attributen beschrieben
werden, die unter Umständen in mehreren Datensätzen einer Tabelle abgelegt
und über einen gemeinsamen Schlüssel identifiziert werden. Die Verfahren
zur Assoziationsregelgenerierung sollten auf beide Aufbereitungen zugreifen
können.

5. Die für eine Analyse relevanten Daten sind im allgemeinen über verschie-
dene Tabellen verteilt und liegen nicht als Transaktionen aufbereitet vor.
Demzufolge müssen zu jedem der in eine Analyse einbezogenen Objekte die
entsprechenden Attributwerte in der Datenbank zunächst gesucht und dann
als Transaktion, das heißt als Menge von Ereignissen, zusammengefaßt wer-
den.

6. Analysen können sich auf verschiedene Objekttypen beziehen. In obigem
Beispiel aus QUIS können unter anderem Fahrzeuge oder Werkstätten als
Bezug für die Regelerzeugung sinnvoll sein, so daß die angestrebte Integration
diesbezüglich flexibel sein muß.

5.1.2 Bewertung bekannter Ansätze

Für die Integration von Assoziationsregelverfahren mit relationalen Datenbanken
lassen sich drei grundsätzliche Ansätze unterscheiden (vgl. u. a. [Sarawagi et al.,
1998a], [Sarawagi et al., 1998b], [Nestorov und Tsur, 1999]). Die einfachste Lösung
ist die Anbindung über Zusatzprogramme, welche die Aufbereitung des Exports
einer Datenbank in proprietäre Algorithmenformate übernehmen. Neben dieser als
ungekoppelt (uncoupled) bezeichneten Integration werden außerdem lose gekoppel-
te (loosly coupled) und eng gekoppelte (tightly coupled) Integrationen unterschie-
den. Bei der lose gekoppelten Integration haben die Verfahren über Mechanismen,
die vom Datenbanksystem zur Verfügung gestellt werden, direkten Zugriff auf die
Daten. Die eigentliche Regelgenerierung findet jedoch außerhalb der Datenbank
statt. Bei der engen Koppelung hingegen werden die Verfahren selbst in die Daten-
bank transferiert. Beispielsweise erlaubt das Datenbanksystem DB2 von IBM die
Ausführung von Funktionen im Adressraum der Datenbank in Form sogenannter
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”
stored procedures“ (vgl. z. B. [Chamberlin, 1998, S. 551ff.]). Das Datenbanksy-

stem Oracle des gleichnamigen Anbieters ist mit einem vergleichbaren Mechanis-
mus für sogenannte

”
PL/SQL-Prozeduren“ ausgestattet (vgl. u. a. [Urman, 1997],

[Feuerstein und Pribyl, 2002]). Mit Hilfe solcher datenbankinterner Prozeduren
und SQL können spezielle Varianten der Verfahren zur Assoziationsregelgenerie-
rung implementiert (vgl. auch Abschnitt 3.2) und dann direkt im Adressraum des
Datenbanksystems ausgeführt werden.

Ungekoppelte Lösungen sind aus den bereits dargestellten Gründen als nicht be-
friedigend anzusehen. Enge Koppelungen wurden bisher verschiedentlich beschrie-
ben (vgl. u. a. [Agrawal und Shim, 1995], [Agrawal und Shim, 1996], [Sarawagi
et al., 1998a], [Sarawagi et al., 1998b], [Rajamani und Cox, 1999]). Die dort ein-
geführten Verfahren zielen aber lediglich auf Aspekte der Effizienz und nicht des
Datenzugriffs. Entsprechend werden von den im vorigen Abschnitt aufgestellten
Anforderungen lediglich die Punkte 1 und 2 erfüllt. Die hinsichtlich des Datenzu-
griffs wesentlich umfassenderen Ansätze aus [Han et al., 1996b], [Meo et al., 1998]
erfüllen zwar die aufgestellten Anforderungen, sind bezüglich der technischen Um-
setzung aber nicht ausreichend konkretisiert. Eine Implementierung der Ansätze
allein auf Basis der zugänglichen Literatur scheint daher nicht möglich. Erschwe-
rend kommt hinzu, daß diese Ansätze nicht auf die Assoziationsregelgenerierung
beschränkt sind, sondern mit dem Anspruch der Allgemeingültigkeit für eine Viel-
zahl von Data Mining-Verfahren entwickelt wurden und entsprechend komplex
sind.

Auch seitens kommerzieller Softwareanbieter sind verschiedene Integrationslösun-
gen erhältlich. Laut einer Umfrage in [Piatetsky-Shapiro, 2000] sind Clementine
von SPSS, Enterprise Miner von SAS und Intelligent Miner von IBM mit Anteilen
von 20%, 14% beziehungsweise 9% die meistgenutzten Data Mining-Werkzeuge.1

Im Sinne von [Sarawagi et al., 1998a], [Nestorov und Tsur, 1999] implementieren
diese kommerziellen Lösungen eine lose gekoppelte Integration, wobei keine der
dieser Arbeit zugrundeliegenden Versionen2 direkt die Punkte 4, 5 und 6 aus dem
oben aufgestellten Anforderungskatalog erfüllt.

1Ein Überblick über die wichtigsten kommerziellen Data Mining-Werkzeuge ist beispielsweise
in [Krahl et al., 1998, S. 564ff.], [Han und Kamber, 2001], [Klösgen und Zytkow, 2002, S. 539ff.]
zu finden.

2Die dieser Arbeit zugrundeliegenden kommerziellen Data Mining-Werkzeuge sind SPSS Cle-
mentine in Version 5.1, SAS Enterprise Miner in Version 2.0 und IBM Intelligent Miner in
Version 6.1.
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5.1.3 Eigener Ansatz und Evaluierung

Der im folgenden vorgestellte Ansatz wurde mit dem Ziel entwickelt, eine effiziente
Implementierung zu ermöglichen, welche die im vorigen Abschnitt aufgestellten
Anforderungen erfüllt.

Grundidee

Assoziationsregelverfahren setzen die zu analysierenden Daten als zu Transaktio-
nen aufbereitete Ereigniskombinationen voraus (vgl. Abschnitt 3.1). Die Generie-
rung solcher Transaktionen erfordert die Kombination von Daten, die über die
gesamte Datenbank verteilt sein können. Anstatt diese Funktionalität neu zu im-
plementieren, wird im folgenden auf das die Daten speichernde relationale Daten-
banksystem zurückgegriffen. Dabei soll die angestrebte Lösung allgemeingültig,
das heißt unabhängig von einem konkreten Datenbankdesign oder Analyseszena-
rio sein.

Die hier vorgeschlagene Lösung basiert darauf, daß der Analyst eine SQL-Abfrage
an das Datenbanksystem absetzt, die sämtliche in die Analyse einzubeziehenden
Attributwerte aus der Datenbank selektiert und entsprechend verknüpft. Die For-
mulierung solcher Anfragen ist in praktischen Anwendungen zumeist naheliegend
(vgl. [Hipp et al., 2001b]). In Abbildung 5.2 ist ein Beispiel für eine vergleichswei-

select vehicle id, model type,

equipment name, engine type

from vehicle as ve,

ve speq as vesp,

special equipment as sp,

ve en pl as veen,

engine model as en

where ve.prod year = 2003 and

ve.vehicle id = vesp.vehicle id and

vesp.equip id = sp.equip id and

ve.vehicle id = veen.vehicle id and

en.engine id = veen.engine id

Abbildung 5.2: Beispiel für eine Anfrage auf QUIS

se komplexe Anfrage wiedergegeben. Die zugrundeliegende Analyse zielt darauf,
Abhängigkeiten zwischen dem Modelltyp, dem Motortyp und den verbauten Son-
derausstattungen für Fahrzeuge, die bisher im Jahr 2003 produziert wurden, in
den Daten aus QUIS (vgl. Abbildung 5.1) zu entdecken.
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Durch die Verknüpfung der verschiedenen Tabellen wird die Normalisierung teil-
weise rückgängig gemacht. Entsprechend enthält die aus einer solchen Anfrage
resultierende Tabelle im allgemeinen einen großen Anteil redundanter Informatio-
nen. Da auf die Ergebnistabelle lediglich lesend zugegriffen wird, sind Konflikte
im Sinne von Änderungs-, Lösch- oder Einfügeanomalien nicht relevant.

Als Ergebnistabelle der Anfrage aus Abbildung 5.2 könnte beispielsweise Tabel-
le 5.4 resultieren. Keines der hier betrachteten Data Mining-Werkzeuge kann mit

vehicle model equipment engine . . .
id type name type . . .

...
...

...
...

...

A23943CI W202 AirCond. D . . .

A23943CI W202 2ndAirbag D . . .

C33467CI W202 Clutch P . . .

C33467CI W202 2ndAirbag P . . .

C33467CI W202 Hardtop P . . .

C45940CI W220 AirCond. P . . .
...

...
...

...
...

Tabelle 5.4: Beispiel für die Ergebnismenge einer SQL-Anfrage zur Datenanalyse

einer derartigen Tabelle direkt umgehen, daß heißt das Ergebnis einer solchen An-
frage ist mit den kommerziellen Werkzeugen nicht ohne weiteres analysierbar.

Um obige Tabelle zu Transaktionen aufzubereiten, wird diese zunächst nach ihrem
Schlüssel vehicle id geordnet, so daß Zeilen mit gleichen Schlüsselwerten aufeinan-
der folgen. Durch das Anfügen von order by vehicle id an die SQL-Anfrage wird dies
durch eine vom Datenbanksystem ausgeführte Sortierung erreicht. In der Ergebnis-
menge sind sowohl Attribute enthalten, die für jedes Objekt der realen Welt genau
einen Wert aufweisen, beispielsweise der Motortyp engine type, als auch Attribute,
die jedes Objekt durch eine beliebige Menge von Attributwerten beschreiben, wie
beispielsweise die Ausstattungen im Attribut equipment name.

Von solchen sortierten Ergebnistabellen werden Transaktionen abgeleitet, indem
die Zeilen der Ergebnismenge nacheinander durchlaufen werden. Wechselt der
Schlüsselwert, dann ist die aktuelle Transaktion vollständig erfaßt, und mit der
Erzeugung der nächsten Transaktion kann fortgefahren werden. Mehrfach vorkom-
mende Werte dürfen jeweils nur einmal in jede Transaktion eingetragen werden.

Bei dem hier beschriebenen Ansatz entscheidet die Wahl des Schlüsselattributs
darüber, bezüglich welchen Objekttyps die Regeln generiert werden. Wird bei-
spielsweise model type statt vehicle id als Schlüssel gewählt, werden dadurch an-
stelle der Fahrzeuge die verschiedenen Modelltypen zu den Objekten der Analyse.
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Umsetzung

Für eine Umsetzung ist zunächst zu entscheiden, ob die Integration lose oder eng
gekoppelt implementiert werden soll. Von den verschiedenen Alternativen, die in
[Sarawagi et al., 1998a], [Sarawagi et al., 1998b] untersucht werden, ist bezüglich
der Effizienz der sogenannte Cache Mine-Ansatz am vielversprechendsten. Dieser
basiert auf einem Cache, der aus der Datenbank initialisiert wird und dann den
Regelgenerierungsverfahren, die außerhalb des Datenbanksystems ausgeführt wer-
den, zur Verfügung steht. Die lose gekoppelte Integration greift lediglich einmal
auf die Datenbank zu. Im Rahmen der Regelgenerierung nachfolgende Iterationen
über die Transaktionen (vgl. Abschnitt 3.1) werden effizient ohne Rückgriff auf die
Datenbank anhand des Caches bearbeitet.

Die in der vorliegenden Arbeit vorgeschlagene Implementierung erweitert den Ca-
che Mine-Ansatz, so daß dieser die oben beschriebenen Ergebnistabellen verarbei-
ten kann. Der Zugriff auf das Datenbanksystem DB2 von IBM erfolgt über das CLI
(vgl. [Chamberlin, 1998, S. 462ff.]).3 Die vom Benutzer erstellte SQL-Anfrage wird
zur Ausführung an das Datenbanksystem übergeben. Die resultierende Ergebnista-
belle wird direkt in das in Abschnitt 3.1.4 eingeführte Binärformat transformiert
und in dieser kompakten Form im Dateisystem abgelegt. Wie oben beschrieben
werden dazu die Zeilen der Ergebnismenge sukzessive durchlaufen und anhand der
Schlüsselwerte die Grenzen zwischen den einzelnen Transaktionen bestimmt. Jeder
vorgefundene Attributwert wird als eine Zeichenkette interpretiert und mit dem
Spaltennamen als Präfix versehen. Die Ergänzung um den Spaltennamen ist not-
wendig, da in der Regel Attributwerte nur in Verbindung mit einer Spalte eindeutig
sind.4 Die resultierenden Zeichenketten werden eineindeutig auf ganzzahlige Werte
abgebildet. Bevor eine Transaktion in das Dateisystem geschrieben wird, werden
die enthaltenen Ereignisse aufsteigend sortiert und eventuelle Dubletten entfernt.

Evaluierung

Eine Implementierung der oben beschriebenen Integrationslösung in C++ wird
im folgenden auf einer SUN Ultra-10 Workstation unter dem Betriebssystem So-
laris 2.7 sowie Version 6.1 des Datenbanksystems IBM DB2 gemeinsam mit kom-
merziellen Werkzeugen evaluiert. Datenbasis sind die Sonderausstattungen von

3In verschiedenen Experimenten konnten keine bemerkenswerten Laufzeitunterschiede zwi-
schen einer Implementierung der Datenextraktion als

”
Stored Procedure“, die im Adressraum

des Datenbanksystems ausgeführt wird (vgl. [Chamberlin, 1998, S. 561ff.]), und einer außerhalb
des Datenbanksystems ausgeführten Prozedur, die über das CLI auf die Daten zugreift (vgl.
[Chamberlin, 1998, S. 551ff.]), ermittelt werden.

4Beispielsweise kann der Attributwert
”
schwarz“ sowohl die Lackierung eines Fahrzeugs be-

schreiben als auch für die Polsterfarbe stehen.
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Fahrzeugen aus QUIS, die bereits in Abschnitt 3.3 für die Evaluierung der Daten-
generierungsverfahren herangezogen wurden. Die selektierte Tabelle besteht aus
ungefähr 200 Millionen Zeilen. Im Rahmen der Evaluierung wurde außerdem die
maximale Mächtigkeit der erzeugten häufigen Ereigniskombinationen auf drei Er-
eignisse beschränkt und als Schwellenwert für die Mindesthäufigkeit minsupp = 2%
gewählt.

Für die Evaluierung stehen zwei der in Abschnitt 5.1 genannten, kommerziellen
Data Mining-Werkzeuge auf der Solaris-Plattform zur Verfügung. Eines der beiden
Werkzeuge überschreitet allerdings bereits bei einigen hunderttausend Zeilen seine
Kapazität und bricht die Analyse ab. Das andere Werkzeug und die im Rahmen
dieser Arbeit vorgestellte Implementierung skalieren wie erwartet annähernd linear
mit der Anzahl der Zeilen (vgl. auch Abschnitt 3.3).

Die Ergebnisse der Evaluierung sind in Abbildung 5.3. wiedergegeben. Die An-
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150min
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250min

300min

350min

1Mio 25Mio 50Mio 75Mio 100Mio 150Mio 200Mio

kommerzielles Werkzeug
eigener Ansatz

Abbildung 5.3: Evaluierung auf Sonderausstattungen von Fahrzeugen mit variierender Anzahl
von Zeilen in Millionen und Laufzeit in Minuten

zahl der in die Generierung einbezogenen Zeilen wird zwischen 1 Million und 200
Millionen variiert, und die zugehörigen Laufzeiten sind in Minuten angegeben.
Offensichtlich ist der hier vorgestellte Ansatz bezüglich der Laufzeiten dem kom-
merziellen Werkzeug überlegen, wobei die Messungen nur einen ersten Eindruck
vermitteln können. Für ein abschließendes Urteil ist eine wesentlich umfassende-
re Evaluierung notwendig. Im Rahmen dieser Arbeit soll als Ergebnis genügen,
daß der hier vorgestellte Ansatz mit kommerziellen Werkzeugen bezüglich der
Laufzeit grundsätzlich vergleichbar ist. Der entscheidende Vorteil gegenüber den
kommerziellen Lösungen ist jedoch, daß mit dem neu eingeführten Ansatz die in
Abschnitt 5.1.1 aufgestellten Anforderungen an eine Integration von Assoziations-
regelverfahren mit relationalen Datenbanksystemen erfüllt werden.
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5.2 Effizientes Retrieval von Assoziationsregeln

Die Anbindung an relationale Datenbanksysteme ist nur ein Aspekt der Integra-
tion der Assoziationsregelverfahren in den Wissensentdeckungsprozeß. Wie in Ab-
schnitt 2.1 beschrieben, hat der Prozeß der Wissensentdeckung einen hochgradig
iterativen und interaktiven Charakter. Der Analyst als

”
human in the loop“ (vgl.

[Brachman und Anand, 1996]) entscheidet auf Basis der augenblicklichen Ergeb-
nisse, ob zu einer früheren Phase zurückgekehrt, die aktuelle Phase wiederholt oder
mit einer der folgenden Phasen fortgefahren wird.

Ein auf Assoziationsregeln, die aus einem vorgelagerten Generierungslauf stam-
men, basierender Ansatz wurde in [Imielinski und Mannila, 1996], [Imielinski et al.,
1999], [Imielinski und Virmani, 1999] erstmals beschrieben. Im folgenden wird die-
se Grundidee in den Kontext des Wissensentdeckungsprozesses übertragen. Dazu
wird der Ansatz insbesondere durch die Einführung eines expliziten Regelcaches
(rule cache) aufgewertet. Dieser Cache wird mit einer erweiterten Anfragesprache
als Schnittstelle ergänzt und eine Implementierung auf Basis eines relationalen Da-
tenbanksystems vorgestellt. Die kurzen Antwortzeiten für Anfragen, die aus dem
Cache beantwortet werden können, ermöglichen dem Analysten ein interaktives
Arbeiten, unabhängig vom Volumen der zugrundeliegenden Daten. Die erweiter-
te Anfragesprache unterstützt ihn zugleich adäquat bei der Formulierung seiner
Analysehypothesen. Vergleichbare, aber weit weniger mächtige Ansätze beruhen
auf dem sogenannten

”
rule browsing“, daß heißt dem interaktiven und benutzer-

gesteuerten Durchsuchen von Regelmengen, unter anderem anhand vorgegebener
Schablonen (templates) (vgl. z. B. [Klemettinen et al., 1996], [Liu et al., 2000]).5

5.2.1 Eigener Ansatz versus fokussierte Wissensentdeckung

Heutige Ansätze zielen vor allem darauf, die Effizienz der Regelgenerierung zu
steigern. Trotz signifikanter Fortschritte sind die etablierten Verfahren, insbeson-
dere für vergleichsweise große Datenmengen, jedoch nicht ausreichend effizient, um
einem Analysten interaktives Arbeiten auch nur annähernd zu ermöglichen (vgl.
u. a. Kapitel 3).

Als ein Ansatz zur Lösung des Laufzeitproblems tritt zunehmend die sogenannte
fokussierte Wissensentdeckung (constrained mining)6 in den Mittelpunkt des For-
schungsinteresses (vgl. z. B. [Srikant et al., 1997], [Ng et al., 1998], [Bayardo, 2002],

5In [Nag et al., 1999], [Goethals und Bussche, 2000] sind Ansätze beschrieben, die einen Wis-
sensentdeckungsprozeß begleitend die häufigen Ereigniskombinationen und teilweise ebenfalls die
generierten Regeln in einem Cache ablegen. Dieser Cache wird sukzessive mit dem Ziel aufgebaut,
die Algorithmen während der Generierung häufiger Ereigniskombinationen zu unterstützen. Der
Analyst hat weder direkt noch indirekt unmittelbaren Zugriff auf den Cache.

6

”
Constrained“ steht in diesem Zusammenhang für die gezielte Einschränkung der Analysen,

wird also im Sinne einer fokussierten Wissensentdeckung gebraucht.
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[Pei und Han, 2002], [Leung et al., 2002]). Die fokussierte Wissensentdeckung ba-
siert darauf, daß die zu erzeugenden Regeln bereits vor der eigentlichen Regel-
generierung sinnvoll eingeschränkt werden und diese Einschränkung während der
Regelgenerierung dazu genutzt werden kann, die Effizienz der Verfahren zu stei-
gern. Typische Beschränkungen bestehen aus Bedingungen für die An- oder Abwe-
senheit von Ereignissen in Prämisse beziehungsweise Konklusion der Regeln (vgl.
u. a. [Srikant et al., 1997], [Lakshmanan et al., 1998], [Ng et al., 1999], [Goethals
und Bussche, 2000]).

Beschränkungen dieser Art sind außerdem geeignet, die oft sehr großen Regelmen-
gen zu filtern und dadurch dem Analysten einfacher zugänglich zu machen. Da
außerdem Verfahren zur Verfügung stehen, welche die Beschränkungen zur Lauf-
zeitoptimierung nutzen können, scheint die fokussierte Wissensentdeckung als ein
Schlüssel zur Verwirklichung des interaktiven und iterativen Wissensentdeckungs-
prozesses. Zum einen sind die erreichten Laufzeiten (vgl. u. a. [Srikant et al., 1997],
[Ng et al., 1999], [Pei und Han, 2002], [Leung et al., 2002]) jedoch noch weit von
den tatsächlichen Anforderungen entfernt. Zum anderen ist die fokussierte Wissen-
sentdeckung grundsätzlich kritisch zu sehen, da die Assoziationsregelgenerierung
darauf zielt, neues, bisher unvermutetes Wissen in Daten zu entdecken. Die Ergeb-
nismenge der Regelgenerierung bereits im voraus einzuschränken, steht diesem Ziel
grundsätzlich entgegen. Somit ist die Fokussierung einerseits ein hilfreiches Mittel,
Ergebnismengen sinnvoll zu beschränken, andererseits birgt die Fokussierung die
Gefahr, die Wissensentdeckung auf ein Überprüfen von Hypothesen zu reduzieren
(vgl. auch [Hipp und Güntzer, 2002]).

Insbesondere während der initialen Iterationen eines Wissensentdeckungsprozesses
ist eine Fokussierung kritisch. Der Analyst soll in dieser Orientierungsphase einen
ersten allgemeinen Eindruck von den Daten erhalten und nicht aufgrund subjekti-
ver Einschätzungen die Analyse frühzeitig in bestimmte Bahnen lenken. Zwar wer-
den für die Gütemaße üblicherweise relativ hohe Schwellenwerte gewählt, um nicht
unübersichtlich viele Regeln zu erzeugen, aber eine Beschränkung der generierten
Regeln auf bestimmte Ereignisse oder Ereigniskombinationen wird möglichst ver-
mieden. Das Ziel dieser ersten Phase ist nicht, bereits konkrete Ergebnisse zu
erzeugen, sondern vielversprechende Ansatzpunkte für tiefergehende, das heißt fo-
kussierte Analysen zu identifizieren.

Vor diesem Hintergrund setzt der im folgenden vorgestellte Ansatz bewußt nicht
auf fokussierte Regelgenerierungsverfahren, da diese für die initialen Phasen der
Wissensentdeckung wenig geeignet sind und auch für die späteren Phasen die Lauf-
zeitprobleme nicht zufriedenstellend lösen können (vgl. auch [Hipp et al., 2002a],
[Hipp et al., 2002b], [Hipp und Güntzer, 2002]). Im Gegensatz zu der heute po-
pulären Fokussierung (vgl. z. B. [Bayardo, 2002]) verfolgt der nachstehend be-
schriebene Ansatz die konträre Idee, die Regelgenerierung möglichst von jeglichen
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Einschränkungen zu befreien und die Fokussierung als nachgelagerte Filterung
umzusetzen.

Ausgangspunkt ist ein einzelner, weitgehend unbeschränkter Regelgenerierungs-
lauf. Dieser Lauf dient dazu, einen Regelcache zu initialisieren, wobei gegebenen-
falls eine vergleichsweise lange Unterbrechung des Wissensentdeckungsprozesses
resultiert. Der initialisierte Regelcache kann den Analysten sowohl in der Orien-
tierungsphase unterstützen, als auch tiefergehende, das heißt fokussierte Analyse-
anfragen beantworten, wobei dazu in der Regel nicht erneut auf die zugrundelie-
genden Daten zurückgegriffen werden muß. Der Effekt der vergleichsweise teuren
initialen Regelgenerierung ist Interaktivität für die nachfolgenden Iterationen des
Wissensentdeckungsprozesses, da diese unabhängig vom Volumen der zugrunde-
liegenden Daten auf Basis des Caches bearbeitet werden können. Dieser Ansatz
hat den Vorteil, daß viele kürzere Unterbrechungen zu einer initialen Regelgene-
rierung zusammengefaßt werden und damit die Arbeit des Analysten lediglich ein-
mal unterbrochen werden muß. Außerdem ist die für die initiale Regelgenerierung
benötigte Zeit oft kürzer als die Summe der Zeiten für die alternativ notwendi-
gen fokussierten Regelgenerierungsläufe (vgl. u. a. die in Abschnitt 5.2.3 folgende
Evaluierung).

5.2.2 Retrievalsprache

Grundlegend für den oben eingeführten Ansatz ist der Zugriff auf die gespeicher-
ten Regeln durch den Analysten. Dieser Zugriff muß nicht nur effizient bezüglich
der Antwortzeiten sein, sondern vor allem den Analysten bei der Regelauswahl
angemessen unterstützen, das heißt die Fokussierung als nachgelagerte Filterung
geeignet umsetzen. In der Literatur werden verschiedene Ansätze zur Auswahl von
Regeln beschrieben, die auch im Zusammenhang mit dem hier vorgestellten Regel-
cache Verwendung finden können. Diese Ansätze reichen von einfachen Schablonen
(vgl. u. a. [Klemettinen et al., 1994], [Fu und Han, 1995], [Kamber et al., 1997a],
[Kamber et al., 1997b], [Liu et al., 2000]) bis zu mächtigen Anfragesprachen (vgl.
u. a. [Han et al., 1996b], [Han et al., 1996a], [Meo et al., 1996], [Imielinski und Vir-
mani, 1999], [Boulicaut, 1999], [Boulicaut et al., 1999]). Teilweise beinhalten diese
Anfragesprachen auch Aspekte des Datenzugriffs und der Datenaufbereitung, wel-
che für den hier vorgestellten Ansatz bereits in Abschnitt 5.1 mit der Anbindung
an relationale Datenbanksysteme abgedeckt wurden.

Der im folgenden vorgestellte Ansatz geht über die bekannten Anfragesprachen
hinaus und basiert auf einer Erweiterung des in Abschnitt 2.2 eingeführten Asso-
ziationsmodells. Ziel dieses Ansatzes ist nicht, die bekannten Anfragesprachen zu
ersetzen, sondern vielmehr diese um nützliche und durch praktischen Anwendun-
gen motivierte Erweiterungen sinnvoll zu ergänzen. Zur Veranschaulichung wird
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im folgenden eine einfache Anfragesprache eingeführt, anhand derer durch ver-
schiedene Anwendungsbeispiele die grundlegenden Konzepte und Möglichkeiten
des erweiterten Assoziationsmodells für das Retrieval von Regeln aus einem Re-
gelcache verdeutlicht werden.

Erweiterung

In Abschnitt 2.2 wurden Ereignisse als Literale eingeführt. Dieses Verständnis der
Ereignisse ist grundlegend für die Assoziationsregelgenerierung (vgl. z. B. [Agrawal
et al., 1993], [Agrawal und Srikant, 1994a], [Hipp et al., 2000a]). Obwohl die Regel-
generierung selbst die Ereignisse als Literale behandelt, weisen diese in praktischen
Anwendungen jedoch meist eine Struktur auf, und insbesondere für das Retrieval
von Assoziationsregeln aus einem Regelcache stellen diese Zusatzinformationen ein
mächtiges Hilfsmittel dar.

Zunächst gilt es, die Struktur der Ereignisse zugänglich zu machen. So können
beispielsweise den Artikeln aus dem Warensortiment eines Einzelhandelsunterneh-
mens Verkaufspreise oder Deckungsbeiträge zugeordnet sein. Entsprechend kön-
nen Produktionsdaten, Herstellerinformationen oder ähnliches zu Fahrzeugteilen
bekannt sein und zur Formulierung von Anfragen an einen Regelcache genutzt
werden. Solche domänenspezifischen Attribute können auch mittels Taxonomi-
en (vgl. Abschnitt 2.2.3) oder quantitativen Assoziationsregelverfahren (vgl. Ab-
schnitt 2.2.4) in die Regelgenerierung eingebracht werden. Hier in dieser Arbeit
wird jedoch ein neuer Ansatz eingeführt. Anstatt die generierten Regeln zu er-
weitern, wird die Struktur der Ereignisse dazu herangezogen, den Zugriff auf den
Regelcache für den Analysten geeigneter zu gestalten.

Formal wird das in Abschnitt 2.2 eingeführte Assoziationsmodell wie folgt erwei-
tert: Sei E ⊆ � × � 1 × · · · × � m eine Menge von Ereignissen. Jedes Ereignis wird
eindeutig durch einen Schlüssel S ∈ � identifiziert und außerdem durch weite-
re Attribute (a1, . . . , am) ∈ � 1 × · · · × � m beschrieben. Die einzelnen Attribute
können anwendungsabhängig aus verschiedenen Domänen stammen. So kann es
sich beispielsweise um Preise, Kosten oder Zeitstempel handeln. Basierend auf
dieser Erweiterung können mit den üblichen Verfahren Assoziationsregeln gene-
riert werden, indem die Ereignisse über ihre Schlüsselwerte identifiziert und als
Literale behandelt werden. Zugleich stehen für das Retrieval von Regeln aus ei-
nem Regelcache die entsprechenden Zusatzinformationen für die Formulierung von
Anfragen zur Verfügung.
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Retrieval von Regeln

Die im folgenden vorgestellte einfache Anfragesprache für das Retrieval von Asso-
ziationsregeln aus einem Regelcache demonstriert das Potential der oben beschrie-
benen Erweiterung. Diese Anfragesprache ist bereits ein mächtiges Werkzeug in
den Händen des Analysten, kann aber auch als Ergänzung zu umfassenden Ana-
lysesystemen oder etablierten Anfragesprachen verstanden werden. Die Anfrage-
sprache wird im folgenden anhand verschiedener Beispiele aus dem Umfeld der
QUIS-Datenbank (vgl. Abschnitt 5.1) eingeführt.

Jede Anfrage an den Regelcache besteht aus dem Schlüsselwort SelectRulesFrom,
gefolgt vom Namen des abzufragenden Regelcaches sowie einer sogenannten Whe-
re-Bedingung, welche die zurückgelieferten Regeln einschränkt. Die einfachste An-
frage selektiert die Regeln anhand minimaler Schwellenwerte für die Gütemaße.
Beispielsweise ist die Ergebnismenge der folgenden Anfrage an einen Cache rule-
cache auf die Regeln beschränkt, die für die Konfidenz einen Wert von mehr als
75% aufweisen und für das Maß Lift mindestens den Wert 10 erreichen:

SelectRulesFrom rulecache (Anfrage 1)
Where conf > 0.75 and lift >= 10;

Oft sind es einzelne Ereignisse oder Gruppen von Ereignissen, anhand deren Vor-
kommen beziehungsweise Nichtvorkommen in Prämisse oder Konklusion die Regel-
mengen weiter eingeschränkt werden. Beispielsweise kann der Analyst an solchen
Regeln interessiert sein, welche die Ausstattung eines Fahrzeugs mit einem Fah-
rerairbag anhand anderer gewählter Ausstattungen erklären. Die zurückgelieferten
Regeln sollen in diesem Fall das Ereignis Airbag in der Regelkonklusion enthalten,
die im folgenden kurz als head bezeichnet wird:

SelectRulesFrom rulecache (Anfrage 2)
Where ‘Airbag’ in head and conf > 0.75 and lift >= 10;

Wenn beispielsweise bekannt ist, daß ein Beifahrerairbag CoAirbag stets einen
Fahrerairbag impliziert, dann ist es sinnvoll, durch die Erweiterung der Where-
Bedingung mit not ‘CoAirbag’ in body, wobei body die Regelprämisse bezeichnet,
in Anfrage 2 triviale Regeln in der Ergebnismenge im voraus auszuschließen.

Die soeben anhand von Beispielen skizzierte Anfragesprache ist vergleichsweise ein-
fach und trotzdem bereits geeignet, den Analysten vielfältig zu unterstützen (vgl.
[Hipp et al., 2002a], [Hipp et al., 2002b]). Als erste Erweiterung gegenüber den
etablierten Anfragesprachen werden Aggregatfunktionen auf den Regelgütemaßen
eingeführt. So ist es in vielen Szenarien hilfreich, Schwellenwerte nicht absolut an-
zugeben, sondern relativ zu den von den Regeln im Regelcache erreichten Werten.
Beispielsweise selektiert die folgende Anfrage Regeln, die einen im Verhältnis zur



150 5. INTEGRATION IN DEN WISSENSENTDECKUNGSPROZESS

Gesamtheit der erzeugten Regeln vergleichsweise geringen Support, weniger als 1%
größer als der geringste im Regelcache vorgefundene Support, und gleichzeitig einen
vergleichsweise hohen Wert für die Konfidenz, mehr als 99% der höchsten im Re-
gelcache zu findenden Konfidenz, aufweisen. Der kleinste Support beziehungsweise
die größte im Regelcache abgelegte Konfidenz wird mit min(supp) beziehungsweise
max(conf) bezeichnet und umgekehrt:7

SelectRulesFrom rulecache (Anfrage 3)
Where supp < 1.01*min(supp) and conf > 0.99*max(conf);

Die zweite Erweiterung gegenüber den etablierten Ansätzen nutzt die oben ein-
geführte Zugriffsmöglichkeit auf die Struktur der Ereignisse. Sei x.attname der
Wert des Attributs attname für das Ereignis x. So gilt beispielsweise x.type =
’SpEquip’ für alle Ereignisse x, die eine Sonderausstattung kodieren. Damit können
unter anderem die Regeln selektiert werden, die bestimmte Vorgaben für die Güte-
maße erfüllen und zugleich Sonderausstattungen erklären, denen jeweils Kosten
von mindestens c zugerechnet werden können. Solche Anfragen werden durch die
Einführung von Existenz- und Allquantoren auf den Attributwerten der Ereignisse
möglich, beispielsweise:

SelectRulesFrom rulecache (Anfrage 4)
Where supp > 0.25 and conf > 0.975
and exists x in head (x.type = ’SpEquip’ and x.costs > c );

Eine etwas komplexere, aber gleichwohl sehr nützliche Anfrage ist die Selektion
der Regeln, die mindestens eine Sonderausstattung in der Konklusion enthalten,
die von einem Hersteller, Attribut manu, stammt, der auch mindestens eine der
Sonderausstattungen aus der Prämisse produziert hat:

SelectRulesFrom rulecache (Anfrage 5)
Where exists x in head (x.type = ’SpEquip’ and
exists y in body (y.type = ’SpEquip’ and x.manu = y.manu))
and supp > 0.25 and conf > 0.975;

Die hier erstmals für das Retrieval von Regeln eingeführten Quantoren in Ver-
bindung mit der Erweiterung des Assoziationsmodells um Attribute erlauben auf
intuitive Weise die Formulierung von in praktischen Anwendungen sehr hilfreichen
Anfragen (vgl. auch [Hipp et al., 2002a], [Hipp et al., 2002b]).

7Andere Aggregatfunktionen, wie beispielsweise das arithmetische Mittel, sind ebenfalls sinn-
volle Ergänzungen.
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5.2.3 Umsetzung und Evaluierung

Im folgenden wird eine prototypische Implementierung eines Regelcaches sowie
der soeben eingeführten Retrievalsprache vorgestellt und anhand einer praktischen
Anwendung evaluiert.

Umsetzung

Für die Umsetzung des Regelcaches wird keine spezielle Datenstruktur implemen-
tiert, sondern es wird auf ein konventionelles relationales Datenbanksystem zurück-
gegriffen. Zum einen ist die Speicherung der Regeln in einer Datenbank nahelie-
gend, da die Regeln typischerweise mit hohem und teilweise manuellem Aufwand
erzeugt werden (vgl. u. a. Kapitel 2) und demzufolge als entsprechend wertvoll an-
zusehen sind. Zum anderen profitiert die Implementierung des Systems direkt von
der Verwendung des Datenbanksystems. Anstatt die Anfragelogik vollständig neu
zu implementieren, genügt es, die Anfragen für das Retrieval von Regeln in SQL
zu übersetzen und diese dann direkt auf dem Datenbanksystem auszuführen.

Eine wichtige Frage im Zusammenhang mit der Implementierung des Caches ist,
ob anstelle der Regeln nicht häufige Ereigniskombinationen gespeichert werden
sollten, aus denen die Regeln bei Bedarf abgeleitet werden können (vgl. dazu Ab-
schnitt 3.1.1). Für die Implementierung eines Regelcaches, so wie er oben ein-
geführt wurde, wird diese Entscheidung in der vorliegenden Arbeit zugunsten der
Speicherung der Regeln getroffen. Hintergrund ist, daß der Support in der Pra-
xis erfahrungsgemäß weniger im Sinne eines Gütemaßes genutzt wird, sondern als
eine der wenigen Möglichkeiten, um die Antwortzeiten der Verfahren zur Regel-
generierung auf im Rahmen des Wissensentdeckungsprozesses tolerierbare Werte
zu verkürzen (vgl. auch [Hipp und Güntzer, 2002]). Die Einführung des Regelca-
ches entbindet den Analysten jedoch weitgehend von den Restriktionen durch die
Laufzeiten der Regelgenerierungsverfahren. Entsprechend wird der Analyst ver-
gleichsweise niedrige Schwellenwerte für die minimalen Häufigkeiten ansetzen und
gleichzeitig die Regeln anhand weiterer Gütemaße strenger filtern, um aussage-
kräftige Regeln zu erhalten. Als Folge nähern sich die Anzahl gespeicherter Re-
geln und die Anzahl alternativ zu speichernder häufiger Ereigniskombinationen
einander an, da letztere lediglich anhand der minimalen Häufigkeit eingeschränkt
werden können, nicht aber wie die Regeln auch anhand der weitereren Gütemaße
(vgl. Abschnitt 3.1.1 und [Brin et al., 1997a]). Damit ist die Speicherersparnis als
Argument für das Ablegen von häufigen Ereigniskombinationen anstelle von Re-
geln nicht mehr gültig. Außerdem wird die Generierung von Regeln aus häufigen
Ereigniskombinationen bei entsprechend kleinem Schwellenwert für den Support
vergleichsweise aufwendig, da die große Anzahl häufiger Ereigniskombinationen ei-
ne weit größere Anzahl von Regeln impliziert, die während der Regelerzeugung
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bezüglich der verschiedenen Gütemaße auf das Erreichen der Schwellenwerte über-
prüft werden müssen (vgl. auch Abschnitt 3.1.1).

Jede zu speichernde Regel besteht aus Regelprämisse, Regelkonklusion und einem
Vektor mit den Ausprägungen der verschiedenen Gütemaße. Eine häufige Ereig-
niskombination kann in mehreren Regeln als Prämisse wie auch als Konklusion
vorkommen. Zur Vermeidung von Redundanz werden die Ereigniskombinationen
in einer Tabelle separat von den gespeicherten Regeln gehalten, wobei jede Er-
eigniskombination genau einmal abgelegt wird, sobald sie in mindestens einer der
Regeln vorkommt. Die Regeltabelle enthält lediglich Referenzen auf die häufigen
Ereigniskombinationen. Dadurch kann Speicher in erheblichem Umfang eingespart
werden. So sinkt der Speicherbedarf durch die Vermeidung redundanter Einträge
für die verschiedenen in Abschnitt 3.3.1 eingeführten synthetischen Datensätze um
50% bis 90% des ursprünglichen Bedarfs (vgl. [Hipp et al., 2002b]).

Die in Abbildung 5.4 wiedergegebenen Tabellendefinitionen implementieren den

items id name ...

itemsets id itemid

...itemsetid itemsetidid body headrules

att1 att
n

measure
m

measure1

Abbildung 5.4: Datenbanktabellen für die Implementierung des Regelcaches

oben beschriebenen Regelcache. Zu jeder Regel werden in der Regeltabelle rules
ein Regelschlüssel id und zwei Fremdschlüssel itemsetidbody und itemsetidhead für
die Prämisse beziehungsweise die Konklusion der Regel abgelegt. Die Attribu-
te measure1, . . . ,measurem speichern die zugehörigen Werte für die Gütemaße als
Fließkommazahlen. Die in der Tabelle itemsets gespeicherten Ereigniskombinatio-
nen bestehen aus einem Schlüssel id, der die jeweilige Ereigniskombination identi-
fiziert, und einem Fremdschlüssel itemid in die Tabelle items, welche Informationen
zu den einzelnen Ereignissen enthält. Die Tabelle items speichert die Bezeichnung
der Ereignisse als Attribut name. Außerdem werden dort applikationsabhängige
Attributwerte att1, . . . ,attn abgelegt, welche die Ereignisse näher beschreiben.

Für den Zugriff auf den Regelcache genügt es, die in der oben dargestellten Re-
trievalsprache formulierten Anfragen entsprechend der relationalen Umsetzung des
Caches in SQL zu übersetzen und diese dann auf der Datenbank auszuführen.8 Als

8Für die Implementierung wurde die Programmiersprache C++ verwendet.
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Beispiel ist in Abbildung 5.5 eine Übersetzung von Anfrage 4 aus dem vorherigen

CREATE VIEW extended itemsets (itemsetid, itemid, type, costs)
AS ( SELECT itemsets.id, itemid, type, costs

FROM itemsets INNER JOIN items
ON itemsets.itemid = items.id )

SELECT * FROM rules
WHERE supp > 0.25 AND conf > 0.975
AND itemsetidhead in (

SELECT itemsetid FROM extended itemsets
WHERE type = ’SpEquip’ and costs > c )

Abbildung 5.5: SQL-Übersetzung von Anfrage 4 aus Abschnitt 5.2.2

Abschnitt wiedergegeben.9

Evaluierung

Für die Evaluierung der beschriebenen Implementierung des Regelcaches wird ex-
emplarisch die in Abschnitt 5.1 vorgestellte QUIS-Datenbank herangezogen. Ge-
genstand der Analyse sind die in den Fahrzeugen verbauten Sonderausstattun-
gen zusammen mit weiteren Attributen, wie dem Fahrzeugmodell oder dem Pro-
duktionsdatum. Die der Evaluierung zugrundeliegende Transaktionsmenge umfaßt
ungefähr 10 Millionen Fahrzeuge. Die Erzeugung der Assoziationsregeln benötigt
mehr als 4 Stunden auf der in Abschnitt 5.1.3 beschriebenen SUN Workstation.10

Offensichtlich bedeutet in diesem Szenario jeder erneute Regelgenerierungslauf eine
Unterbrechung der Analyse, die einen Prozeß im Sinne der interaktiven Wissens-
entdeckung in Datenbanken aus Abschnitt 2.1 dieser Arbeit unmöglich macht.

Für die folgende Evaluierung werden auf Basis der Transaktionen und verschiede-
ner minimaler Schwellenwerte für den Support vier separate Regelcaches initiali-
siert. Die Regeln werden außerdem auf maximal drei Ereignisse in der Prämisse

9Die Anzahl und die Typinformationen der Attribute, die in Tabelle items die Ereignisse näher
beschreiben, sind anwendungsabhängig und daher in der Implementierung des Regelcaches nicht
fest kodiert. Während der Übersetzung der Applikation durch den Compiler sowie später während
der Übersetzung der Retrievalanfragen müssen die Datentypen noch nicht bekannt zu sein. Erst
sobald eine übersetzte Anfrage an die Datenbank zur Ausführung weitergegeben wird, müssen
die Attributtypen zur Verfügung stehen.

10Wie in Abschnitt 5.1.3 beobachtet, wird die Laufzeit der Regelgenerierung vom Datenbank-
zugriff dominiert.
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und ein Ereignis in der Konklusion beschränkt.11 Die Caches enthalten 10.000,
100.000, 200.000 beziehungsweise 300.000 verschiedene Regeln. Die Schwellenwer-
te für die Gütemaße in den Anfragen aus dem vorherigen Abschnitt werden ange-
paßt, so daß für jede der Anfragen maximal 1.000 Regeln zurückgegeben werden.
Die Where-Bedingung aus Anfrage 2 basiert auf einem Ereignis, das jeder dritten
Transaktion zugewiesen wurde. Für Anfrage 5 wurden außerdem fünf verschiedene
Attributwerte gleichmäßig auf die Sonderausstattungen verteilt.

In Abbildung 5.6 sind die Antwortzeiten für die verschiedenen Anfragen wiederge-
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Abbildung 5.6: Antwortzeiten für fünf verschiedene Anfragen an vier verschiedene Regelcaches

geben. Diesen Zeiten liegt die beschriebene Implementierung zugrunde, wobei für
die Laufzeitmessungen das Datenbanksystem IBM DB2 V7.1 auf einem 500MHz
Pentium III Linuxsystem in Version 2.4.18 zum Einsatz kam.

Die erreichten Laufzeiten von einzelnen Sekunden bis zu wenigen Minuten ermögli-
chen das interaktive Arbeiten mit den im Cache gespeicherten Regeln. Insbesonde-
re ist zu erwähnen, daß die Antwortzeiten nicht von der Anzahl zugrundeliegender
Transaktionen abhängen. Während die Regelgenerierung nahezu linear mit der
Anzahl Transaktionen skaliert (vgl. Abschnitt 3.3), sind die Laufzeiten für das Re-
gelretrieval lediglich von der Anzahl im Cache gespeicherter Regeln abhängig. Die
Erfahrungen aus verschiedenen Anwendungen (vgl. z. B. [Hipp und Lindner, 1999],
[Hipp et al., 2001a], [Hipp et al., 2002b]) zeigen, daß typischerweise eine wachsende

11Regeln mit mehr als drei Ereignissen in der Prämisse oder mit mehr als einem Ereignis in
der Konklusion werden für das angenommene Analyseszenario als wenig sinnvoll erachtet.
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Anzahl Transaktionen keine wachsende Anzahl Regeln impliziert, konstante rela-
tive Schwellenwerte für die Gütemaße vorausgesetzt. Demzufolge ist das Retrieval
von Regeln aus einem Cache, der aus mehreren Millionen Transaktionen erzeugt
wurde, gewöhnlich kaum aufwendiger, als wenn dieser lediglich auf einer Teilmenge
von einigen tausend Transaktionen basiert, da sich in praktischen Anwendungen
die Anzahl der im Cache gespeicherten Regeln kaum unterscheidet.

5.3 Datenselektion als Ergebnisnachbearbeitung

Während die im vorherigen Abschnitt dem Retrieval von Assoziationsregeln zu-
grundegelegten Anfragen sich vergleichsweise einfach als Filter implementieren las-
sen, sind Selektionen, die nicht die Regeln selbst, sondern vielmehr die zugrunde-
liegenden Transaktionsmengen betreffen, nach bisherigem Stand der Forschung
als äußerst problematisch anzusehen. Datenbezogenen Selektionen, das heißt Be-
schränkungen auf Teilmengen der ursprünglichen Daten, gehören im Rahmen der
üblichen Fokussierung zu einem Wissensentdeckungsprozeß (vgl. u. a. [Fayyad et al.,
1996a], [Wirth und Hipp, 2000], [Hipp und Güntzer, 2002]). Impliziert jede Selek-
tion einer Teilmenge der Transaktionen jedoch eine Neuinitialisierung des Caches,
dann ist ein interaktives Arbeiten nicht mehr vorstellbar. Dies gilt insbesondere
im Hinblick darauf, daß für die Regelgenerierung im Rahmen des auf einem Regel-
cache basierenden Ansatzes besonders niedrige Schwellenwerte für die Gütemaße
anzunehmen sind und demzufolge mit entsprechend langen Laufzeiten zu rechnen
ist. Da heute keine Verfahren bekannt sind, die bezüglich der Selektionen eine
Alternative zur vollständigen Neugenerierung des Regelcaches aufzeigen, ist der
im vorangehenden Kapitel beschriebene, auf einem Regelcache basierende Ansatz
demnach grundsätzlich in Frage zu stellen.

Im folgenden wird das geschilderte Problem zunächst anhand verschiedener Bei-
spiele vertieft, wobei als Motivation der Prozeßcharakter der Wissensentdeckung
im Mittelpunkt steht. Darauf aufbauend wird eine entsprechende Lösung für das
Selektionsproblem entwickelt. Mit dem beschriebenen Ansatz ist es erstmals mög-
lich, aus einem für eine Gesamtheit von Transaktionen generierten Regelcache die
Regeln abzuleiten, die bisher dadurch erzeugt werden, daß eine Teilmenge der
Transaktionen selektiert und auf dieser Teilmenge ein Regelgenerierungsalgorith-
mus gestartet wird. Das Kapitel schließt mit einer Evaluierung des beschriebenen
Ansatzes anhand verschiedener realer Anwendungen. Es zeigt sich, daß der auf
einem Cache basierende Ansatz aus dem vorherigen Kapitel mittels der hier vor-
gestellten Erweiterung auch für Datenselektionen die geforderte Interaktivität des
Wissensentdeckungsprozesses garantieren kann.
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5.3.1 Problematisierung

Um auch für sehr große Datenbanken einen interaktiven Wissensentdeckungspro-
zeß im Sinne von Abschnitt 2.1 zu ermöglichen, wurde im vorangehenden Ab-
schnitt 5.2 ein Regelcache eingeführt, der nach seiner Initialisierung sehr kurze
Antwortzeiten garantiert. Dafür ist es erforderlich, daß sich die während des Wis-
sensentdeckungsprozesses formulierten Anfragen durch Filterung aus dem Regelca-
che ableiten lassen. Während die üblichen Einschränkungen durch Gütemaße oder
Bedingungen auf den Ereignissen und den zugehörigen Attributen vergleichsweise
einfach umzusetzen sind, bedeutet eine Änderung der zugrundeliegenden Transak-
tionsdaten, daß eine Realisierung als Filterung auf dem Cache nicht mehr möglich
ist. Kommen lediglich neue Transaktionen zu den zugrundeliegenden Daten hinzu,
können sogenannte inkrementelle Verfahren herangezogen werden, um den Auf-
wand für die Neugenerierung der Regeln gering zu halten (vgl. u. a. [Cheung et al.,
1996], [Cheung et al., 1997], [Feldman et al., 1997], [Thomas et al., 1997], [Hafez
et al., 1999]). Für den typischen Wissensentdeckungsprozeß ist jedoch anzunehmen,
daß die zu analysierende Datenbasis nicht wächst. Entsprechend sind inkrementelle
Verfahren in dem hier beschriebenen Zusammenhang nicht anwendbar.

Typisch für den in Abschnitt 2.1 beschriebenen Prozeß der Wissensentdeckung ist
die zunehmende Fokussierung während der Durchführung. So zielen die ersten Ite-
rationen des Prozesses darauf, ein allgemeines Bild der Daten abzuleiten, und aus-
gehend von diesem werden vielversprechende Details in den folgenden Iterationen
eingehender untersucht. Solche Details können beispielsweise bestimmte Attribute,
das heißt Ereignisse oder Ereigniskombinationen sein. Eine zentrale Rolle kommt
jedoch der Fokussierung auf vielversprechende Teilmengen der Daten im Sinne der
oben beschriebenen Datenselektion zu.

Ein Beispiel aus dem Umfeld der in Abschnitt 5.1 vorgestellten QUIS-Datenbank
ist die Unterscheidung verschiedener Fahrzeugbaureihen. Während zu Anfang ei-
nes Wissensentdeckungsprozesses beispielsweise allgemeine Zusammenhänge zwi-
schen Sonderausstattungen analysiert werden, können in den späteren Iterationen
baureihenspezifische Abhängigkeiten zunehmend in den Mittelpunkt rücken. So
werden für die Fahrzeuge der Mercedes S-Klasse aus dem Premiumsegment an-
dere Sonderausstattungskombinationen typisch sein als für die Einstiegsmodelle
der Mercedes A-Klasse oder Modelle aus dem Bereich der Nutzfahrzeuge. Weitere
Möglichkeiten der Fokussierung ergeben sich beispielsweise aus den Produktions-
daten, die es unter anderem erlauben, Produktionsquartale einzeln zu betrachten
oder separate Analysen für die verschiedenen Werke durchzuführen.

Ein Beispiel aus der klassischen Warenkorbanalyse ist die Betrachtung von Trans-
aktionen nach Wochentagen. Zu Beginn einer Analyse wird typischerweise eine
allgemeine Auswertung sämtlicher Transaktionen stehen. Im Anschluß ist jedoch
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die Betrachtung der Transaktionen nach Wochentagen sinnvoll, da zum Beispiel
anzunehmen ist, daß sich die Eigenschaften der Einkäufe an Samstagen von denen
zu Wochenbeginn unterscheiden. Stehen außerdem Informationen über die Kunden
zur Verfügung, dann sind Fokussierungen auf einzelne Kundengruppen, beispiels-
weise nach dem Familienstatus, denkbar.

Solche Fokussierungen lassen sich während der Regelgenerierung dadurch berück-
sichtigen, daß die entsprechenden Daten selektiert und nur auf diesen selektierten
Daten Regeln generiert werden. Werden die Regeln aus dem Cache abgeleitet,
müssen jedoch die Ausprägungen der Regelgütemaße jeweils so angepaßt werden,
daß diese die Eigenschaften der ausgewählten Teilmengen korrekt widerspiegeln.
So kann im Kontext der QUIS-Datenbank beispielsweise allgemein über sämtliche
Baureihen der Einbau der Sonderausstattungen a und b mit Wahrscheinlichkeit be-
ziehungsweise Konfidenz p den Einbau der Sonderausstattung c bedingen. Dieser
Wert p kann aber für jede der Fahrzeugbaureihen verschieden sein. Eine komplet-
te Neugenerierung des Regelcaches oder auch nur von Teilen des Caches kommt
nicht in Betracht, da die zu erwartenden Laufzeiten einen interaktiven Wissensent-
deckungsprozeß unmöglich machen würden.

5.3.2 Eigener Ansatz

Der im folgenden beschriebene Ansatz bereitet die im Regelcache abgelegten Infor-
mationen so auf, daß Datenselektionen sehr effizient als Ergebnisnachbearbeitung
durchgeführt werden können.

Grundidee

Eine Voraussetzung für die Realisierung von Selektionen als Ergebnisnachbearbei-
tung ist, daß sämtliche Informationen, die potentiell für die Selektionen heran-
gezogen werden, bereits während der Generierung des Regelcaches in Form von
Ereignissen kodiert in den Transaktionen enthalten sind. Diese sogenannten Pseu-
doereignisse (pseudo items) sind nicht im eigentlichen Sinn Teil einer Transaktion,
sondern beschreiben eine Transaktion als Ganzes (vgl. [Hipp und Güntzer, 2002]).
Attribute, die als ein beschreibendes Pseudoereignis kodiert zu jeder Transakti-
on hinzugenommen werden, sind beispielsweise der Familienstatus eines Kunden
oder der Wochentag, an dem eine Transaktion stattgefunden hat. Im Kontext der
QUIS-Datenbank sind vergleichbare selektionsrelevante Pseudoereignisse beispiels-
weise die verschiedenen Baureihen, wie A-Klasse oder C-Klasse, aber auch sämt-
liche Datumsangaben, üblicherweise auf Monats- oder Quartalsbasis aggregiert,
oder die verschiedenen Produktionswerke.

Sei D′ Teilmenge der Transaktionsdatenbank D, wobei D′ aus genau den Trans-
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aktionen aus D besteht, die jeweils eine bestimmte Ereigniskombination R enthal-
ten. D′ ist die anhand von R aus D selektierte Datenbank, daß heißt D′ = {T ∈
D | R ⊆ T}. Die Häufigkeit einer Ereigniskombination A bezüglich der Daten-
bank D′, suppD′(A), kann dann wie folgt aus der Häufigkeit von A bezüglich D,
suppD(A), abgeleitet werden:

suppD′(A) = suppD(A ∪ R) ·
|D|

|D′|
.

Die Transaktionen in D′, die A enthalten, sind genau die Transaktionen in D,
die A und zugleich R enthalten. Die absolute Häufigkeit von A in der selektier-
ten Datenbank D′ entspricht damit der absoluten Häufigkeit von A ∪ R in der
ursprünglichen Datenbank D. Entsprechend ergibt sich durch Multiplikation mit
dem Faktor |D|/|D|′ die relative Häufigkeit von A in D′.

Um auf diese Weise die Häufigkeit von A bezüglich D′ ableiten zu können, muß
die Häufigkeit von A ∪ R bezüglich D bereits bekannt sein. Im Kontext des be-
schriebenen auf einem Regelcache basierenden Szenarios ist dies genau dann der
Fall, wenn die Ereigniskombination A ∪ R in D häufig ist.12

Zunächst scheint diese Voraussetzung problematisch zu sein. Es zeigt sich jedoch,
daß in praktischen Anwendungen kaum relevante Einschränkungen zu erwarten
sind. Obige Voraussetzung bedeutet lediglich, daß D′ eine hinreichend große Teil-
menge von D sein muß. Diese Eigenschaft ist für typische Selektionen zumeist
erfüllt, vergleiche dazu die am Ende dieses Abschnitts beschriebenen Experimen-
te.

Ableitung verschiedener Regelgütemaße

Die soeben beschriebene Eigenschaft der Häufigkeiten von Ereigniskombinationen
läßt sich dazu nutzen, Selektionen von der eigentlichen Regelgenerierung in das
Retrieval aus dem Regelcache als Ergebnisnachbearbeitung zu verlagern. Im fol-
genden werden entsprechende Berechnungsvorschriften für die wichtigsten der in

12Formal reicht es nicht aus, daß A ∪ R in D häufig ist, sondern mindestens eine der auf
A ∪ R basierenden Regeln muß auch in den Cache aufgenommen worden sein. Werden für die
Regelgütemaße wie Konfidenz oder Lift ungewöhnlich hohe Schwellenwerte angenommen, dann
werden unter Umständen sämtliche auf einer Ereigniskombination A∪R basierenden Regeln aus-
gefiltert, obwohl A∪R eine in D häufige Ereigniskombination ist. In diesem Fall genügt es jedoch,
zusätzlich zu den Regeln auch die häufigen Ereigniskombinationen im Regelcache zu speichern.
Da sämtliche in D häufigen Ereigniskombinationen vom Analysealgorithmus bereits erzeugt wur-
den, stehen diese ohne zusätzlichen Rechenaufwand zur Verfügung. Für die im vorherigen Kapitel
vorgeschlagene Umsetzung des Regelcaches auf einem relationalen Datenbanksystem können die
vom Analysealgorithmus zwar erzeugten, aber keiner gültigen Regel zugeordneten Ereigniskom-
binationen zusätzlich in die Tabelle itemsets eingetragen werden.
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den Abschnitten 2.2.1 und 2.2.2 eingeführten Regelgütemaße vorgestellt, indem
jedes der Maße auf Häufigkeiten von Ereigniskombinationen in D′ zurückgeführt
wird. Wie bisher bezeichnet D′ die mittels R aus D selektierte Teilmenge.

Der Support einer Regel ergibt sich aus der Häufigkeit der Vereinigung von Prämis-
se und Konklusion:

suppD′(A → B) = suppD′(A ∪ B)

= suppD(A ∪ B ∪ R) ·
|D|

|D′|
.

Die Konfidenz einer Regel basiert auf dem Verhältnis der Häufigkeit der Vereini-
gung von Prämisse und Konklusion zur Häufigkeit der Prämisse:

confD′(A → B) =
suppD′(A ∪ B)

suppD′(A)

=
suppD(A ∪ B ∪ R)

suppD(A ∪ R)
.

Der Lift einer Regel läßt sich definitionsgemäß wie folgt durch die Häufigkeiten
von Prämisse, Konklusion und deren Vereinigung ausdrücken:

liftD′(A → B) =
suppD′(A ∪ B)

suppD′(A) · suppD′(B)

=
suppD(A ∪ B ∪ R)

suppD(A ∪ R) · suppD(B ∪ R)
·
|D′|

|D|
.

Für die Berechnung der Konviktion aus den Häufigkeiten in D gilt:

convD′(A → B) =
suppD′(A) · suppD′(¬B)

suppD′(A,¬B)

=
suppD′(A) · (1 − suppD′(B))

suppD′(A) − suppD′(A ∪ B)

=
suppD(A ∪ R) · (1 − suppD(B ∪ R) · |D′|

|D|
)

suppD(A ∪ R) − suppD(A ∪ B ∪ R)
.

Voraussetzung für den Transfer eines Maßes von D nach D′ ist, daß dieses Maß
auf die Häufigkeiten von Prämisse, Konklusion und der Vereinigung von Prämisse
und Konklusion zurückgeführt werden kann. Da auch von den in Kapitel 3 und 4
vorgestellten Verfahren über diese drei Werte hinaus keine weiteren Informationen
generiert werden, sind Maße, die zusätzliche Informationen benötigen, basierend
auf den heute üblichen Assoziationsregelverfahren nicht direkt berechenbar und
damit unabhängig von der Verwendung des vorgestellten Regelcaches als proble-
matisch anzusehen.
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5.3.3 Evaluierung

Im folgenden wird der beschriebene Ansatz anhand einer typischen Anwendung
evaluiert. Grundlage ist die Implementierung des Apriori-Algorithmus aus Kapi-
tel 3 und die Datenbankanbindung aus Abschnitt 5.1.13 Als Datensatz werden die
bekannten Einzelhandelsdaten EINZELHANDEL (vgl. Abschnitt 3.3) herangezogen,
wobei die Transaktionen mit dem jeweiligen Wochentag als Pseudoereignis ergänzt
wurden.

Szenario

Für die Experimente wird das folgende Analyseszenario angenommen: Ein Analyst
untersucht die Einzelhandelstransaktionen im Rahmen eines Wissensentdeckungs-
prozesses, wie in Abschnitt 2.1 beschrieben. Zu Beginn steht die allgemeine Explo-
rationsphase. Die Ergebnisse dieser ersten Orientierung dienen als Einstiegspunkte
für tiefergehendere Untersuchungen. Im angenommenen Szenario sind insbesonde-
re die zusätzlich zu den Artikeln in den Transaktionen abgelegten Wochentage für
eine genauere Untersuchung von Interesse. Es stellt sich die naheliegende Frage,
inwieweit sich das Kaufverhalten der Kunden an den verschiedenen Wochenta-
gen unterscheidet. Beispielsweise werden typische Versorgungskäufe eher vor den
Wochenenden zu beobachten sein als in der Wochenmitte. Es ist außerdem anzu-
nehmen, daß von den verschiedenen Kundengruppen, wie Familien, Alleinstehen-
de, Rentner oder Berufstätige, unterschiedliche Wochentage oder Tageszeiten für
Einkäufe bevorzugt werden.

Typischerweise wird der Analyst damit beginnen, auf Basis sämtlicher Transaktio-
nen Assoziationsregeln zu generieren. Er wird dann, nachdem er die ersten Ergeb-
nisse gesichtet hat, gezielt nacheinander für die verschiedenen Wochentage Daten
selektieren und auf diesen Teilmengen die Regelgenerierung erneut anstoßen. In
Abhängigkeit von der Anzahl zugrundeliegender Transaktionen und den gewähl-
ten Schwellenwerten für die Gütemaße werden diese Generierungsläufe die Arbeit
des Analysten für einige Minuten oder sogar für Stunden unterbrechen.

Durch die Möglichkeit, Selektionen im Rahmen des Retrievals der Regeln aus dem
Cache zu bearbeiten, sind solche wiederholten Regelgenerierungsläufe nicht länger
notwendig. Nach Initialisierung des Regelcaches auf Basis angemessen niedriger
Schwellenwerte für die Gütemaße betragen die Antwortzeiten für Selektionen im
allgemeinen nur noch wenige Sekunden.

13Die Experimente werden auf dem 500MHz Pentium III Linuxsystem durchgeführt, das bereits
in Abschnitt 5.2 eingesetzt wurde.
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Experimente und Ergebnisse

Für die folgenden Experimente werden zwei Generierungsläufe mit 0,1% bezie-
hungsweise 0,7% als Mindestschwellenwert für den Support auf der gesamten Da-
tenbank durchgeführt. Die minimale Konfidenz wird jeweils auf 75% gesetzt und
keine Schwellenwerte für weitere Gütemaße vorgegeben. Auf die Regelmenge, die
mit einem minimalen Support von 0,1% erzeugt wird, werden die nachgelagerten
Selektionen angewendet. Das heißt, ohne den Generierungsalgorithmus erneut zu
starten, werden die Regeln aus dem Cache abgeleitet, die generiert worden wären,
wenn der Analyst die Daten für die einzelnen Wochentage im voraus selektiert
und jeweils für diese Teilmengen der Transaktionen separat die Regelgenerierung
angestoßen hätte.

Um die Ergebnisse vergleichen zu können, wurden außerdem parallel die Da-
tensätze für jeden Wochentag tatsächlich selektiert und jeweils ein separater Ge-
nerierungslauf durchgeführt. Als Schwellenwert für den minimalen Support wurde
dazu mit 0,7% ein um Faktor 7 größerer Schwellenwert gewählt. Dieser erhöhte
Schwellenwert soll der Tatsache Rechnung tragen, daß bei gleichen absoluten Häu-
figkeiten die relative Häufigkeit einer Ereigniskombination in D′ in der mächtigeren
Menge D entsprechend kleiner ist (vgl. auch den vorherigen Abschnitt).14

In den durchgeführten Experimenten stimmen sämtliche mittels nachgelagerter
Selektion generierten Regelmengen mit den direkt durch einen separaten Gene-
rierungslauf auf den selektierten Transaktionen erzeugten Regelmengen überein,
beziehungsweise enthalten sogar einige zusätzliche Regeln. Wird der Schwellenwert
für die Mindesthäufigkeit angepaßt, dann können mit dem beschriebenen Ansatz
demnach Selektionen ohne Verluste von der Datenaufbereitung in das Retrieval
von Regeln nachgelagert werden.

Der Vorteil des neuen Ansatzes zeigt sich bei Betrachtung der erreichten Laufzeiten
in Abbildung 5.7, wobei die Laufzeiten jeweils den Datenbankzugriff einschließen.
Zunächst fällt auf, daß für den gesamten Monat die Laufzeit nach dem neuen An-
satz mit 122 Sekunden um fast 30% über den 96 Sekunden des konventionellen
Ansatzes liegt. Diese große Differenz erklärt sich durch die unterschiedlichen mi-
nimalen Schwellenwerte für den Support von 0,1% beziehungsweise 0,7%, die sich
direkt auf die Laufzeit auswirken. Der Generierungslauf zur Initialisierung des Re-
gelcaches ist damit aufwendiger als der Orientierungslauf nach dem konventionellen
Ansatz. Zugleich zeigt sich jedoch für die nachgelagerte Selektion ein deutlicher
Laufzeitvorteil, sobald die einzelnen Wochentage in die Betrachtung einbezogen
werden. Während ein konventioneller Analyselauf für einen Wochentag zwischen

14Der Faktor 7 entspricht sechs Werktagen und einem zusätzlichen Tag als geschätzte Sicher-
heitskonstante. In dem angenommenen Szenario ergaben sich bei einem minimalen Support von
0,7% jeweils 50 bis 90 Regeln pro Wochentag, die im Regelcache abgelegt wurden.
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Abbildung 5.7: Laufzeiten für den Gesamtmonat und die einzelnen Wochentage auf Einzelhan-
delsdaten (jeweils inklusive Datenbankzugriff)

9 und 17 Sekunden benötigt, wird das entsprechende Ergebnis durch den neuen
Ansatz in maximal einer Sekunde erzeugt.15

Der Laufzeitvorteil des neuen Ansatzes wird noch deutlicher, wenn größere Daten-
mengen analysiert werden. Da die Regelgenerierungsverfahren nahezu linear mit
der Anzahl zugrundeliegender Transaktionen skalieren (vgl. Kapitel 3), würden
sich bei der Analyse der Transaktionen eines vollständigen Jahres die Zeiten für
die einzelnen Regelgenerierungsläufe auf den selektierten Daten der Wochentage
und für den initialen Regelgenerierungslauf ungefähr um Faktor 12 verlängern. Da
sich aber gleichzeitig die Anzahl erzeugter Regeln nicht wesentlich verändern wird
(vgl. dazu Abschnitt 5.2.3), bleiben die bereits sehr kurzen Antwortzeiten des neu-
en Ansatzes auch auf den Daten eines gesamten Jahres nahezu die gleichen. Dies
ist darin begründet, daß die Antwortzeiten für das Retrieval der Regeln aus dem
Cache unabhängig von der Anzahl zu analysierenden Transaktionen sind.

15Im Gegensatz zu den im vorherigen Abschnitt beschriebenen Experimenten wurden die Re-
geln nicht im Datenbanksystem zwischengespeichert, sondern im Hauptspeicher gehalten.



Kapitel 6

Zusammenfassung und Ausblick

Im folgenden sollen die Ergebnisse dieser Arbeit abschließend zusammengefaßt und
ein Ausblick auf verschiedene vielversprechende Ansatzpunkte für weiterführende
Forschungen im Bereich der Wissensentdeckung in Datenbanken mit Assoziations-
regeln gegeben werden.

Zusammenfassung der Ergebnisse

Zu Beginn der vorliegenden Arbeit wurde eine Einführung in das Gebiet der Wis-
sensentdeckung in Datenbanken und der Assoziationsregelgenerierung als Data
Mining-Methode gegeben. Dabei lag der Schwerpunkt auf dem iterativen und inter-
aktiven Prozeßcharakter der Wissensentdeckung in Datenbanken. Mit CRISP-DM
folgte die Beschreibung eines konkreten Prozeßmodells, an dem exemplarisch auf
die einzelnen Phasen der Wissensentdeckung eingegangen wurde (vgl. auch [Hipp
und Lindner, 1999], [Wirth und Hipp, 2000], [Hipp et al., 2002a]). Als kritisch wur-
den in diesem Zusammenhang die Laufzeiten der Verfahren zur Generierung von
Assoziationsregeln sowie die Integration der Verfahren in den Wissensentdeckungs-
prozeß identifiziert.

Um abgesicherte Erkenntnisse hinsichtlich der Vergleichbarkeit und Effizienz der
heute etablierten Verfahren zur Assoziationsregelgenerierung zu gewinnen, wurden
diese eingehend analysiert und evaluiert (vgl. auch [Hipp et al., 1998], [Hipp et al.,
2000a], [Hipp et al., 2000b]).

Im Vordergrund der Analyse stand zunächst die Identifizierung der Prinzipien und
Vorgehensweisen, auf denen die etablierten Verfahren basieren. Das Ergebnis dieser
Aufarbeitung ist eine einheitliche Darstellung der Verfahren, aus der schließlich
eine Systematisierung der bekannten Algorithmen abgeleitet werden konnte, welche
diese hinsichtlich der Gemeinsamkeiten und Unterschiede der zugrundeliegenden
Ansätze einordnet.

163
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Im einzelnen wurden die Verfahren anhand folgender Kriterien differenziert: Zu-
nächst wurde anhand der verwendeten Suchstrategie unterschieden, das heißt ob
der Suchraum mittels einer Breiten- oder einer Tiefensuche durchlaufen wird, des
weiteren anhand der Kandidatengenerierung, das heißt ob diese datenorientiert
erfolgt oder nicht, und schließlich anhand der eingesetzten Methode zur Häufig-
keitsbestimmung, das heißt ob diese durch direktes Zählen erfolgt oder indirekt
mittels Schnittmengenbildung.

Die Evaluierung der Verfahren wurde sowohl auf Basis von gezielt mit bestimm-
ten Eigenschaften synthetisch erzeugten Datensätzen als auch anhand von Da-
tensätzen aus realen Anwendungen durchgeführt. Allein aufgrund der vielen ein-
bezogenen Verfahren und den verschiedenen Datensätzen gingen die Experimente
über vergleichbare Evaluierungen in der Literatur hinaus. Das wichtigste Ergebnis
dieser Untersuchungen war, daß, anders als die bisherigen Evaluierungen zumeist
suggerieren, ein insgesamt als effizientestes Verfahren zur Generierung von Asso-
ziationsregeln anzusehender Algorithmus nicht existiert. Vielmehr zeigte sich, daß
in Abhängigkeit von den Eigenschaften der zu analysierenden Daten jeweils andere
Ansätze die kürzeren Antwortzeiten aufweisen. Diese Beobachtung war nicht auf
Datensätze mit ungewöhnlichen Eigenschaften beschränkt, sondern galt auch für
die Analysedaten, die den Evaluierungen in der Literatur zugrunde liegen.

Neben den neuen Erkenntnissen bezüglich des Laufzeitverhaltens war es der bisher
kaum systematisch untersuchte Hauptspeicherbedarf der verschiedenen Ansätze,
der zu einer Neubewertung der Algorithmen im Rahmen dieser Arbeit führte. Ins-
besondere für Verfahren, die in vielen Experimenten sehr kurze Laufzeiten erreich-
ten, ging die Generierung der häufigen Ereigniskombinationen meist mit einem
sehr hohen Speicherbedarf einher. Da ein Auslagern von Hauptspeicherseiten auf
Sekundärspeicher durch das Betriebssystem für alle untersuchten Algorithmen die
Regelgenerierung nahezu zum Erliegen bringt, können diese Verfahren nur einge-
schränkt auf großen Analysedaten eingesetzt werden.

Die Algorithmen Apriori, Eclat und FP-Growth wurden als die leistungsfähig-
sten Verfahren zur Generierung von Assoziationsregeln identifiziert. Wird allein
die Laufzeit betrachtet, so ist insgesamt FP-Growth als das effizienteste Verfah-
ren anzusehen. Allerdings können in Abhängigkeit vom verfügbaren Hauptspeicher
bereits Datensätze mittlerer Größenordnungen mit FP-Growth unter Umständen
nicht mehr analysiert werden. Eclat nutzt den verfügbaren Hauptspeicher effizien-
ter, weist aber längere Laufzeiten als FP-Growth auf. Letztlich skaliert der Haupt-
speicherbedarf von Eclat jedoch wie der von FP-Growth linear mit der Anzahl
von Transaktionen. Für große Analysedaten ist daher lediglich Apriori geeignet,
dessen Speicherbedarf nahezu unabhängig von der Anzahl zu analysierender Trans-
aktionen ist. Der Einsatz von Apriori geht allerdings zumeist mit einer weiteren
Verschlechterung der Laufzeiten gegenüber Eclat einher.
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Auf Basis der umfassenden Evaluierung und des besseren Verständnisses der eta-
blierten Verfahren konnten außerdem im Rahmen dieser Arbeit die bekannten
Algorithmen optimiert beziehungsweise neue Ansätze entwickelt werden. So wur-
de die Tiefensuche dahingehend erweitert, daß für diese auf die gleiche Art und
Weise der Suchraum beschnitten werden kann, wie es bisher allein für die Breiten-
suche möglich war. Das Verfahren Optra – optimized traversal –, welches auf der
eingeführten rechtsorientierten Tiefensuche basiert, erlaubte es in verschiedenen
Experimenten, die Häufigkeitsbestimmung von teilweise mehr als einem Drittel
der Kandidaten einzusparen. Dieser Vorteil kann allerdings lediglich eingeschränkt
in kürzere Laufzeiten umgesetzt werden. Außerdem wurde der Algorithmus Hybrid
eingeführt, der durch geeignete Kombination bekannter Ansätze zur Häufigkeits-
bestimmung und zum Durchlaufen des Suchraums in verschiedenen Experimenten
nahezu ohne Ausnahme weit kürzere Laufzeiten und einen günstigeren Speicherbe-
darf als die etablierten Algorithmen erreichte. Im einzelnen waren die für verschie-
dene Datensätze ermittelten Laufzeiten des neu entwickelten Verfahrens Hybrid
zwischen 15% und 60% kürzer als die der etablierten Verfahren.

Neben den Verfahren zur Generierung einfacher Assoziationsregeln wurden in der
vorliegenden Arbeit auch Verfahren evaluiert und weiterentwickelt, die unter Ein-
beziehung von Taxonomien sogenannte taxonome Assoziationsregeln erzeugen. In
diesem Zusammenhang wurden zunächst die etablierten Verfahren erweitert, so
daß diese ebenfalls Taxonomien auf den Ereignissen berücksichtigen können. Das
Ergebnis der Evaluierung war, daß diese Erweiterungen, welche für die vergleichs-
weise neuen Verfahren hier erstmals vorgestellt wurden, in vielen Fällen effizienter
sind als die bisher bekannten, auf die Generierung taxonomer Assoziationsregeln
ausgerichteten Verfahren.1

Zusätzlich gelang es, die im Rahmen der vorliegenden Arbeit gewonnenen Erkennt-
nisse zur Generierung einfacher Assoziationsregeln auf die Generierung taxonomer
Assoziationsregeln zu übertragen. Auf Basis der vorgestellten rechtsorientierten
Tiefensuche konnten Ansätze neu entwickelt werden, welche außerdem erstmals
effizient den Suchraum anhand der Taxonomie beschneiden. Das resultierende Ver-
fahren Prutax – prune by taxonomy – und seine hybride Variante Prutax+ sind
bezüglich der Laufzeiten wesentlich effizienter als die erweiterten etablierten Ver-
fahren FP-Growth, Eclat und Apriori sowie das Verfahren Cumulate, das stell-
vertretend für die bisher speziell zur Generierung taxonomer Assoziationsregeln
entwickelten Ansätze steht. Im einzelnen wurden für die neu entwickelten Ver-
fahren auf verschiedenen Datensätzen bis zu 80% kürzere Laufzeiten als für die
erweiterten etablierten Verfahren beziehungsweise die bisher speziell zur Generie-

1Die hier erstmals erweiterten Verfahren basieren auf Ansätzen zur Generierung einfacher
Assoziationsregeln, die bei der Entwicklung der speziell auf die Generierung taxonomer Assozia-
tionsregeln ausgelegten Verfahren noch nicht bekannt waren.
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rung taxonomer Assoziationsregeln entwickelten Verfahren ermittelt. Insbesondere
Prutax erreicht diese Laufzeiten, ohne den häufig kritischen Hauptspeicherbedarf
der bisherigen Verfahren aufzuweisen.

Eng verbunden mit der Frage nach der Effizienz der Verfahren ist die Frage nach
deren Integration in den beschriebenen iterativen und interaktiven Wissensent-
deckungsprozeß. Im Rahmen dieser Arbeit wurden die für diese Integration zen-
tralen Aspekte identifiziert und entsprechende Ansätze vorgestellt. So wurde für
den Datenzugriff die Anbindung der Verfahren an ein relationales Datenbanksy-
stem vorgeschlagen und eine entsprechende Implementierung evaluiert. Nicht nur
hinsichtlich der Effizienz konnte die Umsetzung dieses Ansatzes im Vergleich zu
kommerziellen Produkten überzeugen, sondern vielmehr wurde es durch diesen
Ansatz möglich, wesentlich komplexere Analysefragestellungen direkt aus der Da-
tenbank zu beantworten (vgl. auch [Hipp et al., 2001b], [Hipp et al., 2002a]).

Um trotz der in vielen Fällen noch immer unbefriedigenden Laufzeiten der Algo-
rithmen einen iterativen und interaktiven Wissensentdeckungsprozeß zu ermögli-
chen, wurde außerdem ein Regelcache zusammen mit einer entsprechenden Anfra-
gesprache zur Integration der Verfahren eingeführt (vgl. auch [Hipp et al., 2002b]).
Ist der Cache initialisiert, werden mit diesem Ansatz Antwortzeiten von wenigen
Sekunden erreicht, während die Laufzeit für den bisher notwendigen, erneuten
Regelgenerierungslauf oft in Bereichen von einigen Minuten oder Stunden liegt.
Problematisch im Zusammenhang mit dem beschriebenen Ansatz sind allerdings
Veränderungen der zugrundeliegenden Datenbasis, da in diesem Fall die im Cache
abgelegten Regeln ungültig werden und ein erneuter Regelgenerierungslauf notwen-
dig wird. Dies gilt insbesondere auch für Selektionen von Teilmengen der Analy-
sedaten, die beispielsweise der Beschränkung auf Transaktionen eines bestimmten
Typs entsprechen. Solche Selektionen sind grundlegend für den im Verlauf gewöhn-
lich zunehmend fokussierten Wissensentdeckungsprozeß. Der beschriebene Cache
wurde im Rahmen der vorliegenden Arbeit jedoch erweitert, so daß auch im Falle
von Selektionen auf den Analysedaten die dann gültigen Regeln aus dem vorhan-
denen Cache sehr effizient abgeleitet werden können (vgl. auch [Hipp und Güntzer,
2002], [Hipp et al., 2002b]). Dazu wird nicht auf die Datensätze selbst zurückge-
griffen, das heißt, der Cache bleibt gültig, auch wenn sich die Datenbasis durch
Selektionen verändert.

Ausblick

Die Forschung auf dem Gebiet der Assoziationsregelgenerierung hat sich in den
letzten Jahren sehr dynamisch entwickelt. Entsprechend ist zu erwarten, daß auch
in Zukunft eine Vielzahl neuer Algorithmen publiziert wird, die in Wissenschaft
und Praxis weitere Verbreitung finden werden. Während mit der vorliegenden Ar-
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beit der Anspruch erhoben wird, die grundlegenden Aspekte der heute als etabliert
anzusehenden Verfahren weitgehend abschließend betrachtet zu haben, erscheint
es insbesondere lohnenswert, die im Rahmen dieser Arbeit begonnene Analyse
und Systematisierung fortzuführen, das heißt um zukünftig entwickelte und sich
in Forschung und Anwendung bewährende Algorithmen zu erweitern.

Neben den hier behandelten Verfahren zur Generierung einfacher und taxonomer
Assoziationsregeln sind auch die Verfahren zur Generierung weiterer Regeltypen,
wie beispielsweise quantitativer Assoziationsregeln (vgl. z. B. [Srikant und Agra-
wal, 1996a], [Büchter und Wirth, 1998], [Hong et al., 1999]), die Verfahren zur
Generierung sequentieller Muster (vgl. u. a. [Agrawal und Srikant, 1995], [Srikant,
1996], [Mannila et al., 1997]) oder Verfahren zu verwandten Fragestellungen, die
nicht direkt mit der Regelerzeugung im Zusammenhang stehen (vgl. z. B. [Bayardo,
1998], [Tsur et al., 1998], [Lin und Kedem, 1998] [Pasquier et al., 1999], [Bykowski
und Rigotti, 2001]), vielversprechende Kandidaten zur Fortführung beziehungswei-
se Erweiterung der Systematik.

Des weiteren ist anzunehmen, daß die anhand der Analyse der Verfahren gewonne-
nen Erkenntnisse, welche in dieser Arbeit der Ausgangspunkt für die Optimierung
und Neuentwicklung von Ansätzen zur Generierung einfacher und taxonomer As-
soziationsregeln bildeten, auf weitere Gebiete übertragbar sind. So sind ähnliche
Effizienzsteigerungen bezüglich der Laufzeiten und des Speicherbedarfs auch im
Zusammenhang mit anderen Regeltypen, sequentiellen Mustern und verwandten
Problemstellungen zu erwarten. Ebenso können die in dieser Arbeit nicht berück-
sichtigten Ansätze zur parallelisierten Generierung von Assoziationsregeln (vgl.
etwa [Agrawal und Shafer, 1996], [Zaki et al., 1997d], [Skillicorn, 1998], [Agarwal
et al., 2001]) von den vorgestellten Optimierungen und Neuentwicklungen profi-
tieren. Auch sind die im Rahmen der vorliegenden Arbeit untersuchten und neu
eingeführten Ansätze selbst mögliche Ziele weiterer Optimierungen. In diesem Kon-
text wurde vor allem mit der systematischen Untersuchung des Speicherbedarfs Po-
tential für grundlegende Verbesserungen aufgezeigt. Das Gebiet der Assoziations-
regelgenerierung weist außerdem Bezüge zur formalen Begriffsanalyse und Galois-
Korrespondenzen auf (vgl. u. a. [Wille, 1992], [Ganter und Wille, 1999], [Cristofor
et al., 2000], [Pasquier et al., 2001], [Stumme et al., 2001]), die ein vielversprechen-
des Thema zukünftiger Arbeiten sein können.

Neben den Algorithmen zur Regelgenerierung bedarf die Integration der Verfah-
ren in den Wissensentdeckungsprozeß noch weitergehender Untersuchungen. Hier
ist die vorliegende Arbeit so weit fortgeschritten, daß zunächst Erfahrungen aus
praktischen Anwendungen abzuwarten sind, um die Ausrichtung und Schwerpunk-
te weiterer Forschungsarbeiten festlegen zu können. Offene Fragen sind beispiels-
weise, wie sich der Regelcache in verschiedenen Anwendungsszenarien bewährt
oder wie die Anfragesprache weiter zu entwickeln ist, um den Analysten adäquat
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unterstützen zu können. Offen ist auch die Umsetzung einer geeigneten Benutzer-
schnittstelle, welche über die hier vorgestellte textbasierte Anfrageeingabe hinaus
geht. In diesem Zusammenhang ist ebenso die Evaluierung und Weiterentwick-
lung von Gütemaßen zur Bewertung der Regeln zu nennen (vgl. z. B. [Ramaswamy
et al., 1998], [Shah et al., 1999], [Tan und Kumar, 2000], [Hilderman und Hamilton,
2002]).

Eine weiterer wichtiger Aspekt der Integration der Algorithmen zur Regelgene-
rierung in den Wissensentdeckungsprozeß ist, daß die Laufzeiten der Verfahren
bisher nicht im voraus bekannt sind. Die Möglichkeit, vor einem Analyselauf die
zu erwartende Laufzeit ungefähr abzuschätzen, würde den Analysten jedoch in die
Lage versetzen, anhand der für ihn maximal tolerierbaren Laufzeit des initialen
Regelgenerierungslaufs für die Regelgenerierung möglichst wenige beziehungswei-
se nur schwache Einschränkungen vorgeben zu können (vgl. Abschnitt 5.2.1 und
[Hipp und Güntzer, 2002] zu dieser Problematik).

Weitere vielversprechende Arbeiten ergeben sich auf dem Gebiet der Ausreißerer-
kennung mittels Assoziationsregeln, die in [Hipp et al., 2001a] vorgestellt wurde.
In diesem Zusammenhang ist ebenfalls die Entwicklung einer geeigneten Benut-
zerschnittstelle und entsprechender Gütemaße von zentralem Interesse, wobei die
Forschung in diesem Zusammenhang wieder zunächst vor allem auf Erfahrungen
aus praktischen Anwendungen angewiesen ist.

Die Integration der Verfahren zur Assoziationsregelgenerierung in den Wissen-
sentdeckungsprozeß ist heute sicherlich als eine der drängendsten Fragestellungen
einzuschätzen. Während in den letzten Jahren vor allem algorithmische Aspekte
die Aufmerksamkeit auf sich zogen und auf diesem Gebiet große Fortschritte erzielt
wurden, können die Verfahren zur Generierung von Assoziationsregeln doch nur
dann mit Erfolg von der Forschung in praktische Anwendungen transferiert wer-
den, wenn die Integration der Verfahren in den Wissensentdeckungsprozeß auch
tatsächlich den Anforderungen dieses

”
human centered process“ genügt.



Anhang A

Ergänzende
Evaluierungsergebnisse

Im folgenden sind ergänzend zu den Messungen aus Kapitel 3 und 4 weitere Eva-
luierungsergebnisse angeführt. Zusammen mit den bereits beschriebenen Experi-
menten werden damit im Rahmen dieser Arbeit sämtliche in [Agrawal und Srikant,
1994a], [Savasere et al., 1995a], [Zaki et al., 1997c], [Han et al., 2000], [Hipp et al.,
2000a], [Hipp et al., 2000b] verwendeten synthetischen Testdatensätze abgedeckt
(vgl. auch Abschnitt 3.3.1 zum Hintergrund der synthetischen Datensätze). Glei-
ches gilt für die verbleibenden, aus realen Anwendungen stammenden Datensätze,
die in [Zheng et al., 2001] erstmals zur Evaluierung von Verfahren zur Generierung
von Assoziationsregeln verwendet wurden.

Zusätzlich werden auch die Experimente auf den ausschließlich für diese Arbeit
zur Verfügung stehenden Datensätzen aus realen Anwendungen (vgl. auch Ab-
schnitt 3.3.1) mit diesem Anhang vervollständigt.

Die Laufzeit- und Speichermessungen finden unter den gleichen Bedingungen statt,
die auch den Messungen in den Kapiteln 3 und 4 zugrunde liegen. Die Experi-
mente bestätigen die bisherigen Ergebnisse und sind hier vor allem im Sinne der
Vollständigkeit angeführt.
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A.1 Etablierte Verfahren

A.1.1 Zählende Verfahren
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(b) Speicherbedarf in Megabyte

Abbildung A.1: Effizienz zählender Verfahren auf T10I2D1000K bei variierendem minsupp
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Abbildung A.2: Effizienz zählender Verfahren auf T20I2D1000K bei variierendem minsupp
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Abbildung A.3: Effizienz zählender Verfahren auf T20I4D1000K bei variierendem minsupp
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Abbildung A.4: Effizienz zählender Verfahren auf BMS-WEBVIEW2 bei variierendem minsupp
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Abbildung A.5: Effizienz zählender Verfahren auf BMS-POS bei variierendem minsupp

A.1.2 Schneidende Verfahren
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Abbildung A.6: Effizienz schneidender Verfahren auf T5I2D1000K bei variierendem minsupp
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Abbildung A.7: Effizienz schneidender Verfahren auf T10I2D1000K bei variierendem minsupp
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Abbildung A.8: Effizienz schneidender Verfahren auf T20I2D1000K bei variierendem minsupp
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Abbildung A.9: Effizienz schneidender Verfahren auf T20I4D1000K bei variierendem minsupp
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Abbildung A.10: Effizienz schneidender Verfahren auf T20I6D1000K bei variierendem minsupp
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Abbildung A.11: Effizienz schneidender Verfahren auf T25I10D10K bei variierendem minsupp
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Abbildung A.12: Effizienz schneidender Verfahren auf BMS-WEBVIEW1 bei variierendem min-
supp
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Abbildung A.13: Effizienz schneidender Verfahren auf BMS-POS bei variierendem minsupp

A.1.3 Ausgewählte etablierte Verfahren
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Abbildung A.14: Effizienz ausgewählter etablierter Verfahren auf T10I2D1000K bei variieren-
dem minsupp
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Abbildung A.15: Effizienz ausgewählter etablierter Verfahren auf T20I2D1000K bei variieren-
dem minsupp
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Abbildung A.16: Effizienz ausgewählter etablierter Verfahren auf T20I4D1000K bei variieren-
dem minsupp
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Abbildung A.17: Effizienz ausgewählter etablierter Verfahren auf T25I10D10K bei variierendem
minsupp

1s

2s

4s

8s

16s

32s

64s

128s

256s

512s

2% 1% 0.5% 0.25% 0.125% 0.0625%

apriori
fpgrowth

eclat

(a) Laufzeit in Sekunden

8MB

16MB

32MB

64MB

128MB

256MB

512MB

1024MB

2% 1% 0.5% 0.25% 0.125% 0.0625%

apriori
fpgrowth

eclat

(b) Speicherbedarf in Megabyte

Abbildung A.18: Effizienz ausgewählter etablierter Verfahren auf T25I20D100K bei variieren-
dem minsupp
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A.2 Neu entwickelte und etablierte Verfahren zur

Generierung einfacher Assoziationsregeln
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Abbildung A.19: Effizienz ausgewählter Verfahren auf T10I2D1000K bei variierendem minsupp
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Abbildung A.20: Effizienz ausgewählter Verfahren auf T20I2D1000K bei variierendem minsupp
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Abbildung A.21: Effizienz ausgewählter Verfahren auf T20I4D1000K bei variierendem minsupp
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Abbildung A.22: Effizienz ausgewählter Verfahren auf T25I10D10K bei variierendem minsupp
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Abbildung A.23: Skalierbarkeit ausgewählter Verfahren auf synthetischen Daten bei variieren-
der Anzahl von Transaktionen in Tausend
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Abbildung A.24: Effizienz ausgewählter Verfahren auf BMSPOS bei variierendem minsupp
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A.3 Taxonome Verfahren

A.3.1 Erweiterung der etablierten Verfahren
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Abbildung A.25: Effizienz erweiterter etablierter Verfahren auf T10I2D1000K bei variierendem
minsupp
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Abbildung A.26: Effizienz erweiterter etablierter Verfahren auf T20I2D1000K bei variierendem
minsupp



A.3. TAXONOME VERFAHREN 183

64s

128s

256s

512s

1024s

2048s

4096s

8192s

16384s

32768s

32% 16% 8% 4% 2% 1% 0.5%

apriori_tax
cumulate

fpgrowth_tax
eclat_tax

(a) Laufzeit in Sekunden

16MB

32MB

64MB

128MB

256MB

512MB

1024MB

2048MB

32% 16% 8% 4% 2% 1% 0.5%

apriori_tax
cumulate

fpgrowth_tax
eclat_tax

(b) Speicherbedarf in Megabyte

Abbildung A.27: Effizienz erweiterter etablierter Verfahren auf T20I4D1000K bei variierendem
minsupp
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Abbildung A.28: Effizienz erweiterter etablierter Verfahren bei variierender Anzahl Ereignisse
auf der zweiten Ebene der Taxonomie
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Abbildung A.29: Effizienz taxonomer Verfahren bei variierender mittlerer Anzahl von Söhnen
pro Ereignis
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Abbildung A.30: Effizienz erweiterter etablierter Verfahren bei variierendem Wert für das
Tiefenverhältnis
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Abbildung A.31: Effizienz erweiterter etablierter Verfahren auf EINZELHANDEL bei variieren-
dem minsupp

A.3.2 Neu entwickelte und etablierte Verfahren

64s

128s

256s

512s

1024s

2048s

4096s

8192s

8% 4% 2% 1% 0.5% 0.25% 0.125%

cumulate
eclat_tax

prutax
prutax+

(a) Laufzeit in Sekunden

16MB

32MB

64MB

128MB

256MB

512MB

1024MB

2048MB

8% 4% 2% 1% 0.5% 0.25% 0.125%

cumulate
eclat_tax

prutax
prutax+

(b) Speicherbedarf in Megabyte

Abbildung A.32: Effizienz ausgewählter taxonomer Verfahren auf T10I2D1000K bei variieren-
dem minsupp
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Abbildung A.33: Effizienz ausgewählter taxonomer Verfahren auf T20I2D1000K bei variieren-
dem minsupp

64s

128s

256s

512s

1024s

2048s

4096s

8192s

16384s

32768s

32% 16% 8% 4% 2% 1% 0.5%

cumulate
eclat_tax

prutax
prutax+

(a) Laufzeit in Sekunden

16MB

32MB

64MB

128MB

256MB

512MB

1024MB

2048MB

32% 16% 8% 4% 2% 1% 0.5%

cumulate
eclat_tax

prutax
prutax+

(b) Speicherbedarf in Megabyte

Abbildung A.34: Effizienz ausgewählter taxonomer Verfahren auf T20I4D1000K bei variieren-
dem minsupp
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versität Tübingen, Diplomarbeit, 2000

[Mannila 1996] Mannila, Heikki: Data Mining: Machine Learning, Statistics,
and Databases. In: Proceedings of the 8th International Conference on Scientific
and Statistical Database Management. Stockholm, Sweden, Juni 1996, S. 2–9

[Mannila und Toivonen 1996] Mannila, Heikki ; Toivonen, Hannu: Multiple
Uses of Frequent Sets and Condensed Representations. In: Proceedings of the 2nd
International Conference on Knowledge Discovery and Data Mining. Portland,
Oregon, USA, August 1996, S. 189–194

[Mannila et al. 1994a] Mannila, Heikki ; Toivonen, Hannu ; Verkamo, Inke-
ri: Efficient Algorithms for Discovering Association Rules. In: AAAI Workshop
on Knowledge Discovery in Databases. Seattle, Washington, USA, Juli 1994,
S. 181–192

[Mannila et al. 1994b] Mannila, Heikki ; Toivonen, Hannu ; Verkamo, In-
keri: Improved Methods for Finding Association Rules / University of Helsinki,
Department of Computer Science. P.O. 26 (Teollisuuskatu 23), FIN-00014, Fin-
land, Februar 1994 (C-1993-65). – Forschungsbericht

[Mannila et al. 1995] Mannila, Heikki ; Toivonen, Hannu ; Verkamo, In-
keri: Discovering Frequent Episodes in Sequences. In: Proceedings of the 1st
International Conference on Knowlegde Discovery and Data Mining (KDD ’95).
Montreal, Canada, August 1995, S. 210–215



LITERATURVERZEICHNIS 201

[Mannila et al. 1997] Mannila, Heikki ; Toivonen, Hannu ; Verkamo, Inke-
ri: Discovery of Frequent Episodes in Event Sequences. In: Data Mining and
Knowledge Discovery 1 (1997), November, Nr. 3, S. 259–289

[Matheus et al. 1993] Matheus, Christopher ; Chan, P. ; Piatetsky-Shapiro,
Gregory: Systems for Knowledge Discovery in Databases. In: IEEE Transactions
on Knowledge and Data Engineering 5 (1993), Juni, S. 903–913

[Mauro und McDougall 2000] Mauro, Jim ; McDougall, Richard: Solaris
Internals: Core Kernel Architecture. Prentice Hall, 2000

[Megiddo und Srikant 1998] Megiddo, Nimrod ; Srikant, Ramakrishnan: Dis-
covering Predictive Association Rules. In: Proceedings of the 4th International
Conference on Knowledge Discovery in Databases and Data Mining (KDD ’98).
New York, USA, August 1998, S. 274–278

[Meo et al. 1998] Meo, Rosa ; Psaila, Giuseppe ; Ceri, Stefano: A Tightly-
Coupled Architecture for Data Mining. In: Proceedings of the 14th International
Conference on Data Engineering. Orlando, Florida, USA, 1998, S. 316–323

[Meo et al. 1996] Meo, Rosa ; Psaila, Guiseppe ; Ceri, Stefano: A New SQL-
like Operator for Mining Association Rules. In: Proceedings of the 22nd Inter-
national Conference on Very Large Databases (VLDB ’96). Mumbai (Bombay),
India, September 1996, S. 122–133
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